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Streszczenie

W  niniejszej rozprawie noszacej tytul ,,Metody uczenia maszynowego
w diagnostyce uzwojenia stojana silnika indukcyjnego z wykorzystaniem polowego
modelu zjawisk elektromagnetycznych,, zbadano mozliwo$¢ zastosowania polowego
modelu zjawisk elektromagnetycznych oraz metod uczenia maszynowego
w diagnostyce uzwojenia stojana maszyny indukcyjnej. Celem zrealizowanych badan
byla poprawa niezawodnosci pracy trdjfazowych silnikow indukcyjnych poprzez
wdrozenie do procesu diagnostycznego modelu polowego trojfazowego silnika
indukcyjnego oraz konwolucyjnej sieci neuronowej. Na podstawie kompleksowe;j
analizy literatury, autor szczegdétowo omoédwil aktualne metody diagnostyczne, metody
przetwarzania sygnatu, a takze modele matematyczne trojfazowych silnikow
indukcyjnych w ujeciu obwodowym 1 polowym, z uwzglednieniem uszkodzen
uzwojenia stojana.

W ramach badan opracowano i zweryfikowano polowo-obwodowe modele
trojfazowych silnikow indukcyjnych. Ponadto autor zestawil metody i rownania
opisujagce rozklad pola elektromagnetycznego za pomoca potencjatéw skalarnych
1 wektorowych. Opracowane modele umozliwily wyznaczenie oraz analiz¢ przebiegow
pradoéw fazowych trojfazowego silnika indukcyjnego, bez oraz z uwzglednieniem zwar¢
migdzyzwojowych we wszystkich fazach rozpatrywanej maszyny. Przeprowadzono
analize wynikow badan symulacyjnych, tworzac na ich podstawie baz¢ danych
zawierajacg przebiegi pradéw fazowych. Dokonano eksperymentalnej weryfikacji
utworzonego modelu polowego silnika indukcyjnego. Dodatkowo,
w ramach pracy omoéwiono metody uczenia maszynowego stosowane w diagnostyce
silnikow elektrycznych, ze szczegdlnym uwzglednieniem glebokich sieci neuronowych.
W ramach badan opracowano autorskie oprogramowanie do wizualizacji struktury,
treningu, strojenia hiperparametrow 1 analizy wynikdw konwolucyjnych sieci
neuronowych. Przeanalizowano wplyw rodzaju danych treningowych i strojenia
hiperparametréw na wyniki detekcji i1 klasyfikacji zwar¢ miedzyzwojowych uzwojenia
stojana silnika indukcyjnego. Dokonano szczegotowej analizy otrzymanych wynikoéw
oraz omoéwiono ich wplyw na efektywnosci klasyfikacji utworzonych modeli
konwolucyjnych sieci neuronowych. Osiagnigcia zaprezentowane w rozprawie stanowia
podstawe dla dalszych prac nad zagadnieniem zastosowania glebokich sieci

neuronowych do wczesnej diagnostyki trojfazowych silnikéw indukcyjnych.
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Abstract

In this doctoral dissertation titled "Machine learning methods in the diagnostics of
induction motor stator windings using a field model of electromagnetic phenomena" the
possibility of applying a field model of electromagnetic phenomena and machine
learning methods in the diagnostics of induction motor stator windings was
investigated. The aim of the conducted research was to improve the reliability of three-
phase induction motors by implementing a field model of a three-phase induction motor
and a convolutional neural network into the diagnostic process. Based on a
comprehensive literature review, the author thoroughly discussed current diagnostic
methods, signal processing methods, as well as mathematical models of three-phase
induction motors in circuit and field approaches, taking into account stator winding
faults.

As part of the research, field-circuit models of three-phase induction motors were
developed and verified. Additionally, the author compiled methods and equations
describing the distribution of the electromagnetic field using scalar and vector
potentials. The developed models enabled the determination and analysis of the phase
currents of a three-phase induction motor, both with and without considering inter-turn
short circuits in all phases of the considered machine. A simulation analysis of the
research results was conducted, creating a database containing phase current waveforms
based on the findings. An experimental verification of the developed field model of the
induction motor was also carried out.

Furthermore, the dissertation discussed machine learning methods used in the
diagnostics of electric motors, with a particular emphasis on deep neural networks.
Proprietary software was developed within the research for visualizing the structure,
training, hyperparameter tuning, and analyzing the results of convolutional neural
networks. The impact of the type of training data and hyperparameter tuning on the
results of inter-turn short circuit detection and classification of the induction motor
stator winding was analyzed. A detailed analysis of the obtained results was conducted,
and their impact on the classification efficiency of the developed convolutional neural
network models was discussed. The achievements presented in the dissertation form the
basis for further work on the application of deep neural networks for the early

diagnostics of three-phase induction motors.
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Wykaz wybranych oznaczen:

Oznaczenia parametrow modelowania matematycznego.

U - napiecie,

U3 - napiecie fazy 4 uzwojenia stojana,

Uz - napiecie na niezwartych zwojach cewki fazy 4 uzwojenia stojana,
Uz, - napiecie na zwartych zwojach cewki fazy A4 uzwojenia stojana,

Uj - napiecie fazy B uzwojenia stojana,

UZ - napiecie fazy C uzwojenia stojana,

U'R - napiecie fazy A uzwojenia wirnika sprowadzone na strone stojana,
U'R - napiecie fazy B uzwojenia wirnika sprowadzone na strong stojana,
U'R - napiecie fazy C uzwojenia wirnika sprowadzone na strong stojana,
i,I - prad,

i5 - prad fazy A uzwojenia stojana,

i5r - prad w niezwartych zwojach cewki fazy A uzwojenia stojana,

i3¢ - prad w zwartych zwojach cewki fazy A uzwojenia stojana,

i5 - prad fazy B uzwojenia stojana,

is - prad fazy C uzwojenia stojana,

i'R - prad fazy A uzwojenia wirnika sprowadzony na strone stojana,

i'R - prad fazy B uzwojenia wirnika sprowadzony na strone stojana,

i'R - prad fazy C uzwojenia wirnika sprowadzony na strong stojana,

R - rezystancja,

R3 - rezystancja fazy A uzwojenia stojana,

R3r - rezystancja niezwartych zwojow cewki fazy A uzwojenia stojana,
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R3¢ - rezystancja zwartych zwojow cewki fazy A uzwojenia stojana,

Rj - rezystancja fazy B uzwojenia stojana,

R} - rezystancja fazy C uzwojenia stojana,

R'R - rezystancja fazy A uzwojenia wirnika sprowadzona na strong stojana,

R'R - rezystancja fazy B uzwojenia wirnika sprowadzona na strone stojana,

R'R - rezystancja fazy C uzwojenia wirnika sprowadzona na strone stojana,

L - indukcyjnos¢,

L3, - indukcyjnosé rozproszenia fazy A uzwojenia stojana,

L3, - indukcyjno$é rozproszenia niezwartych zwojow cewki fazy A uzwojenia stojana,
L3¢, - indukcyjno$é rozproszenia zwartych zwojow cewki fazy A uzwojenia stojana,
L3, - indukcyjnos¢ rozproszenia fazy B uzwojenia stojana,

L%, - indukcyjnosé rozproszenia fazy C uzwojenia stojana,

L'®, - indukcyjno$¢ rozproszenia fazy A uzwojenia wirnika sprowadzona na strone
stojana,

L', - indukcyjno$¢ rozproszenia fazy B uzwojenia wirnika sprowadzona na strong
stojana,

L'®, - indukcyjnoéé rozproszenia fazy C uzwojenia wirnika sprowadzona na strong
stojana,

Ly p - indukcyjno$¢ wiasna fazy A uzwojenia stojana,

L; rp - Indukcyjnos¢ wiasna niezwartych zwojow cewki fazy A uzwojenia stojana,
Ly sp - Indukcyjnos¢ wiasna zwartych zwojow cewki fazy A uzwojenia stojana,

Ly g - indukcyjno$¢ wiasna fazy B uzwojenia stojana,

Lgﬁ - indukcyjnos$¢ wlasna fazy C uzwojenia stojana,

L'R g - indukeyjnos$¢ whasna fazy A uzwojenia wirnika sprowadzona na strong stojana,
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L'8 p - iIndukcyjnos¢ wlasna fazy B uzwojenia wirnika sprowadzona na strong stojana,
L’Igﬁ - indukcyjno$¢ witasna fazy C uzwojenia wirnika sprowadzona na strong stojana,
M - indukcyjnos$¢ wzajemna,

M3, p - indukeyjnos¢ wzajemna migdzy fazg A uzwojenia stojana, a faza B uzwojenia
stojana,

MEFASB - indukcyjno$¢ wzajemna mi¢dzy niezwartymi zwojami cewki fazy A
uzwojenia stojana, a zwartymi zwojami cewki fazy A uzwojenia stojana,

M3eg p - indukcyjno$¢ wzajemna migdzy niezwartymi zwojami cewki fazy A uzwojenia
stojana, a faza B uzwojenia stojana,

M jSBﬁ - indukcyjno$¢ wzajemna migdzy zwartymi zwojami cewki fazy A uzwojenia
stojana, a faza B uzwojenia stojana,

M jpcﬁ - indukcyjnos$¢ wzajemna miedzy niezwartymi zwojami cewki fazy A uzwojenia
stojana, a faza C uzwojenia stojana,

M /fscﬁ - indukcyjno$¢ wzajemna migdzy zwartymi zwojami cewki fazy A uzwojenia
stojana, a fazg C uzwojenia stojana,

M /fcﬁ - indukcyjno$¢ wzajemna miedzy faza A uzwojenia stojana, a fazg C uzwojenia
stojana,

Mgcﬁ - indukcyjno$¢ wzajemna mi¢dzy fazg B uzwojenia stojana, a fazg C uzwojenia
stojana,

M'E, g - indukcyjnos¢ wzajemna migdzy fazg A uzwojenia wirnika, a faza B uzwojenia
wirnika sprowadzona na strong stojana,

M Xéﬁ - indukcyjno$¢ wzajemna miedzy faza A uzwojenia wirnika, a faza C uzwojenia
wirnika sprowadzona na strong stojana,

M 'gcﬁ - indukcyjno$¢ wzajemna migdzy fazag B uzwojenia wirnika, a fazag C uzwojenia
wirnika sprowadzona na strong stojana,

M'$R _ indukcyjno$é wzajemna miedzy fazg A uzwojenia stojana a uzwojeniem wirnika
sprowadzona na stron¢ stojana,

M'SR - indukcyjno$é wzajemna migdzy niezwartymi zwojami cewki fazy A uzwojenia
stojana a uzwojeniem wirnika sprowadzona na stron¢ stojana,
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M'S® - indukcyjno$¢ wzajemna miedzy zwartymi zwojami cewki fazy A uzwojenia
stojana a uzwojeniem wirnikiem sprowadzona na stron¢ stojana,

M'3R - indukcyjnos$¢ wzajemna miedzy faza B uzwojenia stojana a uzwojeniem wirnika
sprowadzona na stron¢ stojana,

M'SR _ indukcyjno$¢ wzajemna miedzy faza C uzwojenia stojana a uzwojeniem
wirnikiem sprowadzona na strong stojana,

p - liczba par biegundéw uzwojenia stojana/wirnika,
T, - moment elektromagnetyczny,

T, - moment obcigzenia,

J - moment bezwtadnosci,

w - pulsacja,

@ - przesuniecie fazowe,

U - przenikalno$¢ magnetyczna srodowiska,

E - wektor nat¢zenia pola elektrycznego,

H - wektor natezenia pola magnetycznego,

B - wektor indukcji magnetyczne;j,

J - wektor gestosci pradu,

V - skalarny potencjat elektryczny,

Q) - skalarny potencjat magnetyczny,

T - wektorowy potencjat elektryczny,

A - wektorowy potencjal magnetyczny.
Oznaczenia parametrow przetwarzania sygnatow:
T - okres sygnatu,

A - amplituda sygnatu,

f - czgstotliwos¢ sygnatu,

10
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Oznaczenia parametrow uczenia maszynowego:

¢ - funkcja aktywacji neuronu,

x(m) - dyskretny sygnat wyjsciowy,

x(n) - analizowany sygnat dyskretny,

n - numer przetwarzanej probki,

m - indeks probki wyjsciowej,

N - liczba probek analizowanego sygnatu dyskretnego,
L - liczba warstw w sieci neuronowe;j,

x1,x2,x3, ..., xn - sygnaly wejSciowe neuronu,
wl,w2,w3, ...,wn- wagi sygnalow wejsciowych,
e - suma wazona sygnatow wejsciowych,

y(e) - sygnat wyj$ciowy neuronu,

e; - suma wazona sygnatu wyjsciowego i-tego neuronu,
w;j - waga j-tego wejscia i-tego neuronu,

x - wektor wejsciowy,

x; - sygnal wejsciowy i-tego neuronu,

w - wektor wspotczynnikéw wagowych,

w;o - bias i-tego wejscia,

y; - sygnat wyj$ciowy i-tego neuronu,

Q(n) - blad $redniokwadratowy n-tej iteracji,

xj(k) - i-ty sygnal na wejsciu k-tej warstwy,

U - wspdlczynnik uczenia,

p(W(n)) - kierunek minimalizacji funkcji btedu,

11
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VE - gradient funkcji biedu,

V2€ - hesjan funkcji btedu,

dl-(L) (n) - warto$¢ wzorcowa/spodziewana,

yi(L) (n) - warto$¢ wyjsciowg neuronu,

I - macierz jednostkowa,

J - jakobian funkcji btedu,

€(w(n)) - wartoé¢ bledu w ostatniej warstwie sieci neuronowej,

h.; - funkcja sasiedztwa sieci Kohonena.

12
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1 Wprowadzenie. Cel, teza i zakres pracy

Dynamicznie rozwijajacy si¢ S$wiatowy przemyst przyczynia si¢ do coraz
wigkszego zapotrzebowania na wykorzystanie ukladow napgdowych w procesach
technologicznych [1, 2]. Wiaze si¢ to z stosowaniem wickszej liczby silnikow
elektrycznych, zuzywajacych blisko 50% s$wiatowej produkcji energii elektryczne;.
W zastosowaniach przemystowych wcigz pierwszym wyborem dla napgdu
elektrycznego sa maszyny indukcyjne (IM). Wptywa na to ich prosta konstrukcja, duza
niezawodnos$¢, male koszty eksploatacji i niska cena. Silniki IM dobrze sprawdzaja si¢
w uktadach bezposredniego rozruchu z sieci. Z drugiej strony wigksze zuzycie energii
biernej, oraz straty w klatce wirnika wplywaja na stosunkowo niska sprawnos$¢ oraz
wspotczynnik  mocy, w  poréwnaniu np. z silnikami  synchronicznymi
z magnesami trwatymi (PMSM) [3]. Niestety, wada PMSM jest koniecznosé¢
stosowania ukladow przeksztattnikowych, co m.in. zwigksza cen¢ tego typu napedu
elektrycznego. W napedach pracujacych przy statej predkosci obrotowej, koszt ten
mozna zminimalizowa¢ wykorzystujac silniki synchroniczne przystosowane do
rozruchu bezposredniego (LSPMSM), w ktérych do generowania pola magnetycznego
w wirniku z klatka rozruchowa wykorzystuje si¢ magnesy trwate umieszczone
powierzchniowo lub zatopione w wirniku. Silniki takie znajdujg szerokie zastosowanie
w przemysle jako napedy do pomp czy wentylatoréw [4, 5].

Aby sprosta¢ problemom wynikajacym ze zwigkszonego zapotrzebowania na
silniki elektryczne, w wielu osrodkach naukowo-badawczych realizowane sg prace
majace na celu opracowanie metod zwigkszajacych niezawodnos$¢ i efektywno$¢ pracy
elektrycznych uktadéw napedowych [6-8].

Prace te ukierunkowane s3 na opracowywanie nowych konstrukcji maszyn
elektrycznych majacych na celu, m.in. poprawienie ich parametrow rozruchowych czy
znamionowych. Realizowane s3 réwniez badania nad opracowaniem nowych metod
diagnostycznych, umozliwiajacych szybka i1 precyzyjna ocen¢ stanu technicznego
elektrycznych uktadéw napedowych.

Istnieje kilka metod na poprawe niezawodnosci pracy uktadow napedowych, wérod

ktérych mozna wyr6zni¢ m.in.:
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e wprowadzenie uktadow redundantnych, ktéore w przypadku awarii
pracujagcego napedu przejmg jego funkcje zapewniajac dalsza
funkcjonalno$¢ systemu,

e zapewnienie optymalnych warunkéw pracy ukladu napgdowego,
zmniejszajagc tym samym prawdopodobienstwo wczesniejszej degradacji
stanu technicznego np. elektroizolacji uktadu,

e zastosowanie maszyn wielofazowych, ktore przy odpowiednio
przygotowanym uktadzie sterowania moga zapewni¢ -ciaglo$¢ pracy
systemu podczas awarii np. jednej z faz uzwojenia stojana,

e wczesna i nieinwazyjna diagnostyka napedu, ktora poprzez wykorzystanie
wynikoéw analizy sygnatow diagnostycznych pozwala na przygotowanie
procesu diagnostycznego, umozliwiajagcego mozliwie jak najwczes$niejsze
wykrycie awarii, a tym samym przygotowanie procedur konserwacyjnych
z odpowiednim wyprzedzeniem.

Wszystkie wymienione wyzej metody zwickszania niezawodnos$ci pracy uktadu
napedowego moga by¢ stosowane niezaleznie, ale moga by¢ one réwniez
wykorzystywane w jednym systemie uzupelniajagc si¢ wzajemnie. Niestety,
wykorzystanie uktadow redundantnych czy zastosowanie maszyn wielofazowych wiaze
si¢ z podwyzszonymi kosztami inwestycji oraz samej eksploatacji uktadu,
a zapewnienie optymalnych warunkoéw jego pracy nie zawsze jest mozliwe ze wzgledu
na liczne obszary zastosowan uktadéw napedowych.

W przedlozonej rozprawie skupiono si¢ na wczesnej 1 nieinwazyjnej diagnostyce
silnikéw indukcyjnych, ktéra moze stanowi¢ samodzielng metode diagnostyczna, jak
rowniez moze by¢ uzupelnieniem innych metod poprawy niezawodnosci pracy
elektrycznych uktadéw napedowych.

W wyniku dynamicznego rozwoju elektroniki, a tym samym wigkszej dostgpnosci
uktadow przeksztattnikowych takich jak np. przetworniki czestotliwosci, réwniez
silniki indukcyjne znajduja szerokie zastosowanie w ukladach napedowych
stosowanych w réznych gateziach przemystu [9—18]. Silniki indukcyjne z powodzeniem
stosowane sg np. jako napedy coraz popularniejszych pojazdéw elektrycznych [19, 20].
Popularno$¢ silnikow asynchronicznych w rozwigzaniach napgdowych zostaje
zapewniona dzigki prostocie konstrukcji, niskim kosztom produkcji, mozliwosci

regulacji pregdkosci obrotowej w szerokim zakresie, jak réwniez duzemu momentowi
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rozruchowemu. Mozliwo$¢ regulacji predkosci obrotowej w szerokim zakresie, a takze
duzy moment rozruchowy, majg istotny wplyw na dynamike uktadu np. pojazdow
elektrycznych, i w ich przypadku przektada si¢ bezposrednio na warto$¢ przyspieszenia,
a posrednio na bezpieczenstwo w ruchu drogowym. Dodatkowo, dzieki coraz lepszym
wlasciwosciom elektrycznym i magnetycznym materiatéw, z ktérych produkowane sg
silniki asynchroniczne, mozliwe jest zwigkszenie gestosci mocy 1 korzystniejszego
wyzyskania zastosowanych materiatow, a w konsekwencji miniaturyzacja tych maszyn.
Innowacyjne podejscie w projektowaniu sprawia, ze silniki asynchroniczne znajduja
zastosowanie nie tylko jako napedy przemystowe czy napedy w duzych pojazdach
trakcyjnych, ale takze coraz czesciej mozna spotkaé ich zastosowanie w samochodach
ciezarowych, osobowych, a nawet motocyklach elektrycznych. Pomimo wysitkow
projektowych majacych na celu zwigkszenie ich niezawodno$ci, to w praktycznych
zastosowaniach awarie silnikow elektrycznych nadal wystepuja. Poczatkowe etapy
awarii mogg nie mie¢ znaczgcego wplywu na poprawne dziatanie maszyny, a ich
wykrycie na wczesnym etapie wystgpowania jest znacznie utrudnione [21-23].
Niewielkie uszkodzenia moga jednak propagowaé wewnatrz silnika, co moze
doprowadzi¢ do jego uszkodzenia. Konsekwencjg awarii silnika moze by¢ zatrzymanie
catego uktadu napedowego w procesie technologicznym [15, 24-26], a nawet stanowié
zagrozenie dla zdrowia 1 zycia. Rosngce zainteresowanie napgdami z silnikami
indukcyjnymi, a takze szerokie spektrum ich zastosowania sprawia, ze coraz wigksza
role w ich eksploatacji odgrywa diagnostyka, a zapewnienie bezawaryjnej pracy staje
si¢ priorytetem nie tylko z ekonomicznego punktu widzenia firm i przedsigbiorstw [9,
27-31], ale réwniez z punktu widzenia bezpieczenstwa.

Z przedstawionych w literaturze wynikow badan eksploatacyjnych mozna
wywnioskowaé, ze procentowy udzial uszkodzen poszczegélnych podzespotow
silnikow indukcyjnych, zalezy miedzy innymi od mocy znamionowej maszyny.
Zauwazono, ze w przypadku silnikow matej mocy, tj. silnikow o znamionowej mocy do
10 kW najcze$ciej wystepuja awarie mechaniczne tozysk. Stanowig one niespetna 41%
wszystkich uszkodzen. Druga w kolejnosci grupg awaryjnosci silnikéw matej mocy
tworzg uszkodzenia stojana, ktore stanowig blisko 37% wszystkich uszkodzen [25, 30,
32-35]. Nalezy rowniez wspomnie¢, ze ta grupa uszkodzen przewaza w przypadku
silnikow duzej mocy, powyzej 149 kW [36]. Szczegdtowa analiz¢ przyczyn awarii

silnikéw indukcyjnych autor rozprawy zawart w rozdziale 2.1.
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Do najczeséciej wystepujacych uszkodzen uzwojenia stojana naleza zwarcia
miedzyzwojowe [37]. Powodem ich pojawiania si¢ jest uszkodzenie izolacji drutow
nawojowych [38, 39]. Uszkodzenie izolacji moze nastapi¢ z wielu przyczyn np.
w wyniku dlugotrwalego przeptywu pradu kilku lub kilkunastokrotnie wigkszego od
pradu znamionowego, nadmiernych naprezen mechanicznych zwigzanych z sitami
elektrodynamicznymi dziatajgcymi na przewody z pradem czy zbyt wysokiej
temperatury wewnatrz maszyny [40—45]. Kolejng przyczyng uszkodzen izolacji jest
coraz powszechniejsze stosowanie przetwornikow czestotliwosci w uktadzie zasilania.
Szybkie kluczowanie tranzystorow moze powodowaé przyspieszenie procesu degradacji
izolacji [46, 47]. W wyniku wystapienia zwarcia mi¢dzyzwojowego w uzwojeniu
stojana pojawia si¢ asymetria zarowno napi¢¢, jak i1 pradow fazowych o duzych
wartosciach skutecznych, co moze doprowadzi¢ do calkowitego uszkodzenia
maszyny [48]. W badaniach diagnostycznych, ocena stanu izolacji dokonywana jest
najczesciej za pomocg pomiarow wielkosci dielektrycznych, takich jak wspotczynnik
rozproszenia, pojemno$¢ czy rezystancja izolacji [49]. Popularne i rozpowszechnione
metody diagnostyczne badania stanu izolacji to pomiar wyladowan niezupeinych,
obliczanie indeksu polaryzacji, wspotczynnika rozproszenia czy tez wspdtczynnika
mocy [50]. Niemniej metody wymienione powyzej bazuja na diagnostyce offline
1 wymagaja do$wiadczenia diagnosty oraz zastosowania kompleksowego systemu
pomiarowego [46].

Popularnymi i czgsto stosowanymi technikami diagnostycznymi w przypadku
maszyn elektrycznych sag te, wykorzystujace sygnat przebiegu pradu lub drgania. Do
technik tych zaliczy¢ mozna np. Analiz¢ Sygnatury Pradu Silnika (ang. Motor Current
Signature Analysis, MCSA) [30, 51, 52], czy Analiz¢ Sygnatury Wibracji Silnika (ang.
Motor Vibration Signature Analysis, MVSA) [53]. Techniki te pozwalaja na
nieinwazyjng akwizycje sygnatu diagnostycznego bez koniecznos$ci wytgczania
urzadzenia. Zachowane zostaje utrzymanie w ruchu procesu technologicznego, co ma
istotne znaczenie z ekonomicznego punktu widzenia przedsigbiorstwa. W zwigzku
Z powyzszym autor w niniejszej rozprawie wykorzystal technike, w ktorej diagnostyke
uszkodzen silnika IM realizuje si¢ na podstawie sygnatu diagnostycznego, jakim jest
przebieg pradu fazowego maszyny. Zaletg tego podejscia w odrdznieniu do innych
metod diagnostycznych jest rejestracja 1 analiza tylko jednego sygnalu, bez
koniecznos$ci bezposredniej ingerencji w prace uktadu napedowego. Zaproponowane

podejécie odrdéznia si¢ od innych aktualnie stosowanych metod diagnostycznych
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w wykrywaniu zwar¢ miedzyzwojowych, tym, ze do analizy wymaga tylko jednego
sygnatu elektrycznego, mianowicie jego przebiegu. Nie ma wigc konieczno$ci
rejestrowania innych sygnatéw diagnostycznych, do ktorych naleza np. przebieg
momentu obrotowego [25, 54-56], rozklad strumienia magnetycznego [54, 57-60],
zmiany wspotczynnika mocy uktadu [55, 61], rozktad temperatury w maszynie [62, 63],
czy odpowiedz napi¢ciowa miedzy uzwojeniami na probe impulsowa [64, 65].
Wspotczesne badania dotyczace rozwoju diagnostyki silnikéw indukcyjnych
prowadzone sa w wielu kierunkach, wsrod nich mozna wskaza¢ dwa wiodace podejscia.
Pierwsze, skupiajace si¢ na obliczeniach analitycznych [9, 27]. Drugie, wykorzystuje
metody numeryczne [12, 55], przede wszystkim metod¢ elementéw skonczonych
rzadziej metod¢ roznic skonczonych [66]. Jak wczesniej wspomniano, czgsto
wykorzystywanymi sygnalami w diagnostyce silnikow elektrycznych sg przebiegi
pradow fazowych lub wibracji. Innymi sygnatami moga by¢ sygnaly akustyczne lub
przebiegi momentu obrotowego. Niestety wada procesu pozyskiwania sygnatu
diagnostycznego w postaci przebiegdw momentu obrotowego, moze by¢ konieczno$¢
zatrzymania uktadu napedowego w celu zainstalowania uktadu pomiarowego, co wigze
si¢ np. z unieruchomieniem procesu produkcji i znacznymi kosztami finansowymi.
Wigcej informacji na temat diagnostyki na podstawie momentu obrotowego maszyny
zawarto m.in. w artykutach [32, 43]. Diagnostyka silnikow indukcyjnych za pomoca
sygnatow wibroakustycznych daje zadowalajagce wyniki w przypadku wykrycia
uszkodzen mechanicznych maszyny, takich jak niewspotosiowo$¢ czy uszkodzenie
tozysk. Awarie mechaniczne czesto skutkuja znacznymi zmianami symetrii osiowe]
maszyny, co przektada si¢ na dodatkowe drgania i hatas [12, 13, 41]. Niestety awarie
uzwojenia stojana, szczegdlnie w poczatkowej fazie wystegpowania, nie wplywaja
znaczaco na wibracje czy sygnat akustyczny. Pomimo tego, ze sygnaty te moga by¢
agregowane w sSposOb nieinwazyjny, ich wykorzystanie w diagnostyce zwarc
migdzyzwojowych jest mozliwe, ale znacznie utrudnione. Mimo, Zze zwarcia
mi¢dzyzwojowe znaczaco wplywaja na odksztalcenia przebiegéw pradoéw fazowych
silnika, to w poczatkowej fazie ich wystepowania, tak jak w przypadku sygnatu
wibroakustycznego, odksztatcenie to moze by¢ trudne do identyfikacji, nawet przez
eksperta. Niemniej dynamiczny rozwdj zarowno w zakresie metod przetwarzania
sygnatéw, jak 1 metod sztucznej inteligencji, umozliwia diagnostyke maszyn
elektrycznych na podstawie wczes$niej niezbyt czgsto stosowanych sygnatow

diagnostycznych. Ze wzgledu na to, ze zwarcia migdzyzwojowe we wezesnym stadium
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ich wystepowania nie wplywaja znaczaco na przebiegi pradéw fazowych, a tym samym
sg trudne do wykrycia i1 jednoznacznej interpretacji, autor rozprawy zaproponowat
zastosowanie zaawansowanych modeli glebokich sieci neuronowych w wykrywaniu

takich uszkodzen stojanow silnikéw indukcyjnych.

Cel i teza pracy

Celem rozprawy jest opracowanie skutecznej metody diagnostyki uzwojen
stojanow silnikéw indukcyjnych, wykorzystujacej polowo-obwodowy model zjawisk
elektromagnetycznych oraz konwolucyjne sieci neuronowe.

W rozwazaniach przyjeto, ze zastosowanie w uktadach napedowych nowych
1 zaawansowanych konstrukcji silnikow indukcyjnych nie zapewnia -catkowitej
bezawaryjnosci ich pracy. Dlatego tez, aby ograniczy¢ skutki wystepowania awarii,
niezbg¢dna jest wczesna 1 nieinwazyjna diagnostyka. Z uwagi na to, ze skutki awarii
silnika sa widoczne m.in. w przebiegach pradow, moga by¢ one z powodzeniem
wykorzystane jako sygnaly diagnostyczne. Na podstawie wynikéw analizy tych
wielkosci mozna dokona¢ skutecznej oceny stanu technicznego silnika. Do
wnioskowania o stanie technicznym mozna zastosowa¢ metody uczenia maszynowego.
Sygnat diagnostyczny do trenowania, walidacji 1 testowania konwolucyjnej sieci
neuronowej, mozna pozyska¢ z wykorzystaniem polowo-obwodowego modelu
trojfazowego silnika indukcyjnego.

Postawiono teze, Ze zastosowanie metod uczenia maszynowego z wykorzystaniem
polowo-obwodowego modelu zjawisk elektromagnetycznych moZe poprawié
skutecznos¢ metod diagnostyki uzwojenia  stojana  tréjfazowych  silnikow

indukcyjnych.

Zakres pracy

Prezentowana rozprawa skoncentrowana jest na opracowaniu skutecznej metody
diagnostyki sinikow indukcyjnych z uwzglednieniem zwaré miedzyzwojowych
uzwojenia stojana. Do pozyskania sygnatéw diagnostycznych opracowano polowo-
obwodowy model silnika indukcyjnego klatkowego z uwzglednieniem uszkodzen
uzwojenia stojana. Natomiast do klasyfikacji uszkodzenia zastosowano gleboka sie¢
neuronow3. Praca zostata podzielona na sze$¢ rozdziatow w ktérych poruszone zostaly

nastepujace zagadnienia:

18



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

Rozdziat drugi pracy omawia zagadnienia zwigzane z diagnostyka silnikow
indukcyjnych. Przedstawia klasyfikacje sygnatow diagnostycznych, metody ich
przetwarzania oraz szczegdlowo opisuje proces pozyskiwania sygnatu diagnostycznego.

Rozdzial trzeci skupia si¢ na modelach matematycznych silnikéw indukcyjnych.
Zawiera wprowadzenie do tematyki, opis modelu silnika o parametrach skupionych,
matematyczny model uzwojenia stojana uwzgledniajacy zwarcia miedzyzwojowe,
a takze przedstawia model polowo-obwodowy silnika indukcyjnego oraz réwnania
opisujace rozktad pola elektromagnetycznego za pomoca potencjatéw skalarnych
1 wektorowych.

W rozdziale czwartym omodwiono metody uczenia maszynowego stosowane
w diagnostyce silnikéw elektrycznych. Przedstawiono w nim szczegdétowo klasyczne
struktury sztucznych sieci neuronowych, takie jak wielowarstwowa sie¢ perceptronowa
1 sieci samoorganizujace, a takze aktualnie popularne modele glebokich sieci
neuronowych, w tym splotowe sieci neuronowe. Dodatkowo w rozdziale czwartym
omoéwiono metody oceny klasyfikatoréw neuronowych.

Rozdzial piagty dotyczy zastosowania obwodowo-polowego modelu zjawisk
elektromagnetycznych i1 glebokich sieci neuronowych w diagnostyce uzwojenia stojana
silnika indukcyjnego. Opisuje opracowane modele trojfazowego silnika indukcyjnego
bez oraz z uwzglednieniem uszkodzeh uzwojenia stojana, badania eksperymentalne jak
réwniez opracowane modele konwolucyjnych sieci neuronowych. Ponadto w rozdziale
piatym przedstawiono wyniki procesu trenowania opracowanych modeli sztucznych
sieci neuronowych, zaprezentowano proces strojenia hiperparametréw sieci a takze
przedstawiono oraz omowiono wyniki opracowanych klasyfikatorow.

Rozdzial sz6sty zawiera wnioski 1 uwagi koncowe dotyczace tematyki 1 wynikow

rozprawy.
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2 Diagnostyka silnika indukcyjnego klatkowego

W uktadach napedowych, w zaleznos$ci od potrzeb, wykorzystywane sg rézne typy
silnikow elektrycznych, tj. od silnikéw pradu statego (ang. Direct Current motor, DC),
przez bezszczotkowe silniki pradu statego (ang. Brushless Direct Current motor,
BLDC), silniki krokowe (ang. Stepper motor), reluktancyjne (ang. Reluctance motor),
synchroniczne (ang. Synchronous motor, SM), po silniki asynchroniczne indukcyjne
(ang. Induction motor, IM). Silniki asynchroniczne stanowig najwigkszy udzial ze
wszystkich  silnikow  wykorzystywanych ~w  przemys$le. Mimo  rozwoju
technologicznego, ktéry umozliwia stosowanie coraz nowszych, a co za tym idzie
lepszych rozwigzan konstrukcyjnych i nowoczesnych materiatow w budowie silnikow
indukcyjnych, w dalszym ciggu s3 one narazone na awari¢. Awarie silnikow
indukcyjnych moga ograniczy¢ lub wrecz uniemozliwi¢ prace uktadu napgdowego.
Konsekwencja awarii sg przestoje technologiczne, ktéore w rezultacie w znacznym
stopniu moga rzutowaé na aspekt ekonomiczny przedsigbiorstw. Najczestsza przyczyna
awarii silnikow indukcyjnych jest proces starzenia maszyny. Starzenie si¢ silnikow
indukcyjnych wptywa na stan techniczny ich elementéw konstrukcyjnych, takich jak
tozyska czy izolacja maszyny. Wraz ze zuzywaniem si¢ elementow konstrukcyjnych
zmieniajg si¢ réwniez parametry uzytkowe, co moze skutkowa¢ np. zmniejszeniem
wydajnosci, zwigkszeniem ryzyka wystapienia zwaré czy zwigkszonym nagrzewaniem
si¢ maszyny. Na starzenie silnikow elektrycznych wptyw moga mie¢ warunki ich pracy,
takie jak temperatura otoczenia w ktdérej maszyna pracuje, nadmierne zapylenie czy
nadmierna wilgo¢, nieprawidtowa eksploatacja, niedopatrzenia i niedopilnowania przy
konserwacji, jak rowniez nieprawidlowy montaz. Wymienione przyczyny nie sa jednak
jedynymi, ktore moga prowadzi¢ do awarii. Do grupy czynnikow, ktore moga
powodowa¢ uszkodzenia silnikow indukcyjnych nalezy dolaczy¢ takze zjawiska
powodujace  powstawanie  sil  elektromagnetycznych,  elektrodynamicznych,
magnetycznych czy mechanicznych, ktore towarzysza procesowi przetwarzania energii
elektrycznej na mechaniczng podczas pracy silnika. Wybrane przyczyny powstawania

uszkodzen w silnikach indukcyjnych przedstawiono na rysunku 2.1.
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Przyczyny uszkodzen silnikéow indukcyjnych

Zewnetrzne Wewnetrzne

V v

Praca w wysokich temperaturach
Praca w agresywnym srodowisku
Nadmierne obcigienie maszyny
Nadmierna wilgo¢

Nadmierne zapylenie

Nadmierne drgania

Asymetria napiecia zasilania
Zaniedbania eksploatacyjne

Wady konstrukcyjne

Nieprawidfowosci podczas montazu
Niewywazenie elementéw

Niewyosiowanie watéw

Zanieczyszczenia elementow

Uszkodzenia obwodu magnetycznego maszyny
Wady materiatowe

Rys. 2.1. Przyczyny powstawania uszkodzen silnikow indukcyjnych

Uszkodzenia w silnikach asynchronicznych mozna podzieli¢ na dwie grupy:
uszkodzenia obwodu elektrycznego oraz na uszkodzenia mechaniczne. W pracach
badawczych dotyczacych uszkodzen silnikéw indukcyjnych najczgsciej wyodrgbniane
sa trzy gldwne kategorie uszkodzen maszyn, do ktorych naleza:

e uszkodzenia stojana,
e uszkodzenia wirnika [67—69],
e uszkodzenia tozysk [70].

Na rysunku 2.2 przedstawiono podzial uszkodzen silnikow indukcyjnych na
podstawie badan prowadzonych przez Electric Power Research Institute (EPRI) [71,
72], w ktérym brane pod uwage sa zarowno silniki matej jak i duzej mocy, oraz przez
IEEE Industry Applications Society (IAS) [36], gdzie analizowano jedynie silniki

wiekszej mocy.

EPRI IAS

HStojan EWWirnik ®mtozyska Minne HStojan W Wirnik mtozyska ®Inne

Rys. 2.2. Procentowy podziat uszkodzen poszczegoélnych elementdéw silnikow indukeyjnych
a) EPRI b) IAS

Szczegdtowy podziat uszkodzen wystepujacych w  silnikach indukcyjnych

przedstawiono na rysunku 2.3.
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Uszkodzenia silnikéw indukcyjnych

Uszkodzenia obwodu elektrycznego Uszkodzenia mechaniczne

Vv Vv

Uszkodzenia stojana: . Uszkodzenia fozysk
. Uszkodzenia izolacji . Ekscentrycznosc

. Zwarcia miedzyzwojowe . Niewywaienia

. Zwarcia miedzyfazowe . Luzy

Zwarcia doziemne
Przerwy w obwodzie stojana

Uszkodzenia wirnika silnika klatkowego:
Silnik klatkowy:

. Uszkodzenia pretow klatki wirnika

. Uszkodzenia pierscieni zwierajacych

Rys. 2.3. Uszkodzenia silnikow indukcyjnych

Pojawienie si¢ uszkodzenia, czyli stan awaryjny silnika indukcyjnego jest stanem
niepozadanym, poniewaz moze on wptywaé negatywnie na wlasciwosci eksploatacyjne
uktadu. Stany awaryjne mogg objawiac¢ si¢ np. obnizeniem sprawnos$ci, pojawianiem si¢
oscylacji predkosci lub momentu obrotowego, czy pogorszeniem wlasciwosci
rozruchowych maszyny, co w skrajnych przypadkach moze doprowadzi¢ do
catkowitego zniszczenia maszyny. Dodatkowo stany awaryjne, moga zagraza¢ zyciu lub
zdrowiu o0s6b przebywajacych w poblizu. Wybrane skutki uszkodzenia silnikow

indukcyjnych przedstawiono na rysunku 2.4.

Skutki uszkodzen silnikéw indukcyjnych

Wzrost temperatury wewnatrz maszyny
Asymetria napiec i prgdow fazowych
Dodatkowe drgania promieniowe i osiowe
Oscylacje predkosci obrotowej

Wozrost pulsacji momentu

Obnizenie sprawnosci

Zmiany w uktadzie praddéw i napiec

Zmiany rozktadu pola elektromagnetycznego
Obnizenie wtasciwosci rozruchowych maszyny

Rys. 2.4. Skutki uszkodzen silnikoéw indukcyjnych
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W celu zapewniania cigglosci pracy silnikow elektrycznych opracowywano wiele
metod pozwalajacych na ich diagnostyke. Na rysunku 2.5 przedstawiono ogo6lny podziat

metod diagnostycznych wykorzystywanych w diagnostyce silnikow elektrycznych.

Metody diagnostyczne wykorzystywane w diagnostyce silnikow
elektrycznych

Metody wykorzystujace
modele matematyczne

A 4 v A 4

Metody analizy sygnatow Metody uczenie maszynowego

Analiza w dziedzinie czasu
Analiza w dziedzinie
czestotliwosci

Klasyczne metody
klasyfikacji i regres;ji
Klasyczne sztuczne sieci

Modele obwodowe
Modele polowe
Modele polowo-

. Analiza wyzszych rzedéw neuronowe obwodowe
. Gtebokie sieci neuronowe . Estymatory zmiennych
. Systemy rozmyte stanu

Rys. 2.5. Podziat metod diagnostycznych silnikow elektrycznych

Jak pokazano na rysunku 2.5 metody analizy sygnatéw diagnostycznych mozna
podzieli¢ na:

e analiz¢ w dziedzinie czasu, gdzie w procesie diagnostycznym
wykorzystywane sg takie parametry sygnatu jak:

o warto$¢ minimalna,

o warto$¢ maksymalna,

o warto$¢ chwilowa,

o warto$¢ skuteczna,

o warto$¢ srednia,

o amplituda.
W przypadku analizy w dziedzinie czasu. powszechnie wykorzystywang
metodg jest metoda analizy wektora przestrzennego Parka (ang. Park's
Vector Approach, PVA),

e analiz¢ w dziedzinie czgstotliwosci wykorzystujacej przeksztatcenie
Fouriera. W przypadku analizy w dziedzinie czgstotliwosci najczesciej
wykorzystywanymi metodami sg:

o analiza widmowa pradéw fazowych (ang. Motor Current
Signature  Analysis, MCSA), ktéra polega na analizie

czestotliwosciowej przebiegow pradu maszyny,
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o analiza widma wektora przestrzennego (ang. Extended Park
Vector ~ Approach, EPVA), ktora polega na analizie

czestotliwosciowej wektora Parka;

e analiz¢ wyzszych rzedéw, gdzie do popularniejszych metod zalicza si¢ takie

metody jak:

o

analiza falkowa (ang. Wavelet Transform, WT), ktora polega na
dekompozycji sygnatu w dziedzinie czas-czestotliwose,
krotkoczasowa transformata Fouriera, (ang. Short-time Fourier
transform, STFT), polegajaca na podziale sygnatu na mniejsze
fragmenty 1 zastosowaniu okien czasowych,

empiryczny rozktad sygnatow (ang. Empirical Mode Decomposition,
EMD), polegajaca na adaptacyjnej dekompozycji sygnatu
pierwotnego na funkcje sktadowe IMF (ang. [Intrinsic Mode
Function),

transformacja Hilberta-Huanga (ang. Hilbert—Huang transform,
HHT), ktéra jest rozszerzeniem metody EMD 1 umozliwia
wyznaczenie warto$ci chwilowych czgstotliwosci 1 amplitud
zdekomponowanych sktadowych sygnatu,

zwielokrotniona klasyfikacja sygnatow (ang. Multiple Signal
Classification, MUSIC), dokonujaca estymacji widma sygnalu

z wykorzystaniem dekompozycji 1 operacji macierzowych.

Druga wyszczegélniong na rysunku 2.5 grupa metod diagnostycznych

wykorzystywanych w diagnostyce maszyn elektrycznych, s3 metody uczenia

maszynowego. W przypadku metod uczenia maszynowego wyroznia sie:

e klasyczne metody klasyfikacji i regresji, do ktorych zalicza si¢ miedzy

innymi:

o

metoda drzew decyzyjnych, (ang. Decision Tree, DT), wykorzystuje
idee topologii drzewa, w ktorej mozna wyrdzni¢ takie elementy jak
wezly, gatezie oraz liscie,

metoda maszyny wektorow no$nych (ang. Support Vector Machine,
SVM), polega na koncepcji przestrzeni decyzyjnej, ktéra ulega
podzialowi, tym samym tworzac granice pozwalajace na

odseparowanie danych naleznych do okreslonej klasy,
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O

metoda K najblizszych sasiadow (ang. k-nearest neighbors, k-NN),
polega na przewidywaniu warto$ci na podstawie k najblizszych

obserwacji danych ze zbioru uczacego;

e klasyczne modele sztucznych sieci neuronowych do ktorych zalicza si¢ np.:

O

perceptron wielowarstwowy (ang. Multilayer Perceptron, MLP),
sieci tego typu sktadaja si¢ z trzech rodzajow warstw: wejsciowe;,
ukrytych 1 wyj$ciowej, oraz nie posiadaja w swojej strukturze
sprzgzen zwrotnych,

sieci samoorganizujace (ang. Self-Organizing Map, SOM), w swojej
koncepcji  wykorzystuje pojecie  sgsiedztwa oraz neuronu
zwycieskiego,

sieci rekurencyjne (ang. Recurrent Neural Network, RRN),
w strukturze tych sieci wystepuje sprz¢zenie zwrotne,

sieci radialne, (ang. Radial Basis Functions, RBF), w warstwie
ukrytej wykorzystuja neurony z radialng funkcja bazowa.

sieci uogodlnionej regresji (ang. General Regression Neural Network,

GRNN), Tacza ze sobg koncepcje sieci MLP 1 RBF;

e glebokie sieci neuronowe:

O

konwolucyjne sieci neuronowe (ang. Convolutional neural network,
CNN), wykorzystuja operacje splotu do ekstrakcji cech z danych
wejsciowych,

krotkoczasowa pamieé dtugotrwala (ang. Long short-term memory,
LSTM) to model rekurencyjny glebokich sieci neuronowych, ktory w
swojej strukturze wykorzystuje trzy bramki: wejsciowa, wyjsciowq
1 zapominania,

Seq2Seq (ang. Sequence 2 sequence) - ideg sieci tego typu jest
jednoczesne uczenie dwoch rekurencyjnych sieci, pierwsza
nazywana jest enkoderem a druga dekoderem,

autoenkodery (ang. Autoencoder, AE), jak w przypadku sieci
Seq2Seq, autoenkodery réwniez sktadajg si¢ z enkodera i dekodera;
w przypadku AE, w =zalezno$ci od zastosowania, najczgsciej
wyodrebnia si¢ dwa typy autoenkoderéow: niedopetnione

1 przepetnione,
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o sieci glebokich przekonan (ang. Deep belief network, DBF) to sieci,
w ktorych podstawowym elementem skladowym sa polaczone
w warstwy ograniczone maszyny Boltzmanna,

o generatywne sieci przeciwstawne (ang. Generative Adversarial
Network, GAN) to model wykorzystujacy dwie sieci neuronowe,
pierwsza petni funkcj¢ generatora natomiast druga dyskryminatora;

e gsystemy rozmyte:
to systemy wykorzystujace logike rozmyta, w ktorej pomigdzy wartoscia
0 (oznaczajaca falsz) i 1 (oznaczajaca prawde) okresla si¢ szereg wartosci
posrednich okreslajacych stopien przynaleznosci elementu do okreslonego

zbioru. Logika rozmyta nalezy do kategorii logik wielowartosciowych.

2.1 Klasyfikacja sygnalow diagnostycznych

W procesie diagnostycznym jednym z kluczowych elementéw, oprocz samej
metody, jest sygnal diagnostyczny wykorzystywany do przeprowadzenia diagnozy.
Jako sygnat diagnostyczny mozna rozumie¢ zmiany dowolnej mierzalnej wielko$ci
fizycznej w dziedzinie czasu. Na potrzeby opisu matematycznego, sygnaty
przedstawione sa za pomoca funkcji, ktorych argumentem jest czas. W najprostszym
wariancie jest to funkcja jednej zmiennej, ale w praktyce najczesciej wystepuja sygnaty
wielu zmiennych.

W literaturze opisane jest wiele kryteriéw podziatu sygnaléw. Jednym z nich jest
podziat na sygnaly stochastyczne oraz deterministyczne. Sygnalem stochastycznym
nazywamy sygnal, ktory nie moze by¢ jednoznacznie opisany przez funkcje
matematyczng, a jego wartosci w kazdej ustalonej chwili jest warto$cia przypadkowa.
Natomiast sygnalem deterministycznym okre§lamy sygnal, ktéry mozna w sposob
jednoznaczny opisaé przy pomocy funkcji matematycznej, przy czym funkcja ta nie
moze zawiera¢ zadnych wielkosci losowych. Dalszy podzial sygnatow
deterministycznych x(t) okresla sygnaly jako sygnaly okresowe oraz nicokresowe.
Sygnat okresowy x(¢ + T) to sygnat, ktory w kazdej ustalonej chwili czasowej ¢ spetnia

rOéwnanie:
x(t+T)=x(t), (2.1)

gdzie T to okres sygnatu.
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Natomiast  sygnalem  nieokresowym nazywamy kazdy inny  sygnal
deterministyczny, ktory nie spetnia réwnania (2.1).

W ramach dalszego podziatu sygnatow okresowych wyrdézni¢ mozna sygnaly
harmoniczne oraz sygnaty poliharmoniczne.

Sygnatem harmonicznym nazywany jest sygnat okresowy, ktory w dziedzinie liczb

rzeczywistych dla ustalonej chwili czasu  moze by¢ opisany wzorem:
x(t) = Acos(wot + @g), (2.2)

gdzie: A to amplituda sygnatu, wy= 2mf, to pulsacja, przy czym f, to czestotliwos¢
sygnatu, a ¢ to przesuni¢cie fazowe sygnatu.
Natomiast w dziedzinie liczb zespolonych sygnat x(f) moze by¢ okreslony

W nastepujacy sposob:
x(t) = AeJ2mhot+eo (2.3)

Sygnatem poliharmonicznym nazywany jest sygnat, ktory jest kombinacja liniowa
co najmniej dwoch sygnatow harmonicznych o réznych pulsacjach, nazywanych
sygnatami sktadowymi. Sygnat poliharmoniczny skladajacy si¢ z dwoch sygnatow

harmonicznych okresli¢ mozna nast¢pujaco:
x(t) = Agcos(wot + @g) + Ajcos(wit + @q), (2.4)

przy czym czgstotliwos¢ kazdego sygnatu sktadowego musi by¢ caltkowita
wielokrotnoscig czestotliwosci podstawowe;.
Dodatkowo, sygnaty okresowe mozna opisa¢ za pomocg takich parametrow jak:
e wartoS¢ Srednia,
e warto$¢ skuteczna,
e wspoOtczynnik ksztattu,
e wspoOtczynnik szczytu,
e wspoOtczynnik zawarto$ci harmonicznych (THD).
Oprocz przedstawionego powyzej podziatu sygnalow na sygnaly stochastyczne
i deterministyczne, sygnaly moga by¢ takze grupowane ze wzgledu na cigglo$¢ ich
dziedziny. Na przyklad w dziedzinie czasu wyroznia si¢ sygnaly ciaggle oraz sygnaty

dyskretne.
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O sygnatach cigglych méwi si¢ wowczas kiedy sg one okreslone w cigglym zbiorze
argumentow. Najczesciej spotykane dziedziny sygnatéw ciaglych to (— oo, ), ale
moze ona by¢ roéwniez okreslona w przedziale zamknigtym. Natomiast sygnaty
dyskretne sg okreslone tylko w skonczonym zbiorze punktow nalezacych do ich
dziedziny.

Do akwizycji 1 archiwizacji sygnatow na potrzeby diagnostyki maszyn
elektrycznych wykorzystuje si¢ gloéwnie skomputeryzowane uktady pomiarowe
wyposazone w cyfrowe karty pomiarowe. Dlatego mozna stwierdzi¢, ze sygnaty
dyskretne sg najczesciej wykorzystywane do diagnostyki maszyn.

Wraz z postepem technologicznym w wielu dziedzinach zycia pojawita si¢
potrzeba archiwizacji, obserwacji 1 analizy sygnalow do celow diagnostycznych.
W diagnostyce maszyn elektrycznych, z uwagi na znane algorytmy przetwarzania, oraz
wzgledng  bezproblemowo$¢  przy — przetwarzaniu  sygnatdow,  najczesciej

wykorzystywanym rodzajem sygnaléw sag sygnaty elektryczne.

2.2 Wybrane metody przetwarzania sygnaltu

Informacje zwarte w przebiegach sygnatow rejestrowanych na potrzeby
diagnostyczne moga by¢ trudne do interpretacji, co utrudnia, a niekiedy uniemozliwia
poprawng diagnostyke badanej maszyny. Dlatego tez, w celu poprawy jakosci
przeprowadzanego procesu diagnostycznego wykorzystuje si¢ rdézne metody
przetwarzania sygnatu. Metody te w duzym stopniu zalezag od rodzaju sygnatu
diagnostycznego. Aktualnie jednymi z popularniejszych metod przetwarzania sygnatow
wykorzystywanych w diagnostyce silnikéw elektrycznych jest przeksztalcenie Fouriera
(ang. Fourier Transform, FT) oraz przeksztatcenie falkowe (ang. Wavelet Transform,
WT).

Przeksztatcenie Fouriera zyskatlo popularnos¢ w  diagnostyce silnikow
indukcyjnych ze wzgledu na przystepnos¢ interpretacji wynikéw analizy. Pomimo tego,
ze przeksztalcenie Fouriera mozna stosowaé zarowno dla funkcji ciaglych,
jak 1 dyskretnych, to w zastosowaniach inzynieryjnych, z uwagi na charakter sygnatow
diagnostycznych, czegsciej wykorzystywana jest Dyskretna Transformata Fouriera (ang.

Discrete Fourier Transform, DFT), ktérag mozna okresli¢ wzorem:
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N-1 N-1

X(m) = Z x(n)cosZn% —j z x(n)sin2n %, (2.5)

n=0 n=0

gdzie: X(m) to wynik DFT w dziedzinie cze¢stotliwosci, x(n) to analizowany sygnat
dyskretny w dziedzinie czasu, n to numer przetwarzanej probki, m to rzad
harmonicznej, N to liczba probek analizowanego sygnatu dyskretnego.

W praktyce, w celu przy$pieszenia obliczen DFT, wykorzystywany jest
algorytm obliczeniowy nazywany Szybka Transformata Fouriera (ang. Fast Fourier
Transform, FFT). Klasyczne przeksztalcenie Fouriera wymaga, aby sygnat poddawany
przeksztalceniu byl sygnatem stacjonarnym. W celu przetwarzania sygnalow
niestacjonarnych stosowana jest Krotkoczasowa Transformata Fouriera (ang. Short-
Time Fourier Transform, STFT), ktéra umozliwia czasowo-czestotliwo§ciowa analize
sygnatu diagnostycznego. Zastosowanie STFT umozliwia obserwacj¢ zmian pasma
czestotliwosci sygnatu w  funkcji czasu, co pozwala na diagnostyke silnikow
w zmiennych warunkach pracy.

Druga wspominang metodg przetwarzania sygnatu diagnostycznego jest
przeksztalcenie falkowe (WT). Przeksztalcenie falkowe z powodzeniem stosowane jest
dla sygnalow niestacjonarnych. W zaleznosci od potrzeby przeksztalcenie WT moze
by¢ zastosowane na sygnatach ciggltych lub dyskretnych. W przypadku sygnatow
ciagglych w czasie stosowang metoda jest ciagle przeksztalcenie falkowe (ang.
Continuous Wavelet Transform, CWT), natomiast dla sygnatow dyskretnych stosuje si¢
dyskretne przeksztalcenie falkowe (ang. Discreet Wavelet Transform, DWT).
W praktyce przeksztalcenie falkowe czgsto wykorzystywane jest do filtracji sygnatlu
diagnostycznego. W odroznieniu od metody STFT, w ktorej stosowane jest state okno
czasowe, w metodzie DWT rozmiar okna czasowego jest funkcja potozenia okna
w plaszczyznie t/f. W kontek$cie analizy sygnatéw ptaszczyzne t/f mozna zdefiniowaé
jako dwuwymiarowg reprezentacje sygnatu, ktora taczy informacje w dziedzinie czasu
1 dziedzinie czgstotliwosci. Z uwagi na t¢ zalezno$¢ okno czasowe moze ulec zmianie,
w wyniku czego mozliwe jest otrzymanie doktadniejszej charakterystyki czasowo-

czestotliwosciowe;.
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2.3 Pozyskiwanie sygnalu diagnostycznego

W diagnostyce maszyn elektrycznych istniejg rozne sposoby pomiaru i rejestracji
pradow fazowych. Wyniki ich analizy pozwalaja na monitorowanie stanu technicznego
oraz wykrycie ewentualnych awarii. W zalezno$ci od potrzeb, do tych celéw mozna
wykorzysta¢ zard6wno cggi pomiarowe, klasyczne amperomierze, jak rowniez bardziej
zaawansowane uktady wykorzystujace karty pomiarowe w technologiach takich jak np.
CompactRIO, CompactDAQ czy PXI.

Wykorzystanie cegéw pomiarowych, z uwagi na sposob pomiaru, preferowane jest
do pomiaru pradéw o duzej wartosci. Dzigki swojej budowie zastosowanie cggdw nie
wymaga bezposredniej ingerencji w uktad pomiarowy, co zwigksza bezpieczenstwo
1 wygode podczas wykonywania pomiarow.

Z kolei podiaczenie analogowych amperomierzy wymaga ingerencji w obwod
zasilania, przez co moze wigzac¢ si¢ z wylaczeniem uktadu napedowego. Zastosowanie
amperomierzy analogowych uniemozliwia komputerowa akwizycje danych
pomiarowych. Natomiast amperomierze cyfrowe czesto posiadaja niewystarczajaca
czestotliwo$¢ probkowania sygnalu oraz przystosowane sa do pomiaru pradu
o czestotliwosci sieci zasilajacej silnik przez co mogg posiadaé filtry, ktore usuwajg
z sygnatu diagnostycznego skladowe o wyzszych czgstotliwosciach, co moze
uniemozliwi¢ zastosowanie bardziej zaawansowanych metod diagnostycznych.

Wykorzystanie kart pomiarowych podobnie jak w przypadku amperomierzy
analogowych czy cyfrowych, wymaga ingerencji w obwod zasilania badanego silnika.
Niemniej z uwagi na zastosowane technologie, pozwala to na pozyskanie przebiegu
sygnatu diagnostycznego z uwzglgdnieniem wyzszych czgstotliwosci wystgpujacych
w sygnale, a w konsekwencji pozyskany sygnal mozna z powodzeniem wykorzystac¢
w dalszym procesie diagnostycznym. Dlatego tez, karty pomiarowe sg bardzo czesto
wykorzystywane tam, gdzie niezbedna jest jak najbardziej doktadna analiza sygnatu
diagnostycznego. Oprocz sygnatu pradowego karty pomiarowe umozliwiaja roéwniez
rejestracje przebiegéw takich wielkos$ci fizycznych jak np. napiecie zasilania, wibracje
1 dzwiek. Do pomiaru wibracji 1 dzwigku wykorzystywane sg dodatkowo czujniki drgan
oraz czujniki dzwigku. W przypadku pomiaru drgan lub dzwigku nalezy pamigtac
o ewentualnych zaktoceniach sygnalu pomiarowego przez sygnaly docierajace do

uktadu pomiarowego z zewnatrz.
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Jednym z najbardziej rozpowszechnionych sposobdéw na pozyskiwanie sygnatu
diagnostycznego do celow badawczych sa pomiary wykonywane na obiekcie
rzeczywistym. Rozwigzanie to zapewnia wiarygodne wyniki pomiarow ale wiaze si¢
z koniecznoscig przeprowadzania diugotrwatych i problematycznych badan oraz
wymaga dostepu do obiektow badanych. Pozyskiwanie odpowiednio duzej
1 zroznicowanej puli sygnalow diagnostycznych z obiektu rzeczywistego
W proponowanej przez autora metodzie wykorzystujacej glebokie sieci neuronowe
moze by¢ zadaniem trudnym do realizacji.

Z tego powodu w zrealizowanych badaniach zastosowano sygnal diagnostyczny
pozyskany z wynikdw obliczen symulacyjnych polowo-obwodowego modelu silnika
indukcyjnego  klatkowego. Podejscie to pozwoli na pozyskanie sygnatu
diagnostycznego bez konieczno$ci przeprowadzania czasochtonnych pomiaréw na
wielu obiektach rzeczywistych. Ponadto, wykorzystanie modelu polowego
uwzgledniajacego uszkodzenia moze umozliwi¢ pozyskiwanie sygnatu diagnostycznego
juz na etapie prototypowania silnikdw, co w znacznym stopniu moze poprawi¢ jakos¢
procesu diagnostycznego poprzez wczesng i nieinwazyjng metode generacji danych
wejsciowych dla sztucznej sieci neuronowe;.

W rozdziale drugim przedstawione zostaly informacje ma temat diagnostyki
silnikow indukcyjnych. Opisane zostaly uszkodzenia sinikéw, klasyfikacja sygnatéw
diagnostycznych, wybrane metody przetwarzania sygnalow, a takze metody
pozyskiwania sygnatu diagnostycznego. W rozdziale trzecim w nawigzaniu do
omowionych w rozdziale drugim zagadnien ze szczegdlnym uwzglednieniem metod
pozyskiwania sygnatu diagnostycznego zaprezentowane beda modele matematyczne
silnikow indukcyjnych. Przedstawione w kolejnym rozdziale opisy matematyczne
silnikéw indukcyjnych w dalszej czesci pracy zostang wykorzystane do przygotowania
modeli polowych silnikow indukcyjnych, ktore umozliwig akwizycje sygnatlu

diagnostycznego na potrzeby diagnostyki uzwojenia stojana maszyny indukcyjne;.

31



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

3 Modele matematyczne silnikow indukcyjnych

3.1 Wprowadzenie

Zadaniem silnikéw elektrycznych jest przetwarzanie energii elektrycznej na energie
mechaniczng za posrednictwem pola elektromagnetycznego. Powszechnie sg stosowane
nie tylko w szeroko rozumianym przemysle, gdzie wchodza w sktad elektrycznego
uktadu napgdowego wielu specjalistycznych maszyn takich jak np. pompy, wyciagarki,
wentylatory, maszyny CNC czy urzadzenia medyczne, ale stosowane sg réwniez
w urzadzeniach uzytku codziennego takich jak sprz¢ty AGD, elektronarzedzia a nawet
zabawki. Nalezy rowniez wspomnie¢, ze w ostatnich latach ich zastosowanie zyskuje
jeszcze bardziej na znaczeniu z uwagi na dynamiczny rozwdj galezi przemystu
zwigzang z elektromobilno$cia, gdzie silniki elektryczne stuzg jako naped dla wielu
pojazdow elektrycznych [73]. Z przeprowadzanych analiz szacunkowych wynika, ze to
wiasnie silniki elektryczne sa odpowiedzialne za zuzywanie blisko 50% S$wiatowej
energii elektrycznej [74], a biorac pod uwage dynamiczny rozwo6j rynku zwigzanego
z samochodami elektrycznymi trend ten moze w przyszilo$ci wzrasta¢. Dlatego tez,
badania dotyczace silnikow elektrycznych petnig kluczowa role w dalszym rozwoju
technologicznym. Analiza standw pracy silnikow elektrycznych moze obejmowac wiele
roznych aspektow, np. analiza pod wzglgdem ich sprawnos$ci, stanéw pracy,
niezawodno$ci czy optymalizacji konstrukcji. W badaniach nad silnikami
elektrycznymi, na otrzymane wyniki moze wptywaé wiele czynnikow, w tym migdzy
innymi zastosowany model matematyczny. Zastosowanie modeli matematycznych
silnikoéw pozwala na przeprowadzenie obliczen symulacyjnych
1 analizy w wybranych stanach pracy maszyny. Ponadto, dokladne modele
matematyczne s3 niezbgdne podczas projektowania nowych konstrukcji silnikow,
opracowywania strategii ich optymalizacji oraz zwigkszania niezawodno$ci uktadu
napedowego. Dlatego tez, badania wykorzystujace modele matematyczne stanowia
fundament dla dalszego rozwoju technologii silnikow elektrycznych, wspierajac
innowacje 1 postep w roznych gatgziach przemyshu takich jak np. motoryzacja,

energetyka czy automatyka.

3.2 Opis modelu silnika indukcyjnego o parametrach skupionych
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Aktualnie jednym z modeli matematycznych wykorzystywanych do opisu zjawisk
zachodzacych w silniku indukcyjnym jest model wykorzystujacy uktad wspotrzednych
naturalnych. Niemniej istniejg inne modele matematyczne i wykorzystywane sg one
w zalezno$ci od rozpatrywanej problematyki [75-77] .

Model w uktadzie wspotrzednych naturalnych obwodu stojana oraz obwodu
wirnika silnika indukcyjnego w postaci wektorowej mozna zapisa¢ nastepujagcym

uktadem réwnan.

d d
US = i°RS + L5 — (i%) + — (L"°%i"?)
de de 3.1)
d d T ’ '
IR _ :'Rp'R IRR IR 1SR* IR
UR = IRRR 4 LR (i )+—dt(L i )

gdzie U to wektor napieé uzwojenia stojana, U'R to wektor napie¢ uzwojenia wirnika
sprowadzonych na strone stojana, i° to wektor pradow stojana, i'® to wektor pradow
wirnika sprowadzonych na strong stojana, RS to macierz rezystancji uzwojenia stojana,
R'® to macierz rezystancji uzwojenia wirnika sprowadzona na strone stojana, L5 to
macierz indukcyjno$ci uzwojenia stojana, L"**to macierz indukcyjnosci miedzy
stojanem a wirnikiem sprowadzonych na strong stojana, natomiast L'RR to macierz
indukcyjnosci wirnika sprowadzonej na stron¢ stojana.

Wektory wystepujace w uktadzie réwnan (3.1) mozna zapisa¢ w nastepujacy

sposob:
S 'R S i'R
Ui U A LA
R . . /R .
Us=|us|, U =|Ug|, i’=[lig|, i'" = [i'’]. (3.2)
ug U'¢ i i'¢

Do dalszej analizy niezbedne jest sprowadzenie napig¢ i pradéw fazowych
uzwojenia wirnika, opisanych zaleznoscia (3.2), na stron¢ stojana zgodnie
Z nastepujacymi wzorami:

z1 kg1

UR = UR——, 3.3

72 ko2 (3.3)

/'R — R z kez M, (3.4)
2z kql my’ .

gdzie: U3, U3, UZ to napigcia fazowe uzwojenia stojana, U'§,U'R, U'R to napigcia fazowe

uzwojenia wirnika sprowadzone na strone stojana, i5,i3, i? to prady fazowe uzwojenia
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stojana, i'R,i'R,i'R to prady fazowe uzwojenia wirnika sprowadzone na strong stojana,
Z1,Z; to odpowiednio liczba zwojow uzwojenia stojana i wirnika, kg, kg, to
wspotczynniki uzwojenia stojana i wirnika, a my, m, to odpowiednio liczba faz stojana
1 wirnika silnika indukcyjnego.

Macierze rezystancji uzwojenia stojana RS oraz rezystancji uzwojenia wirnika

sprowadzonej na strone stojana R'®R mozna zapisaé w nastepujacy sposob:

R; 0 0

RS=|0 RS O0f, (3.5)
0 0 R
RE 0 0

RE=[0 RE 0], (3.6)
0 0 RE

gdzie: R;, R5, R> to odpowiednio rezystancja fazy A, B i C uzwojenia stojana,
R'%, R'® R'R to odpowiednio rezystancje fazy A, B i C uzwojenia wirnika sprowadzone
na stron¢ stojana.

Macierze indukcyjnosci uzwojenia stojana LSS, indukcyjnosci  wirnika

LIRR

sprowadzonej na stron¢ stojana oraz indukcyjno$ci miedzy stojanem a wirnikiem

sprowadzonych na strong stojana L'S®mozna zapisa¢ nastepujgaco:

LSS = L3+ L, (3.7)
L'RR = LR+ L'§, (3.8)
M'3Rcos (p8) M'3Rcos (p@ + 2m/3) M'5Rcos (pf — 2m/3)
L'SR = [M'$Rcos (p8 — 2m/3) M'3Rcos (p8) M'3Rcos (p@ + 2m/3)|, (3.9)
M'?Rcos (p@ + 2m/3) M'3Rcos (pf — 2m/3) M"ZRcos (p8)

przy czym: L3 to macierz indukcyjnosci rozproszenia uzwojenia stojana, LE to macierz
indukcyjno$ci wlasnej uzwojenia stojana, LR to macierz indukcyjnosci rozproszenia

uzwojenia wirnika sprowadzonej na stron¢ stojana, L;;R to macierz indukcyjnos$ci

wlasnej uzwojenia wirnika sprowadzonej na strone stojana, M3, M'SR M'SR to
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indukcyjnos$¢ wzajemna miedzy faza A, B i C uzwojenia stojana a uzwojeniem wirnika,
sprowadzona na strong¢ stojana, p to liczba par biegunow, a 6 to kat potozenia wirnika
wzgledem stojana. Macierze L, Lf; bedace skladnikami (3.7) oraz LR, L;;R bedace

sktadnikami réwnania (3.8) mozna przedstawi¢ w nastgpujacy sposob:

L5, 0 0
Ls=10 13, 0], (3.10)
0 0 L3,

Lig  Migg Macg
L =|Misg  Lpp My, (3.11)
Micg Miep Lig

LE 0 o0
LR=|0 LE o], (3.12)
o o0 LE

L'y Mg M7
L = M%ss L'Eg  MFEcsl, (3.13)
M%p MFes LG

gdzie: LS,, L3y, L3, to indukcyjno$é rozproszenia fazy A, B i C uzwojenia stojana,

Lflﬁ, L‘gﬁ, Lgﬁ to indukcyjno$¢ wiasna fazy A, B i C uzwojenia stojana, MjBB to
indukcyjno$¢ wzajemna miedzy fazg A uzwojenia stojana a fazag B uzwojenia stojana,
M jcﬁ to indukcyjno$¢ wzajemna mig¢dzy fazg A uzwojenia stojana a fazg C uzwojenia
stojana, Mgcﬁ to indukcyjno$¢ wzajemna miedzy faza B uzwojenia stojana a faza C
uzwojenia stojana, L'¥,, L'X,, LE, to indukcyjnoéé rozproszenia fazy A, B i C uzwojenia
wirnika sprowadzona na strone stojana, L'ﬁﬁ, L'R B L'gﬁ to indukcyjnos$¢ wilasna fazy A,
B 1 Cuzwojenia wirnika sprowadzona na stron¢ stojana, M ’§B/3 to indukcyjnosé
wzajemna mi¢dzy faza A uzwojenia wirnika a fazag B uzwojenia wirnika sprowadzona
na stron¢ stojana, M 'ﬁcﬁ to indukcyjno$¢ wzajemna migdzy fazag A uzwojenia wirnika
a faza C uzwojenia wirnika sprowadzona na stron¢ stojana, M 'gcﬁ to indukcyjnosé

wzajemna mi¢dzy faza B uzwojenia wirnika a fazg C uzwojenia wirnika sprowadzona

na stron¢ stojana.

35



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

Sprowadzenie rezystancji uzwojenia wirnika na stron¢ stojana mozna

zrealizowac zgodnie ze wzorem:

2
z1 k m
R'® = RR (—1L1> —, (3.14)
zZy kg ) My
gdzie: RR to rezystancja uzwojenia wirnika widziana od strony wirnika.
Rezystancja uzwojenia wirnika ze wzoru (3.14) moze by¢ wyrazona jako suma

rezystancji pretow wirnika i rezystancji pierscieni zwierajacych:

1
lee = Rg = Rg =RR = _(Rl}}ar +R7I‘?ing ’ (3.15)
p
gdzie: R, to rezystancja pretow wirnika, a Rfing to rezystancja pierScieni
zwierajacych wirnika.
Sprowadzenie indukcyjnosci uzwojenia wirnika na stron¢ stojana mozna

zrealizowac z wykorzystaniem nast¢pujacych zaleznosci:

2
PR = pr(Aka) ™ (3.16)
Zy kg, mz’ .
2
MR = pr(LSe) (3.17)
Z3 qu mzl .

Napigcia fazowe stojana oraz napigcia fazowe wirnika sprowadzone na strong
stojana z uktadu roéwnan (3.1), po uwzglednieniu zapisu macierzowego mozna

przedstawi¢ w nastepujacy sposob:
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RS 0 O
=10 RS ol
0 o RELs

d/Lfm 0 0

+ = 0 Ly, O
0 0 IS,
Lflﬁ Mg cos 2m/3) Myccos (—2m/3) S
+ | Mygcos (—2m/3) Lf?ﬁ Mpgcos (2m/3) ig
Myc 2n/3)  Mpg(~2m/3) Lig ic
d M'$Rcos (p8) M'$Rcos (pf + 2m/3) M'5Rcos (p6 — 2m/3)][i5
+ = M'$Rcos (p@ — 2m/3) M'$Rcos (p8) M'3Rcos (p8 + 2m/3) | |i3
M'$Rcos (p + 2m/3) M'3Rcos (pf — 2m/3) M'$Rcos (pB) iy
(3.18)
0
)
0
R% 0 0 1[i'%
=|lo RE o]k
0 0 RE[E
4 { L% 0 0
=[]0 v o
0 0 LE
L'ﬁﬂ M'Bpcos (2m/3)  M'E.cos (—=2m/3) i'R
+ [M'B5cos (—2m/3) L'gﬁ M'R -cos (21/3) i'R
M'B.cos (2n/3)  M'R cos (—2m/3) L"gﬁ i'R
4 M'$Rcos (p8) M'3Rcos (p@ — 2m/3) M'3Rcos (p6 + 2m/3)][i'R
o M'$Rcos (pf + 2m/3) M'$Rcos (p8) M'$Rcos (p8 — 2m/3) | |i'R
M'$Rcos (p@ — 2m/3) M'?Rcos (p + 21/3) M'ERcos (p8) i'R
(3.19)
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W analizie standw pracy silnikéw indukcyjnych klatkowych, ukiad réownan
opisujgcy obwdd stojana oraz obwdd wirnika nalezy uzupetni¢ rownaniem rownowagi

mechanicznej:

—=T,-T, (3.20)

gdzie: J to moment bezwladnos$ci mas wirujacych, o to predkos¢ katowa wirnika, T, =

(g OLF . L
[lS]TaL—el’R to moment elektromagnetyczny, a 7; to moment obcigzenia maszyny.

Moment elektromagnetyczny T, wyznacza si¢ na podstawie wielkosci polowych [78].

Roéwnanie (3.20) po uwzglednieniu zapisu macierzowego przyjmuje postac:

dw
/ dt
21 21\
M3 cos(p8) M3 cos (pH + ?> M'3% cos (pH - ?>
d 21 21
=[5 i P 0 M’,S;R cos <p9 — ?> M’f;R cos(p0) M’f;R cos (pe + ?>
21 21
_M’gR cos <p9 + ?> M'2R cos (pH — ?> M'2R cos(p8) ]
i'?
'Rl —T,. (3.21)
i'R

Badania i analiza stanéw pracy silnikow indukcyjnych z zastosowaniem modelu
w naturalnym uktadzie wspotrzednych nie zawsze jest podejsciem optymalnym.
Jednym z takich przypadkdw moze by¢ badanie nad zastosowaniem algorytmow
w sterowaniu uktadu napgdowego. W publikacjach poswigconych tematyce sterowania
trojfazowymi silnikami elektrycznymi przedstawia si¢ podejscie dazace do
uproszczenia modelu, gdyz w samej analizie nie jest wymagana szczegdlowa
informacja o pradach maszyny w kazdej z faz uzwojenia. W przypadku uktadow
sterowania, do uproszczenia analizy wykorzystywana jest transformata Clarke 1 Parka,
ktéra pozwala na analiz¢ stanu pracy na podstawie pradu w osiach d oraz q maszyny.
W zagadnieniach sterowania trdjfazowymi silnikami elektrycznymi zastosowanie
modelu w naturalnym uktadzie wspdirzednych jest mozliwe, ale takie podej$cie moze
utrudni¢ analiz¢. Utrudnienia te wynikaja z wystepujacych w tym modelu elementow
nieliniowych. Ponadto, w modelu w naturalnym uktadzie wspotrzednych wystepuja

wspotczynniki zalezne od kata 6 informujacego o polozeniu wirnika wzgledem stojana,
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ktory dodatkowo jest funkcja czasu. Co wiecej, opis uktadu dynamiki w tym modelu
wymaga rozwigzania o§miu rownan rézniczkowych. W wielu zastosowaniach nie jest
wymagane uzycie tak ztozonego modelu, dlatego tez dazono do jego uproszczenia.
W literaturze mozna wyr6zni¢ modele matematyczne opracowane w innych niz
naturalny uktadach, np.:

e model w uktadzie sktadowych symetrycznych 0, 1, 2,

e model w uktadzie sktadowych wirujacych,

e model w uktadzie sktadowych ortogonalnych Oab,

e model w uktadzie sktadowych ortogonalnych 0dq [79, 80].

Przeksztatcenie modelu z uktadu naturalnego do jednego z wymienionych powyzej
uktadéw, ma na celu uproszczenie zapisu matematycznego wykorzystywanego do opisu
maszyny. Przejscie z ukladu sktadowych naturalnych do uktadu o sktadowych
ortogonalnych Oab, przy zalozeniu symetrii zasilania, umozliwia eliminacj¢ rownan
dla sktadowych zerowych przez co uklad réwnan upraszcza si¢ do pigciu rownan.
Z kolei zastosowanie modelu w ukladzie 0dq pozwala na wprowadzenie

wspotczynnikdéw niezaleznych od czasu.

Diagram opisujacy przeksztalcenia migdzy modelami matematycznymi
opisujacymi silnik indukcyjny przedstawiono na rysunku 3.1.
Uktad . Uktad Uktad
wspotrzednych TEARA-= 02 sktadowych T BO0 sktadowych
naturalnych |, TAB.C>0,1.2)" symetrycznych —T(ABC>0+)" ] wir(%ljaicy_ch
(A,B,C) J (0,1,2) ~ (XX
F
¥ o3
Y Y
o (=}
g &
|
‘ Uklad Uklad
TR - h) wspotrzednych Al 200 wspblrzednych
b T1@B.c->0ab)’ | ortogonalnych | T(0ab -> 0dq)” ortogonalnych
0ab k 0dq

Rys. 3.1. Diagram przeksztalcen modeli matematycznych opisujacych silnik indukcyjny [79]

Wspotrzedne x0, x1, x2 wystepujace w ukladzie sktadowych symetrycznych oraz

wspotrzedne x0, x*, x~ wystepujace w ukladzie sktadowych wirujacych, sg okreslone

w dziedzinie liczb zespolonych. Zalezno$ci migdzy wspdtczynnikami mozna zapisaé

W nastgpujacy sposob:

39



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

x? = (x), (3.22)
x~ = (x) (3.23)

gdzie * oznacza sprzg¢zenie zespolone [79].

W celu przeksztatcenia modeli matematycznych silnikow indukcyjnych pomigdzy
wymienionymi na rysunku 3.1 uktadami wspoétrzednych nalezy wykorzysta¢ macierze
transformacji opisane nast¢pujacymi wzorami:

e macierze transformacji umozliwiajace przeksztalcenie modelu w uktadzie

wspotrzednych naturalnych do oraz z modelu w uktadzie skladowych

symetrycznych:
11
Tupc-o12 = =|1 /20 /%), (3.24)
V3| giza0  ,j120)
11
Tapcoo12-t = =|1 e/?*0 /120, (3.25)
V3|1 120 ,j240]

e macierze transformacji umozliwiajgce przeksztalcenie modelu w uktadzie

sktadowych symetrycznych do oraz z modelu w uktadzie sktadowych

wirujacych:
1 0 0
To12-04- = [0 elPf o | (3.26)
0 0 e JPo]
1 0 0 1
To12-04-"1=10 e~ Po 0 | (3.27)
10 0 elpl |

gdzie 6 to kat potozenia wirnika wzgledem stojana.
Przeksztatlcenie modelu w uktadzie sktadowych symetrycznych do modelu
w ukladzie sktadowych wirujacych wymaga przeksztalcenia jedynie wielkosci
zwigzanych z wirnikiem.
e macierze transformacji umozliwiajgce przeksztalcenie modelu w uktadzie
wspotrzednych naturalnych do oraz z modelu w ukfadzie skladowych

ortogonalnych Oab:
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r 1 1 1 7
V2 V2 2
2 1 1
Ty ,c—0ab = 3 1 —3 T3}
0 V3 V3
| 2 2 |
_ 1 1 0 -
V2
2] 1 1 3
T4Bc0ab—t = 3 ﬁ 5 2
1 1 3
\/2 2 2 |

(3.28)

(3.29)

macierze transformacji umozliwiajace przeksztalcenie modelu w uktadzie

sktadowych ortogonalnych Oab do oraz z modelu w uktadzie sktadowych

ortogonalnych 0dq :

TOab—>0dq =

TOab—>0dq_1

== ==

gdzie w przypadku stojana y =
wt — po;

0

cos (¥)

—sin (y)
0

cos (y)
sin (y)

0
sin (y)
cos (y)1
0
—sin (y)

cos (y) |

(3.30)

-

, (3.31)

wt, natomiast w przypadku wirnika y =

macierze transformacji umozliwiajace przeksztatcenie modelu w uktadzie

wspotrzednych symetryczny do oraz z modelu w uktadzie sktadowych

ortogonalnych Oab a takze modelu o uktadzie skladowych wirujacych do

oraz z modelu w uktadzie sktadowych ortogonalnych 0dq:

T0,1,2—>Oab = T0,+,——>0dq =

To12-0ap"1 = To,+,——>0dq‘1 =

L
V2

L
V2

V2 0
0 1
[0 ]
V2 0
0 1
0 1

o]
1], (3.32)
_]'_
o]
— (3.33)
j |

Przyktadowe przeksztatlcenie modelu w uktadzie sktadowych naturalnych do

uktadu sktadowych ortogonalnych 0dq przedstawiono w (3.34) oraz (3.35). Model
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obwodu stojana oraz wirnika silnika indukcyjnego w uktadzie sktadowych

ortogonalnych 0dq przyjmuje postac:
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0 o01][is
Ry 0[5
0 RZ|i§
LS, 0 0 wa Myggcos (2m/3)  Mycpcos (—2m/3) o o o1l
+ w 0 nga 0 + E MABBCOS (_277:/3) LB,B MBCBCOS (27‘[/3) [O 0 —1] lg
0 0 L Mycpcos (21/3)  Mgepcos (—2m/3) LEg 0 1 ol
5, 0 0 Lflﬁ Mypgcos (2m/3)  Mycpcos (— 2n/3) 0 01\ 4 is
+ 0 Ly, 0|+ 3 Myggcos (—21/3) LBB MBCﬁcos (2m/3) [ 1 0] I i§
0 0 Lgg Mycgcos (2m/3)  Mpgcgcos (—2m/3) 0 1 iy
3 M'3Rcos (p8) M'3Rcos (pf + 2m/3) M'3Rcos (p6 — 21/3) 1 [iR
+ow M'$Rcos (p8 — 2m/3) M'3Rcos (p8) M'$Rcos (pf + 2m/3) [ i'R
M'ZRcos (p@ + 2m/3) M'?Rcos (p — 21/3) M'ZRcos (p0) ] i'f;
M'$Rcos (pB) M'$Rcos (pf + 2m/3) M'3Rcos (pf — 2m/3) 0 0] [i'8
+ = [M'3Rcos (pf — 21 /3) M'$Rcos (p8) M'3Rcos (pf + 2m/3) [ 1 0] 7 ', (3.34)
M'$Rcos (pf + 2m/3) M'2Rcos (pf — 2m/3) M'$Rcos (p8) 0 0 1™
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0 [RR 0
[0] -0 =%
0 0 0 RE
0 0 L'%p M'Ggcos 2m/3)  M'fccos (=21/3)\ 19 0 o i'§
( ) LR, 0|+ > M'Bgcos (—2m/3) L'Eg M'R cos (2m/3) 0 0 —1] i'R
0 L& M'R.cos 2m/3) M'B.cos (—2m/3) L'gs 0 1 0l)g
L'}p M'fgcos 2m/3)  M'fecos (=21/3)| 1y o o . iR
L’Blfa + =~ |M'B.cos (—2m/3) L'Eg M'R .cos (2m/3) [0 1 0] = i'R
L&, M'B.cos 2n/3) M'B.cos (—2m/3) L'gs 0 0 1 i's
3 40 M'3Rcos (p8) M'3Rcos (p@ + 2m/3) M';3Rcos (p — 21/3) o o1l
+5 (a) s M'$Rcos (pf — 2m/3) M'$Rcos (p8) M'$Rcos (pf + 2m/3) [ 0 —1] i5
M'$Rcos (p@ + 2m/3) M'?Rcos (pf — 2m/3) M'$Rcos (pB) 1 017
M'$Rcos (p8) M'$Rcos (pf + 2m/3) M'5Rcos (pf — 2m/3) iy
+5 M'3Rcos (p@ — 2m/3) M'3Rcos (p8) M'3Rcos (pf + 2m/3) [ ]dt is|. (3.35)
M'$Rcos (p + 2m/3) M'3Rcos (pf — 2m/3) M'$Rcos (pB) 0 0 1 iy
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Uktad rownan obwodu stojana i wirnika silnika nalezy uzupetni¢ réwnaniem
rownowagi ruchu, ktére dla modelu w ukladzie sktadowych ortogonalnych 0dq

przyjmuje postac:

i 21 21\
M'SR cos(6) M'$E cos <9 + ?) M'$E cos (9 — ?)
do 1 3 21 21
T 7 prs M'3R cos (9 — ?> M'$R cos(8) M'$R cos (9 + ?)
21 21
M'$R cos (9 i+ ?> M'$R cos (9 - ?> M'$R cos(0)

«(I'Bx13 —I'R+13)—T, (3.36)

Jak juz wspomniano analiza stanow pracy maszyny w uktadzie osi d oraz q jest
powszechnie stosowana na przyktad w zagadnieniach sterowania uktadow napgdowych.
Niemniej z uwagi na podejmowang w rozprawie tematyke zwigzang z uszkodzeniami
uzwojenia stojana zastosowanie modelu w ukladzie sktadowych ortogonalnych 0dq nie
jest mozliwe. Wynika to z faktu, iz w takim uktadzie niemozliwe jest uwzglednienie
w rownaniach elementow okreslajagcych uszkodzenie obwodu stojana, ze wzgledu na
przyjeta przez autora pracy symetrie¢ we wszystkich fazach analizowanego silnika.

Dlatego tez w dalszej czgéci pracy, to wlasnie model w naturalnym uktadzie

wspotrzednych stanowi podstawe do opracowania modeli polowych maszyny.

3.3 Opis matematyczny uzwojenia stojana z uwzglednieniem zwarcia
mie¢dzyzwojowego

W poprzednim podrozdziale opisano model trojfazowego silnika indukcyjnego
w ukladzie wspoirzednych naturalnych. Przedstawiony model nie uwzglednia
uszkodzen w obwodzie stojana, takich jak np. zwarcia zwojowe. Z uwagi na tematyke
podejmowang w niniejszej rozprawie, przedstawiony w poprzednim podrozdziale model
trojfazowego silnika indukcyjnego rozbudowano w taki sposob, aby umozliwiat
uwzglednienie zwaré¢ migdzyzwojowych uzwojenia stojana. Dla uproszczenia
1 zachowania przejrzystosci zapisu macierzowego, dalszy opis modelu silnika
indukcyjnego w ujeciu obwodowym bedzie uwzgledniat zwarcia tylko jednej z faz

stojana (fazy A). Ponadto, z uwagi na fakt, ze autor rozpatruje przede wszystkim
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uszkodzenie uzwojenia stojana, w dalszej czgsci tego podrozdzialu wigkszy nacisk
potozono na réwnania odnoszace si¢ do obwodu stojana. Uwzglednienie uszkodzen
w pozostalych fazach maszyny mozna zapisa¢ analogicznie przy zachowaniu
konsekwentnie odpowiednich oznaczen.

Na rysunku 3.2 przedstawiono wizualizacje¢ zwaré zwojowych uzwojenia stojana
z oznaczeniami symboli opisujacych parametry uzwojen A, B i C. Dla fazy A przyjeto,
ze liczba zwojow N, rezystancja R 1 indukcyjno$¢ L opisujace niezwarte zwoje cewki
uzwojenia stojana, ktore oznaczone odpowiednio jako: N, Rip,i L3r. Indeks
gorny S oznacza obwod stojana, indeks dolny A oznacza rozpatrywana faze, a indeks
dolny F niezwarte zwoje cewki uzwojenia stojana. Natomiast parametry opisujace
zwarte zwoje cewki uzwojenia stojana oznaczono jako: Njs, R3g, i L5, gdzie indeks
gorny S oznacza zwarte zwoje cewki uzwojenia stojana. Parametry opisujace zwarcie w

fazach B 1 C - rysunek 3.2 - s3 opisane analogicznie jak dla fazy A.

Uzwojenie stojana

Uszkodzona faza A I Zwarte zwoje Zwarte zwoje Zwarte zwoje
fazy B fazy A fazy C

Far

Nops Rogs Loas

Nogp Roap L g

Zwarte zwoje

Uszkodzona faza B

8F

Nogs Rops LPps

Nogp Ropr [pr

Zwarte zwoje

Uszkodzona faza C

Fer

Nogs Roes Lecs

Noop Rogr Loer

Zwarte zwoje

Rys. 3.2. Graficzna reprezentacja zwar¢ w trzech fazach silnika indukcyjnego

Modelujac uszkodzenie uzwojenia stojana maszyny indukcyjnej wywotane
zwarciem mi¢dzyzwojowym, wprowadzono podzial uzwojenia na tzw. cze$¢ zwartg
i niezwartg. Podzial uzwojenia na te dwie czegSci zostal odzwierciedlony przez
wprowadzenie wspotczynnika opisujacego stopien uszkodzenia uzwojenia maszyny.
Wspotczynnik uszkodzenia uzwojenia stojana ky moze by¢ zdefiniowany jako stosunek
liczby zwartych zwojow uzwojenia stojana do znamionowej liczby zwojow uzwojenia

fazowego stojana i mozna go opisa¢ nastepujagcym wzorem:
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Ns

Ny,

ke = (3.37)
gdzie: Ng to liczba zwartych zwojow fazy uzwojenia stojana, a Np, to znamionowa
liczba zwojoéw fazy uzwojenia stojana.

W przypadku silnika ze zwarciem mi¢dzyzwojowym w fazie A wspotczynnik

uszkodzenia opisuje nastepujacy wzor (3.38):

NS

ki = N_‘;S, (3.38)
AN

gdzie: Njg to liczba zwartych zwojow cewki fazy A uzwojenia stojana, a Ny to

znamionowa liczba zwojéw fazy A uzwojenia stojana.

Wprowadzenie wspotczynnika uszkodzenia uzwojenia pozwala na obliczenie
warto$¢ rezystancji R3r i indukcyjnosci L5 niezwartych zwojow cewki
fazy A uzwojenia stojana na podstawie ich wartoSci znamionowych. Warto$¢
rezystancji 1 indukcyjnosci niezwartych zwojow cewki fazy A uzwojenia stojana mozna

zapisa¢ w nastepujacy sposob:

Rir = (1—kDR},

3.39
Lir = (1 = k3)?L3, (3:39)

gdzie: k3 to wspotczynnik uszkodzenia fazy A uzwojenia stojana, R to rezystancja
znamionowa fazy A uzwojenia stojana, a L3 to indukcyjno$¢ znamionowa
fazy A uzwojenia stojana.

Analogicznie wykorzystujac wspotczynnik uszkodzenia fazy A uzwojenia stojana
warto$¢ rezystancji R3s i indukcyjnosci LS s zwartych zwojow cewki fazy A uzwojenia
stojana w odniesieniu do ich warto$ci znamionowych mozna zapisa¢ nastepujaco:

RAgs = (kAg )RAg )
155 = ()2L5, (540

Po sprowadzeniu parametréw schematu zast¢pczego wirnika na stron¢ stojana,
uktad rownan napigciowych silnika klatkowego opisany jest zaleznoscig (3.1).
Natomiast wektory napie¢ 1 pradow mozna zapisa¢ tak jak w przypadku silnika bez

uwzgledniania zwar¢ - zaleznos¢ (3.2).
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Jak wspomniano na wstepie niniejszego podrozdziatu, w skutek wystapienia
zwarcia mi¢dzyzwojowe nastgpuje podzial uzwojenia stojana na dwie czg¢sci. Takie
podejscie ma wpltyw na parametry skupione maszyny. Parametry skupione silnika, takie
jak rezystancja uzwojenia stojana oraz uzwojenia wirnika z uwzglednieniem zwaré

migdzyzwojowych mozna przedstawi¢ za pomoca nast¢pujacych macierzy (3.41):

ij _st 0 O

RE 0 0
—Rjs Ris 0 0 4
RS = OAS 6‘5 RS o ,RR=10 RE 0| (3.41)
B i
0 0 0 R 0 0 R

gdzie: R to rezystancja niezwartych zwojow cewki fazy A uzwojenia stojana, R3s to
rezystancja zwartych zwojow cewki fazy A uzwojenia stojana, Rj to rezystancja
fazy Buzwojenia stojan, a Ry to rezystancja fazy B uzwojenia stojana, R'E to
rezystancja fazy A uzwojenia wirnika sprowadzona na strone stojana, R'R rezystancja
fazy B uzwojenia wirnika sprowadzona na stron¢ stojana, a R'R to rezystancja
fazy C uzwojenia wirnika sprowadzona na stron¢ stojana.

Macierze opisujace indukcyjnos$ci uzwojenia stojana oraz indukcyjnosci miedzy
stojanem a wirnikiem sprowadzonych na stron¢ stojana z uwzglednieniem zwarcia

miedzyzwojowego mozna przedstawi¢ nastepujgco:

[ 0 0 0]
0 L5, 0 0
0 0 IS, 0O
0 o0 o0 I,

LSS —

[ Lirp —(Lisp + Mirasp)  (Miepp + Misgg)cos 21/3)  (Mipcp + Miscp)cos (—2m/3)
_(Lisﬁ + MgFASﬁ) qus/? _M/fSBBCOS (2r/3) —Mjscﬁcos (—2m/3) (3 42)
M3rppcos (—2m/3)  —MJsggcos (—2m/3) Lyp M5 cgcos (2m/3) j' )
M3rcgeos (2m/3)  —Mjscpcos (2m/3) M cgcos (=2m/3) Lp
M'5Rcos (8) M'5Rcos (0 + 2m/3) M'5Rcos (6 — 2m/3)
LISk = —M'5Bcos (8 +vas) —M'5Bcos (8 + yus +2m/3) —M'5Bcos (8 + yas — 271/3)‘ (3.43)
M'3Rcos (8 — 2m/3) M'3Rcos (9) M'3Rcos (6 + 2m/3)
[M'$Rcos (0 +2n/3)  M'SRcos (0 — 21/3) M'SRcos ()

gdzie: L5y, to indukcyjno$¢ rozproszenia niezwartych zwojow cewki fazy A uzwojenia
stojana, L3, to indukcyjno$é rozproszenia zwartych zwojow cewki fazy A uzwojenia
stojana, L3, to indukcyjno$¢ rozproszenia fazy B uzwojenia stojana, L3, to
indukcyjno$¢ rozproszenia fazy C uzwojenia stojana, Lflpﬁ to indukcyjno$¢ wiasna

niezwartych zwojow cewki fazy A uzwojenia stojana, Lf,sﬁ to indukcyjno$¢ wiasna

48



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

niezwartych zwojow cewki fazy B uzwojenia stojana, Lf;,, to indukcyjno$¢ wiasna fazy
B uzwojenia stojana, L‘ZB to indukcyjno$¢ whasna fazy C uzwojenia stojana, My, asp to
indukcyjno$¢ wzajemna mi¢dzy niezwartymi zwojami cewki fazy A uzwojenia stojana,
a zwartymi zwojami cewki fazy A uzwojenia stojana, M3y p to indukcyjno$¢ wzajemna
migdzy niezwartymi zwojami cewki fazy A uzwojenia stojana a fazg B uzwojenia
stojana, Mjp g to indukcyjnos¢ wzajemna migdzy zwartymi zwojami cewki
fazy A uzwojenia stojana a faza B uzwojenia stojana, My s to indukeyjnos¢ wzajemna
migdzy niezwartymi zwojami cewki fazy A uzwojenia stojana a fazg C uzwojenia
stojana, M ,fscﬁ to indukcyjno$¢ wzajemna miedzy zwartymi zwojami cewki

fazy A uzwojenia stojana a faza C uzwojenia stojana, My, 5 to indukeyjno$¢ wzajemna

miedzy faza B uzwojenia stojana a faza C uzwojenia stojana, natomiast M'3R to

indukcyjno$¢ wzajemna mi¢dzy niezwartymi zwojami cewki fazy A uzwojenia stojana
a uzwojeniem wirnika sprowadzona na strone stojana, M'3% to indukcyjno$¢ wzajemna
migdzy zwartymi zwojami cewki fazy A uzwojenia stojana a uzwojeniem wirnikiem
sprowadzona na strone stojana, M'3R to indukcyjno$é wzajemna miedzy
faza B uzwojenia stojana a uzwojeniem wirnika sprowadzona na strone stojana, M'sX to
indukcyjno$¢ wzajemna miedzy faza C uzwojenia stojana a uzwojeniem wirnikiem
sprowadzona na stron¢ stojana, 6 to kat opisujacy potozenie wirnika wzgledem stojana,
a y to kat pomiedzy zwartg cewka a cewkami uzwojenia stojana.

W przypadku modelu silnika z uwzglednieniem zwar¢ miedzyzwojowych, tak
samo jak w modelu bez uwzglednienia zwar¢, réwnania napigciowe (3.1) nalezy
uzupehi¢ rownaniem réwnowagi mechanicznej (3.20).

Pomimo tego, ze w modelu obwodowym silnika trojfazowego w naturalnym
uktadzie wspotrzednych mozna uwzgledni¢ zwarcia miedzyzwojowe, to jego
doktadno$§¢ moze by¢ niewystarczajagca do wyznaczenia sygnatlu diagnostycznego.
Dlatego, do obliczenia wartosci indukcyjnosci uzwojen silnika trdjfazowego,
korzystniej jest postuzy¢ si¢ polowym modelem maszyny. W modelu polowym wartosci
indukcyjno$ci sg obliczane na podstawie rozktadu pola magnetycznego. Obliczenia
realizowane s3 w dwoch krokach. W pierwszym kroku na podstawie rozktadu pola
magnetycznego w maszynie obliczane s3 strumienie skojarzone z uzwojeniami
fazowymi. W drugim kroku obliczane s3 indukcyjno$ci uzwojenia na podstawie

strumieni skojarzonych i pradéw fazowych.
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3.4 Opis matematyczny silnika indukcyjnego w ujeciu polowym

W zwiazku z tym, ze silniki elektryczne dziatajg na zasadzie przetwarzania energii
z wykorzystaniem pola elektromagnetycznego, zjawiska zachodzace w tych maszynach
maja charakter polowy. Oprdocz pola elektromagnetycznego w silniku elektrycznym
wystepuja inne rodzaje pol takich jak pole zwigzane z naprezeniami mechanicznymi,
temperaturg czy przeptywem czynnika chlodzacego maszyne, ktore sa zmienne
w czasie. Dodatkowa trudno$cig jest zlozona budowa silnika oraz wystgpowanie
w maszynach elementow wprowadzajacych nieliniowos¢, co jeszcze bardziej
komplikuje analiz¢ zjawisk 1 utrudnia rozwigzanie zagadnien polowych
w sposoOb analityczny. Aby dokona¢ analizy zjawisk w ujeciu polowym niezbedne jest
zastosowanie metod umozliwiajacych dyskretyzacje zar6wno przestrzeni jak i czasu.

Z uwagi na charakter prezentowanej pracy, w pracy pomini¢to analize pol
zwigzanych z temperatura, napr¢zeniami mechanicznymi i1 przeptywem czynnika
chlodzacego. Natomiast uwage skupiono na analizie zjawisk zwigzanych z polem
elekromagnetycznym oraz ruchem obrotowym wirnika maszyny. Aktualne rozwigzania
stuzagce do wyznaczania tréjwymiarowych poél elektromagnetycznych zmiennych
w czasie sa zlozone 1 wymagaja duzego zapotrzebowania na moc obliczeniowa, co
przektada sie na dlugi czas obliczen. Dlatego jedynie uktady o prostej strukturze moga
by¢ obliczane w relatywnie krotkim czasie. W przypadku bardziej ztozonych struktur
jakimi sa silniki elektryczne, zastosowanie modeli trojwymiarowych wigze si¢ ze
znacznie dluzszym czasem obliczeh i do tej pory niejednokrotnie wymagato
specjalistycznych, a co za tym idzie drogich jednostek obliczeniowych. Mimo tego, ze
dynamiczny rozwdj technologii mikroprocesorowej sprawia, ze wspotczesne komputery
osobiste posiadaja moc obliczeniowa umozliwiajacg przeprowadzanie obliczen
trojwymiarowych pdl elektromagnetycznych to tam, gdzie jest to mozliwe dazy si¢ do
uproszczania zagadnien do dwuwymiarowych.

W prezentowanej w pracy maszynie jakim jest silnik elektryczny o strukturze
walcowej przy zatozeniu rownej dhlugosci elementow obwodu magnetycznego oraz
pominigciu skosu zlobkéw, mozna zalozyé¢, Ze rozpatrywane wielkosci polowe
zwigzane z elementami elektromagnetycznie czynnymi maszyny, nie sg zalezne od
wspotrzedne; rownolegtej do osi  silnika.  Stosowanie uktadow w  ujeciu

trojwymiarowym ma na celu przede wszystkim uwzglednienie obszaru polaczen
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czotowych silnika. W modelu dwuwymiarowym potaczenia te sa taktowane
zerowymiarowo, czyli jako elementy skupione.

Doktadniejsze odwzorowanie obiektu rzeczywistego, zwlaszcza w stanach
dynamicznych, wymaga zastosowania zaawansowanych metod modelowania maszyny.
Zastosowanie do tego celu modeli obwodowych moze nie zapewni¢ wymaganej
doktadnosci. Wynika to z nieliniowych wlasciwosci obwodu magnetycznego, jak
rowniez z wystgpowania takich zjawisk jak np. prady wirowe w uktadzie. W celu
uzyskania wiekszej doktadno$ci analizy stanow pracy maszyny, wykorzystuje si¢
modele polowe. W przypadku modeli polowych rownania pola elektromagnetycznego
wymagaja uzupetnienia rownaniami rownowagi mechanicznej, rOwnaniami opisujacymi
strukture uzwojen oraz rownaniami opisujacymi uktad zasilania.

ZYozono$¢ obliczeniowa modelu silnika wynikajaca ze wspomnianej nieliniowosci,
ztozonej struktury oraz wystepujacych w uktadzie elementéw ruchomych uniemozliwia
rozwigzanie powyzszych réwnan w sposob analityczny. W zwigzku z bardzo duza
ztozonos$cig obliczeniowa do rozwigzywania réwnan polowego modelu silnika
indukcyjnego, mozna stosowa¢ wspomniane wyzej metody numeryczne, umozliwiajace
dyskretyzacj¢ przestrzeni oraz czasu. Do popularniejszych metod rozwigzywania
réwnan polowych zalicza si¢ migdzy innymi metod¢ réznic skonczonych (MRS)
[81-84], elementow brzegowych (MEB) [85—88] czy metod¢ elementéw skonczonych
(MES) w ujeciu weztowym, krawedziowym, $ciankowym i objgtosciowym [89—101].
W pracy, do utworzenia modelu wykorzystano oprogramowanie Ansys Electronics
Desktop, ktore bazuje na metodzie elementow skonczonych [102].

Polowe modele silnikow elektrycznych z wykorzystaniem MES tworzone sg na
podstawie réwnan opisujacych rozktad pola elektromagnetycznego. Podstawa do
sformutowania rownan opisujacych rozktad pola elektromagnetycznego sa wektory:

e E — wektor natezenia pola elektrycznego,

e H — wektor nat¢zenia pola magnetycznego,
e B — wektor indukcji magnetyczne;,

e J — wektor gestosci pradu.

Natomiast do analizy zagadnien zwigzanych z polem elektromagnetycznym
powszechnie uzywa si¢ metod wykorzystujacych potencjaly elektryczne i magnetyczne:

e V —skalarny potencjat elektryczny,

e () —skalarny potencjat magnetyczny,
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e T — wektorowy potencjal elektryczny,
e A — wektorowy potencjal magnetyczny.

Wprowadzenie potencjatéw skalarnych V i Q oraz wektorowych A, T pozwala na
sformutowanie rownan opisujacych rozktady pol elektrycznych i magnetycznych. Do
sformutowania réwnan wykorzystuje si¢ wspomniane wektory E, H, B i J oraz
operatory rotacji (rot), dywergencji (div) oraz gradientu (grad), ktére umozliwiajg
sformutowanie fundamentalnych rownan opisujacych pole elektryczne i magnetyczne
w postaci rdzniczkowej. Rownania opisujace pola z wykorzystaniem potencjatu

skalarnego przedstawia tabela 3.1, natomiast rownania zwigzane z potencjatem

wektorowym tabela 3.2.

Tabela 3.1 Rownania pola elektrycznego i magnetycznego opisane z wykorzystaniem

potencjatu skalarnego

Roéwnania dla pola elektrycznego

Rownania dla pola magnetycznego

0B
rotE = T rotH =]
div] =0 divB =0
B A
_(?9_t = _mt??_t J =rotT
0A
gradV = E — (— E) gradQ =H—-T

0A
rotgradV = rot <E - (— E)) =0

rotgradQ =rot (H—T) =0

]=<a+ie>E

B = uH

at
—(+") dV+(+a>( oA
J=\o BtE gra o ats T

)

B = ugradQ + uT

, 0
div <(a + 3 e) gradV>

div(ugradQ) = —div( uT)

Tabela 3.2 Rownania pola elektrycznego i magnetycznego opisane z wykorzystaniem

potencjatu wektorowego

Roéwnania dla pola elektrycznego

Roéwnania dla pola magnetycznego

JdB

rotE = —E rotH = J

div] = divB =0

J =rotT B = rotA

div] = divrotT = 0 divB = divrotA = 0

E ! 1

= H=-B
0+ 2 2
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1
E= gs_ TotT H = —rotA
(o + % u
t ! tT B t(l tA) Ji
rot| ——=ro = —— rot(—rotA) =
R :

Jak wspomniano, silniki elektryczne dziataja na zasadzie przetwarzania energii

z wykorzystaniem pol elektromagnetycznych, dlatego tez do analizy takich uktadow

pole elektryczne i magnetyczne nalezy traktowac jako pola sprz¢zone. Aby umozliwic¢

analize sprzgzonych pdl elektrycznych i magnetycznych opracowano metody taczace ze

soba potencjaly elektryczne 1 magnetyczne. Do popularnych metod wykorzystywanych
w analizie pot elektromagnetycznych naleza:

e metoda wykorzystujaca wektorowy potencjal magnetyczny A oraz skalarny

potencjat elektryczny V nazywana metoda A-V,

e metoda wykorzystujgca wektorowy potencjat magnetyczny A oraz
wektorowy potencjat elektryczny T nazywana metoda A-7,

e metoda wykorzystujaca skalarny potencjal magnetyczny ) oraz wektorowy

potencjat elektryczny T nazywana metoda (- T.

W tabeli 3.3 przedstawiono rownania opisujgce rozktad pola elektromagnetycznego

z wykorzystaniem przedstawionych powyzej metod. Z uwagi na to, ze w pracy

obiektem analizowanym jest silnik elektryczny zasilany Zrédlem napigcia

o czestotliwosci S0Hz, a w uktadzie nie wystepuja wyzsze czestotliwosci oraz magnesy

trwale, to nie s3 rozpatrywane zagadnienia zwigzane z pradami przesunig¢cia

dielektrycznego oraz pradami magnetyzacji.

Tabela 3.3 Metody wykorzystywane w analizie pol elektromagnetycznych

Zaleznosci miedzy
Nazwa Réwnania opisuiace nole elekirvezne Roéwnania opisujace wielko$ciami
metody pistjace p Y pole magnetyczne elektrycznymi i
magnetycznymi
d 1 !
A = av
A-V div(ogradV) = div (a —) rot (— T‘OtA) =] JgraaA
at u n (_ _)
o
at
1 0B 1 J = rotT
A-T rot (ErotT) = _E rot (;TOIZA) =] B = rotA
1 0B div(ugradQ) _
Q-T rot (ErotT) = —3 — —div( uT) B = ugradQ + uT
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Oprécz wymienionych powyzej potencjalow, niekiedy stosuje si¢ rowniez
wektorowy potencjat elektryczny T,. Wprowadzenie potencjatu T, umozliwia
zastosowanie metod: A-V-T,, Q-Ty, Q-T-Ty, A-Ty oraz A-T-T, [103, 104].
Podczas formutowania modelu polowo-obwodowego wykorzystano metode A-V.

Wykorzystujac do analizy zjawisk w silniku indukcyjnym klatkowym,
charakteryzujacych si¢ niejednorodnos$cig i1 nieliniowoscia $rodowiska, metode

z potencjalow A-V, uzyskuje si¢ nastepujacy uktadu réwnan:

rot (irotA) =7, (3.44)
J =ogradV +o <— Z—?) (3.45)
div] = 0, (3.46)

gdzie: p to przenikalno$¢ magnetyczna Srodowiska, J to wektor gestosci pradow
przewodnictwa, ¢ to konduktywnos$¢ elektryczna.
Proponowany model zjawisk elektromagnetycznych uwzglednia takze nieliniowo$¢

materialdow magnetycznych migkkich:
B = uH, (3.47)

W ujeciu 2D, rownania (3.44) - (3.46) mozna opisa¢ w prostszej formie. Wektorowy
potencjal magnetyczny A, gdzie (B =rotA), oraz wektor gestosci pradow
przewodnictwa J, maja tylko jedng sktadowa, tj. A = 1,4, (x,y,t) 1] =1,/,(x,y,t).

Ponadto, z rownan (3.45) i (3.46) uzyskuje si¢ prostsze rozwigzanie opisujgce
gradV = 123—‘2/, gdzie dla obszaré6w przewodzacych Z_Z’_éf (x,y,t). Z powyzszego

wynika, ze w obszarze kazdego pojedynczego przewodnika gradV jest staly i jest
funkcja czasu. Dlatego, wygodnie jest oddzielnie rozwazaé uktady zlozone z cienkich

przewodnikéw 1 uktady z litymi przewodnikami, w ktérych wystepuja prady wirowe.

W  cienkich przewodnikach zaklada si¢, ze J, = Si, gdzie i jest pradem

uzwojenia/cewki, tj. pradem w przewodniku, a S, jest polem przekroju poprzecznego

przewodnika. Jednak w uktadach z litymi przewodnikami, przyjmuje si¢

I, = —a(d(iz + %), gdzie U jest napigciem na przewodniku o dtugosci [ w kierunku osi

z. Zwykle napiecie U mozna okresli¢ na podstawie zatozenia, ze calkowity prad
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w przewodnikach stalych jest réwny zeru. Przy takim zatozeniu, ze wzglgdu na
symetri¢, czesto uzyskuje si¢ U = 0.

Dodatkowo nalezy zaznaczy¢, ze podczas modelowania uktadéw z polem
elektromagnetycznym, w ktorych wystepuja prady wirowe oraz elementy nieliniowe
przy zatozeniu wymuszenia napigciowego, nie jest znany, wystepujacy w rownaniu
Ampera, wektor gestosci pradu J. Dlatego tez, w modelu nalezy uwzglednié
wspomniane w rozdziale 3.2 réwnania napigciowe (3.1), ktére w postaci ogodlnej

z uwzglednieniem uktadu zasilajacego mozna zapisaé nastepujaco:

d d
U=iR+L—i+—(L- i), 3.48
iRt CRR) (3.48)
gdzie U to wektor napi¢¢ zasilajacych, i to wektor pragdow stojana, R to macierz
rezystancji uzwojenia stojana oraz uktadu zasilajacego, L to macierz indukcyjnosci
uzwojenia stojana oraz uktadu zasilajacego.

Przy czym wartoéci dla wektora pradu z rownania (3.48) mozna wyznaczy¢ na

podstawie wektora gestosci pradu, zdefiniowanego w obszarze uzwojenia.

i = f fs Jds, (3.49)

k

gdzie S; jest polem powierzchni przekroju k-tego przewodu uzwojenia trojfazowego
silnika indukcyjnego. Wektor gestosci pradu wystepujacy w réwnaniu (3.49), po

uwzglednieniu zaleznosci J = oE, oraz zaleznoSci:

E = gradV (aA) 3.50
= graav - (5), (350)

Wynikajacej z przeksztalcenia jednego z rownan z tabeli 3.1 mozna zapisal

nastepujaco:
J = o(gradV — 0A/ dt). (3.51)

Tak jak w przypadku modeli obwodowych, réwnania modelu polowego opisujace
pole elektromagnetyczne oraz prady w obwodach stojana, nalezy uzupetni¢ rownaniem

rownowagi mechanicznej (3.20).
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Model polowo-obwodowy obejmuje rownania opisujace: pole elektromagnetyczne,
rébwnania obwodu systemu zasilania 1 rownania ruchu. Rozwigzanie réwnan
przedstawionych w podrozdziale 3.4, zalezy od zaprezentowanych warunkow
brzegowych oraz przyjetych warunkow poczatkowych. W praktyce, podczas analizy
uktadow, w ktorych wystepuje pole elektromagnetyczne zazwyczaj mozna
skoncentrowa¢ si¢ na analizie w ograniczonym obszarze. Warunkiem niezb¢dnym do
przeprowadzenia takiej analizy jest znajomo$¢ wartosci skladowych stycznych
1 normalnych wektorow pola na powierzchni brzegowej rozpatrywanego obszaru.
Znajomo$¢ wspomnianych warto$ci sktadowych stycznych i normalnych wektorow
pola pozwala na sformulowanie warunkow brzegowych dla wczesniej wspomnianych
w tym rozdziale potencjaldow. W przypadku pola elektromagnetycznego powszechnie
znane, opisane w literaturze 1 stosowane s3 dwa warunki brzegowe. Pierwszy, znany
jako warunek Dirichleta (lub warunek pierwszego rodzaju) oraz drugi, warunek
Neumanna (warunek drugiego rodzaju). Warunek Dirichleta, zaktada, ze na
powierzchni brzegowej okre§lony jest rozklad potencjalu magnetycznego lub
elektrycznego (tj. dla kazdego punktu na powierzchni brzegowej, warto$¢ potencjatu
magnetycznego lub elektrycznego jest ustalona). Warunek Neumanna zaklada, Zze na
powierzchni brzegowej zadany jest rozklad pochodnej normalnej potencjalu
magnetycznego, badz elektrycznego.

W rozdziale trzecim przedstawione zostalty dwa podejScia do modelowania
matematycznego silnikow indukcyjnych. Pierwsze, wykorzystujace parametry skupione
oraz drugie, wykorzystujace potencjaly skalarne oraz wektorowe. Jak wspomniano,
przedstawione w tym rozdziale opisy matematyczne silnikow indukcyjnych, postuzyly
do utworzenia modeli polowych silnika indukcyjnego. Opracowane modele polowe
umozliwig pozyskanie sygnalu diagnostycznego na potrzeby metody uczenia
maszynowego. W rozdziale czwartym przedstawione zostang wybrane metody uczenia

maszynowego wykorzystywane w diagnostyce silnikow elektrycznych.
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4 Metody wuczenia maszynowego w diagnostyce silnikow
elektrycznych

4.1 Wprowadzenie

W czasach, kiedy w diagnostyce maszyn elektrycznych nie wykorzystywano
zaawansowanych technologicznie narzgdzi pomiarowych, kluczowa role odgrywat
»ekspert”. To na podstawie jego wiedzy i do$wiadczenia podejmowane byty decyzje,
dotyczace stanu technicznego obiektu. Z uwagi na kluczowa rol¢ czynnika ludzkiego,
podejscie to bylo obarczone wieloma ograniczeniami takimi jak wydtuzony proces
diagnostyczny czy ograniczone mozliwosci zrownoleglenia tego procesu. Aby
w pewnym stopniu zautomatyzowac proces diagnostyczny zaczeto stosowaé Systemy
Eksperckie (ang. Expert System, ES). Jako system ekspercki nalezy rozumie¢ zbior
wspotpracujacych ze sobg programoéw, ktore potrafia wykorzysta¢ baze wiedzy w celu
wspomagania procesu podejmowania oceny stanu technicznego obiektu. Cechg
charakterystycznag systemow eksperckich jest operowanie na wcze$niej zgromadzonej
wiedzy. Informacje potrzebne do zbudowania bazy wiedzy dla ES czesto pozyskiwane
byly od osoby eksperta w danej dziedzinie. Pomimo tego, ze systemy eksperckie
w pewnym stopniu umozliwily automatyzacj¢ procesu diagnostycznego, to rola
eksperta w tym procesie dalej jest kluczowa. Do zadan eksperta nalezy nie tylko
zapewnienie rzetelnej wiedzy Zrdédtowej na potrzeby utworzenia bazy wiedzy juz na
wczesnym etapie inzynierii oprogramowania, ale roéwniez optymalizacja systemu
eksperckiego, jego weryfikacja, a takze uzupeilnianie bazy wiedzy juz podczas
eksploatacji danego systemu.

Dynamiczny rozwoj techniki, a co za tym idzie ogdlnoswiatowy trend do
automatyzacji wielu procesow technologicznych sprawia, ze jeszcze wickszy nacisk
ktadziony jest na niezawodno$¢ metod diagnostycznych maszyn elektrycznych. Proces
automatyzacji przemystu, a tym samym stale rosngca liczba ukladow napedowych
wykorzystujacych silniki elektryczne, doprowadzita w konsekwencji do koniecznosci
przetwarzania bardzo duzej ilosci danych diagnostycznych na potrzeby diagnostyki
silnikow indukcyjnych. Poskutkowato to rozwojem w dziedzinie przetwarzania
sygnatbw w zagadnieniach klasyfikacji. Z uwagi na wysoka skuteczno$¢, obecnie
popularng grupa metod diagnostycznych umozliwiajaca klasyfikacje uszkodzen
w silnikach elektrycznych jest metoda wykorzystujaca modele sztucznych sieci
neuronowych. Metoda ta wykorzystuje zdolnos$¢ sieci neuronowych do generalizacji, co
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W znaczacy sposob wplywa na automatyzacje i skutecznos¢ procesu diagnostycznego.
Sztuczne sieci neuronowe wykorzystywane w diagnostyce silnikow elektrycznych
mozna podzieli¢ na dwie grupy. Pierwsza z nich wykorzystuje klasyczne struktury sieci,
natomiast druga bazuje na sieciach wykorzystujacych struktury glebokie. Metody
diagnostyczne wykorzystujace sztuczne sieci neuronowe nie s3 jedynymi, ktore
z powodzeniem mozna zastosowa¢ w procesie diagnostycznym. Do innych
popularnych metod uczenia maszynowego wykorzystywanych w diagnostyce silnikow
elektrycznych naleza, miedzy innymi: Maszyny Wektorow Nosnych [105-108], Drzewa
Decyzyjne [39, 109-111], czy Metoda k Najblizszych Sgsiadow [112—114]. Podziat
popularnych metod uczenia maszynowego wykorzystywanych w zagadnieniach

diagnostyki trojfazowych silnikow elektrycznych przedstawiono na rysunku 4.1.

Metody uczenia maszynowego

Sztuczne sieci neuronowe
Klasyczne sieci neuronowe Glebokie sieci neuronowe D0 B2l klasyflkaql !
regresji
. Perceptron . Konwolucyjne sieci . Drzewa decyzyjne (DT)
wielowarstwowy (MLP) neuronowe (CNN) . Maszyna wektorow
. Sieci samoorganizujace . Krotkoczasowa pamied nosnych (SVM)
(som) diugotrwata (LSTM) . K najblizszych sasiadéw (k-
. Rekurencyijne sieci ] Sequence2Sequence NN)
neuronowe (RNN) (Seq2Seq)
. Sieci uogoélnionej regresji . Autoenkodery (AE)
(GRNN) . Sieci gtebokich przekonan
. Sieci radialne (RBF) (DBN)
. Generatywne sieci
przeciwstawne (GAN)

Rys. 4.1. Wybrane metody uczenia maszynowego w diagnostyce trdjfazowych silnikéw
elektrycznych

W dalszej czeséci pracy, z uwagi na wczesniej wspomniang duzg skutecznos$é
w zagadnieniach diagnostyki maszyn elektrycznych, przedstawione zostang zagadnienia

zwigzane z zastosowaniem wybranych modeli sztucznych sieci neuronowych.

4.2 Klasyczne struktury sztucznych sieci neuronowych

Od lat obserwowany jest wzrost zainteresowania sztucznymi sieciami
neuronowymi. Juz we wczesnych latach 90-tych XX wieku, dostrzezono trendy

stanowigce o popularyzacji modeli sztucznych sieci neuronowych. Jednak dopiero
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w potowie lat 90-tych XX wieku, nastapit przetom przyczyniajacy si¢ do ich
rozpowszechnienia. Sukces popularyzacji modeli sztucznych sieci neuronowych
przypisywany jest ich przydatnosci w realizacji wielu praktycznych zadan w réznych
dziedzinach zycia, takich jak np. medycyna, finanse, fizyka czy zastosowania
techniczne. Wspomniane wczesniej dziedziny nie sg jedynymi, w ktorych mozliwe jest
zastosowanie modeli sieci neuronowych. W rzeczywistosci modele sieci neuronowych
mozna wykorzysta¢ wszedzie tam, gdzie rozpatrywane sg zagadnienia zwigzane
z przetwarzaniem 1 analizg sygnatow, klasyfikacja, predykacja czy sterowaniem.

Zastosowanie sieci neuronowych z uwagi na ich nieliniowy charakter oraz
wzglednie przystepng mozliwos¢ implementacji, pozwala w efektywny sposob tworzy¢
modele umozliwiajace opis zjawisk 1 procesow, w ktérych zastosowanie mniej
skomplikowanych 1 powszechnie stosowanych modeli liniowych jest utrudnione lub
niemozliwe. Jednym z wymienionych wczesniej atutow sztucznych sieci neuronowych
jest ich wzgledna przystepnos¢. Przystepnos¢ w wykorzystaniu modeli sztucznych sieci
neuronowych, zwigzana jest ich specyfika wynikajaca z automatyzacji procesu uczenia.
Tworzenie modeli sieci neuronowych nie wymaga od projektanta posiadania
wyspecjalizowanej wiedzy na temat badanego obiektu czy zjawiska. Dodatkowo sam
proces tworzenia modelu nie wymaga wiedzy na temat rozwigzywania
skomplikowanych réwnan wykorzystujacych zawity aparat matematyczny do opisu
zjawisk nieliniowych. Niemniej tworzenie modeli sieci neuronowych w dalszym ciggu
wymaga od projektanta empirycznej wiedzy dotyczacej rozpatrywanego zagadnienia, co
umozliwi mu dobor oraz zastosowanie optymalnego modelu sieci neuronowej, pozwoli
na prawidtowe przygotowanie danych wykorzystywanych w procesie uczenia modelu
oraz umozliwi poprawng interpretacj¢ otrzymanych wynikow.

Koncepcja wykorzystania sztucznych sieci neuronowych uksztattowata sig
w wyniku badan prowadzonych w dziedzinie sztucznej inteligencji, a w szczegolnosci
zwigzana byla z badaniami z zakresu podstawowych modeli opisujacych struktury
znajdujace si¢ w mozgach organizmow zywych.

Kolejne badania prowadzone w pierwszej potowie XX wieku, doprowadzity do
powstania systemow ekspertowych, ktore jednak okazaly si¢ niewystarczajace aby
w sposob precyzyjny odwzorowac i wyjasnia¢ kluczowe aspekty ludzkiej inteligencji.
Przyczyn tego niepowodzenia doszukiwano si¢ w samej idei systemoéw ekspertowych,

ktore to nie czerpaty z koncepcji odwzorowania struktur znajdujacych sie¢ w mozgu,
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a jedynie wykorzystywaty bazy wiedzy. Wspomniane wcze$niej niepowodzenie
wzbudzito w badaczach przekonanie, ze dalsze badania w zakresie sztucznej inteligencji
powinny by¢ ugruntowane w bardziej bezposredni sposdb na biologicznym modelu
mozgu. Doprowadzito to miedzy innymi do opracowania koncepcji sztucznych sieci
neuronowych bazujacych na biologicznym modelu elementarnej komoérki nerwowe;j
znajdujacej si¢ w mdzgu, czyli neuronie.

Do tworzenia modeli sztucznych sieci neuronowych wykorzystuje si¢ sztuczne
neurony McCullocha-Pittsa wraz z ich modyfikacjami. Neurony McCullocha-Pittsa
w modelach sztucznych sieci neuronowych petnig rol¢ matematycznego odpowiednika
biologicznej komoérki nerwowej. Uproszczong zasade dziatania pojedynczego
sztucznego neuronu mozna opisa¢ w czterech krokach.

e Krok 1: Do neuronu doprowadzana jest okreslona liczba sygnatow
wejsciowych.

e Krok 2: Kazdy z doprowadzonych sygnatow przemnazany jest przez
indywidualng warto$¢, okreslong przez wage. Warto$¢ wagi stanowi
odpowiednik biologicznej sity polaczenia opisujacej efektywno$¢ synapsy.

e Krok 3: W neuronie obliczana jest suma wazona wszystkich wejs¢.

e Kirok 4: Sygnat bedacy sumg wazong zostaje przeksztalcony przez ustalong
przez uzytkownika funkcje aktywacji neuronu. Obliczona w ten sposéb
warto$¢ stanowi sygnat wyjsciowy neuronu.

Model sztucznego neuronu McCullocha-Pittsa oraz wzory opisujace wartos¢

wyjsciowg czgsci liniowej 1 nieliniowej neuronu przedstawiono odpowiednio na

rysunku 4.2 oraz opisano wzorami (4.1) 1(4.2).
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/ Wejécie Bias \
(sygnat wejsciowy) Xo

Wagi

X3

Funkcja aktywacji
Xz

y=¢(e)

X3

Xy

/

gdzie: x4, x5, X3, ..., X, to sygnaly wejsciowe neuronu, x, to bias, wy, w,y, w3, ..., w,, to

Rys. 4.2. Model sztucznego neuronu McCullocha-Pittsa

wagi sygnatow wejSciowych, w, to waga biasu, e to suma wazona sygnalu
wyjsciowego neuronu, ¢ to funkcja aktywacji neuronu, a y(e) to sygnal wyjsciowy
neuronu.
e; = Z Wijxl' + Wio, (41)
j=1.n
gdzie: e; to suma wazona sygnatu wyjsciowego i-tego neuronu, w;; to waga j-tego
wejscia i-tego neuronu, x; to i-ty sygnal wejSciowy neuronu, a w;, to bias i-tego

neuronu.

n
Yi= ¢ Zwixi + wi |, (4.2)
i=0

przy czym: y; to sygnal wyjsciowy i-go neuronu, ¢ to funkcja aktywacji neuronu,

a QlLowix; + wy ) to suma wazona sygnatu wyjsciowego i-tego neuronu.

4.2.1 Wielowarstwowa sie¢ perceptronowa

Pojedynczy sztuczny neuron, jako podstawowy element sztucznych sieci
neuronowych nie przedstawia zbyt duzej wartosci uzytkowej. Za pomoca pojedynczego
neuronu nie da si¢ opracowa¢ modelu petnigcego role np. klasyfikatora dla zbioru
danych, ktére nie sg liniowo separowalne. Aby mozliwe bylo opracowanie w peini

funkcjonalnego modelu sieci neuronowej, umozliwiajacej klasytikacje zbiorow liniowo
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niesperalowalnych, niezbgdne jest wykorzystanie wigkszej liczby neuronow oraz
organizacj¢ ich w odpowiednie struktury. Do najpopularniejszych i1 najprostszych
struktur sztucznych sieci neuronowych, w ktoérych nie sa stosowane pgtle sprzezenia
zwrotnego, a ktore z powodzeniem wykorzystywane sg np. w diagnostyce maszyn
elektrycznych, naleza perceptrony wielowarstwowe (ang. Multilayer Perceptron, MLP).

Przyktadows strukture perceptronu wielowarstwowego przedstawiono na rysunku 4.3.

o

Warstwa " Warstwa i Warstwa 5 Warstwa .
wejéciowa € R ukryta eR ukryta eR wyjéciowa € R

Rys. 4.3. Przyktadowa struktura sieci MLP

Na rysunku 4.3 przedstawiono strukture sieci wielowarstwowej. Neurony
wchodzace w sktad sztucznej sieci neuronowej zorganizowane zostaly w warstwy.
W sieciach typu MLP mozna wyrdzni¢ trzy rodzaje warstw:

e warstwa wejsciowa - stanowi pierwszg warstw¢ w strukturze sieci, do ktorej
doprowadzany jest sygnat wejsciowy. Liczba neuronéw oraz liczba

sygnatéw wejsciowych w tej warstwie modelu zalezy od rozpatrywanego

zagadnienia.
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e warstwy ukryte - sa to warstwy znajdujace si¢ wewnatrz struktury sieci
neuronowej, liczba neuronéw w warstwach ukrytych a takze liczba warstw
ukrytych zalezy od stopnia zlozonosci rozpatrywanego zagadnienia. Sygnat
wejsciowy dla neuronow w warstwach ukrytych stanowi sygnat wyjsciowy
z poprzedniej warstwy.

e warstwa wyjsciowa - stanowi ostatnig warstwe¢ w strukturze sieci. Sygnat
wyjsciowy z tej warstwy jest rownoczesnie odpowiedzig sieci neuronowe;.

Z uwagi na sposob polaczenia neuronéw wzgledem warstw, warstwy w sieciach
typu MLP okres$lane sg jako warstwy w pelni potaczone.

Jak wspomniano, elementem wprowadzajacym nieliniowo$¢ do neuronu sa funkcje
aktywacji. Jednymi z popularniejszych funkcji aktywacji w sieciach typu MLP sa
funkcje s-ksztattne takie jak:

e tangens hiperboliczny tanh(x) opisany wzorem:

eﬁx _ e—ﬁ’x
p(x) = B o P (4.3)
e funkcja sigmoidalna opisana wzorem:
1
P(x) = —= . (4.4)

1+e—Bx

Zaletg funkcji s-ksztaltnych jest niewielka ztozono$¢ obliczeniowa w wyznaczaniu
ich pochodnych, co ma znaczenie w procesie uczenia sieci neuronowych.

Na wyniki uczenia sztucznych sieci neuronowych ma wplyw nie tylko wybor
funkcji aktywacji, ale rowniez metoda uczenia sztucznej sieci neuronowej. Istnieje kilka
kryteriow podziatu metod uczenia. W literaturze, w jednym z podzialdéw uczenia
wyrdznia sig:

e uczenie nadzorowane (ang. Supervised learning) - metoda uczenia,
w ktorej do algorytmu dostarczany jest zbidr danych treningowych wraz
z rozwigzaniem (etykietami/klasami);

e uczenie nienadzorowane (ang. Unsupervised learning) - uczenie modelu
polegajace na przekazywaniu nieoznakowanych danych (bez etykiet/klas).
W tym sposobie uczenia do algorytmu dostarczane sa jedynie dane

wejsciowe, a zadaniem algorytmu jest odnalezienie powigzan mi¢dzy nimi;
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uczenie pdinadzorowane (ang. Semi-supervised learning) - polega na
dostarczeniu do algorytmu cze$ciowo oznakowanych danych. Wstepne
przetwarzanie danych (ang. preprocessing) zwigzane z oznakowaniem
danych wejsciowych jest przewaznie bardzo czasochtonne i nierzadko
kosztowne. W rzeczywistosci dostepne dane czesto skladaja sie
w  wigkszosci z danych nieoznakowanych. Wigkszo$¢ algorytmow
poéladzorowanych  stanowi  kombinacje  algorytméw  uczenia
nadzorowanego 1 nienadzorowanego zaimplementowanych do sieci
neuronowych;

uczenie przez wzmocnienie (ang. Reinforcement learning, RL) - sposob
uczenia polegajacy na interakcji modelu ze $rodowiskiem, na podstawie
zebranych informacji. W odréznieniu od uczenia nadzorowanego,
péinadzorowanego i1 uczenia nienadzorowanego, w przypadku uczenia
przez wzmocnienie nie przygotowuje si¢ danych uczacych, a jedynie
wskazuje si¢ srodowisko, z ktoérego model bedzie korzystal zbierajgc dane
uczace. W przypadku uczenia przez wzmocnienie oczekuje si¢ od modelu
maksymalizacji nagrody otrzymywanej przez model podczas procesu

uczenia.

Istotnym elementem przy tworzeniu modeli sztucznych sieci neuronowych jest

wybor algorytmu uczenia. W literaturze wyrdznia si¢ nastgpujace algorytmy uczenia

sztucznych sieci neuronowych:

alogrytmy bezgradientowe - algorytmy te zakladaja, ze mozna odczytaé
warto$¢ funkcji celu w dowolnym punkcie jej dziedziny, ale nie wymagaja
zadnych informacji na temat jej pochodnych (tzn. krzywizny). Do tej grupy
nalezg migedzy innymi takie algorytmy, jak:
o algorytm genetyczny (ang. Genetic Algorithm, GA),
o algorytm roju czastek (ang. Particle Swarm Optimization, PSO),
o algorytm symulowanego wyzarzania (ang. Simulated Annealing,
S§4),
o algorytm adaptacji macierzy kowariancji (ang. Covariance Matrix
Adaptation, CMA);
Algorytmu gradientowe - polegaja na wyznaczaniu kolejnego kierunku

poszukiwan na podstawie znajomosci gradientu funkcji  celu,
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w punkcie wyznaczonym w kroku poprzednim. Do algorytmoéow
gradientowych mozna zaliczy¢ migdzy innymi:
o algorytmy spadku gradientu (ang. Gradient Descent, GD),
o algorytm stochastycznego spadku gradientu (ang. Stochastic
Gradient Descent, SGD),
o algorytm mini wsadowego spadku gradientu (ang. Mini-batch
Gradient Descent),
o algorytm spadku gradientu z momentem (ang. Gradient Descent
with Momentum),
o algorytm gradientu adaptacyjnego (ang. Adaptive Gradient
Algorithm, AdaGrad),
o algorytm propagacji pierwiastka Sredniej kwadratowej (ang. Root
Mean Square Propagation, RMSProp),
o algorytm adaptacyjnej estymacji momentu (ang. Adaptive Moment
Estimation, Adam).

Zastosowanie algorytmow gradientowych w uczeniu sztucznych sieci neuronowych
czesto zwigzane jest z zastosowaniem algorytmu wstecznej propagacji bledu. Algorytm
wczesnej propagacji  bledu to jedna z najpopularniejszych metod uczenia
wielowarstwowych jednokierunkowych sztucznych sieci neuronowych w uczeniu
nadzorowanym. Nazwa tego algorytmu powigzana jest ze sposobem w jakim obliczane
sg poszczegolne bledy w warstwach sieci neuronowych. W pierwszym kroku obliczany
jest blad w warstwie wyjsciowej sieci, nastgpnie w kolejnych krokach obliczane sa
btedy w warstwach ukrytych, a w ostatniej fazie algorytmu wyliczony jest biad
w warstwie wejsciowej. A zatem kolejno$¢ obliczania bledu nastepuje w kierunku
przeciwnym do kierunku przeptywu informacji w sieci, stad tez nazwa algorytm
wstecznej propagacji bledu. Cechg charakterystyczng tego algorytmu jest to, ze do
obliczenia btedu w aktualnym kroku wykorzystywane sa btedy obliczone w kroku
wczesniejszym, to znaczy btedy obliczone dla pdzniejszej warstwy sieci. Tak wigc blad
propaguje od warstwy wyjsciowej, przez warstwy ukryte, do warstwy wejsciowej [115].

Realizacje metody wstecznej propagacji btedu przedstawiono na rysunku 4.4.
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Rys. 4.4 Model neuronu z wykorzystaniem algorytmu wstecznej propagacji biedu

Rysunek 4.4 przedstawia i-ty neuron k-tej warstwy, gdzie bl.(k) oraz di(k) sa

sygnatami wzorcowymi dla odpowiednio liniowej oraz nieliniowej cze$ci neuronu,
()

natomiast e;”~ oraz Sgk) to bledy opisujace réznice migdzy odpowiedzig sieci,

a sygnatami wzorcowymi. Bt¢dy dla neuronéw mozna zapisa¢ wzorami:
el m) = b () — s m), (45)
em) = d?(m) -y (). (4.6)

Proces uczenia sztucznych sieci neuronowych polega na modyfikacji i dobieraniu
wektora wag w taki sposob, aby zminimalizowa¢ funkcje btedu. Funkcj¢ t¢ mozna
okresli¢c na wiele sposobow. W praktyce czgsto wykorzystuje sie btad
sredniokwadratowy obliczany dla ostatniej, wyjsciowe] warstwy sieci. Aby dokonac
minimalizacji wcze$niej wspomnianego bledu $redniokwadratowego, w przypadku
klasycznych 1 nieskomplikowanych struktur sieci neuronowych MLP mozna
wykorzysta¢ metode najszybszego spadku, ktérg dla kazdego neuronu w sieci mozna

okresli¢ wzorem:
wPm+1) =wPm) +p (—vg.‘) (), (4.7)

przy czym wiedzac, ze:
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e aQ(n) _ 9m) 5Pm) _ aem) gy
(n) = Wl @ Wy A0 N (48)
(n) ds;"’(n) aw (n) 0s;(n)
gdzie Q(n) oznacza btad $redniokwadratowy w n-tej iteracji i przyjmujac:
1 0Q(n)
5i(k)(n) = BEPWOPRY (4.9)
2 ds; ' (n)

to sktadnik wzoru (4.7) dotyczacy aktualizacji wag neuronu (zwigzany z obliczaniem

gradientu) mozna zapisa¢ nastepujaco:

OQ(n) _

(k) (k)
(k) ™ = =26, (n)x;"™. (4.10)

Po uwzglednieniu wzorow (4.8) oraz (4.9), wzor (4.7) przyjmuje postac:

w P+ 1) =wl(m) + 2u8 m)x[, (4.11)

gdzie: xj(k) to i-ty sygnal na wejsciu warstwy k-tej warstwy, a u to wspodtczynnik
uczenia [115].

Obliczenie Si(k) (n) dla dowolnej innej warstwy, poza warstwa wyjSciowa sieci,

opisuje wzor:

Ni+1 (k+1)

5Oy =100 1§ 90 sy ()
i) 205 (n) 2 ;1 s D) 5P (n)

Ni+1
= Z s3I wE P () £ (s (n))

m=1

Ni4q

= F167 ) Z 5w P (). (4.12)

Ze wzoru (4.12) wynika, ze obliczanie (S‘i(k)(n) jest wykonywane, jak
wspomniano wczesniej, wstecz, tzn. od ostatniej wyjsciowe] warstwy do pierwszej
wejsciowe] warstwy sieci. Zatem btad dla i-tego neuronu w k-tej warstwie mozna

zapisac jako:
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Nig+1

g0 — Z 5D w D (), (4.13)
m=1

a podstawiajac do wzoru (4.12) zalezno$¢ (4.13), to wzdr ten mozna przedstawic

nastepujaco:
590 = e f (s (). (4.14)

Jedna z najpopularniejszych 1 najskuteczniejszych  metod  uczenia
jednokierunkowych wielowarstwowych sztucznych sieci neuronowych, jest metoda
wykorzystujaca algorytm Levenberga - Marquardta (L-M). Algorytm L-M taczy zalety
algorytmu Gaussa - Newtona oraz algorytmu najszybszego spadku. Potaczenie tych
dwoch algorytméw skutkuje duza zbieznos$ciag w przypadku, wowczas gdy algorytm
zbliza si¢ do rozwigzania optymalnego, a jednoczenie zapewnia duzg efektywnos¢, tzn.
szybki spadek wartosci biedu, kiedy poszukiwane rozwigzanie jest odlegte od
biezacego. Roéwnie opisujgce kierunek minimalizacji bledu w przypadku algorytmu

L-M mozna zapisa¢ nastgpujaco:
p(wm)) = —[V2E(w(n — 1))]vE(w(n)), (4.15)

gdzie: p(w(n)) oznacza kierunek minimalizacji funkcji btedu, VE to gradient funkcji
btedu, a V2€ to hesjan funkcji biedu.
Z powyzszego roOwnania wynika, ze aktualizacj¢ wag w kolejnym kroku okresli¢

mozna jako:
wn+1) = wn) — [V2E(w(n — 1)]71ve(w(n)), (4.16)

a przyjmujac, ze funkcja celu opisujaca wartos¢ podlegajaca minimalizacji, okreslona

jest wzorem:

P P N
EW) = ) Qu=) > (dPm -y )2, (4.17)

107 I @ I <y
gdzie: d;(n) to warto$¢ wzorcowa, y; “(n) to wartos¢ wyjsciowa z neuronu, a L
oznacza liczb¢ warstw w sieci neuronowej, wowczas zaréwno gradient, jak i hesjan

mozna zapisac jako:
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vew(n) = JT(wm)e(wm)), (4.18)
vZE(w(n)) = JT(wmn)J(wm)) + Iu, (4.19)

gdzie: J to jakobian funkcji btedu neurondow z ostatniej warstwy sieci, E(W(n)) to blad
neuronow znajdujacych si¢ w ostatniej warstwie sieci, I to macierz jednostkowa, a
oznacza wspotczynnik uczenia [115].

Po uwzglednieniu réwnan (4.18) 1 (4.19), zalezno$¢ opisujaca zmiany wartosci wag

w algorytmie Levenberga - Marquardta mozna zapisa¢ jako:

wn+1) =wh) — UT(W(n))](W(n)) + ,uI]‘le(W(n))S(W(n)), (4.20)

a ostatecznie kierunek minimalizacji btgdu mozna zapisa¢ nastepujaco:

p(wm) = ~["(wm)(wm) + w7 (wm)ewm).  (4.21)

Wartos¢ wspoétczynnika uczenia jest modyfikowalna i zmienia si¢ podczas uczenia
MLP. Jednym z najpopularniejszych sposobéw modyfikacji wspotczynnika uczenia jest
wprowadzenie dodatkowego parametru £, ktory pozwala na modyfikacje kroku podczas
minimalizacji funkcji btedu [116, 117]. Niestety, wraz ze wzrostem skomplikowania
struktur sieci neuronowych, proste metody takie jak przedstawiona metoda L-M, moga
okaza¢ si¢ niewystarczajace. Wspotczesne bardziej skomplikowane struktury sieci
neuronowych wymagaja wykorzystania bardziej zaawansowanych metod uczenia. Do
popularnych metod nalezag wspomniane metody adaptacyjne, takie jak AdaGrad,
RMSProp czy Adam. W dalszej czgsci pracy opisane zostaty wykorzystane w giebokich
modelach sztucznych sieci neuronowych metody uczenia maszynowego SGD,
RMSProp i Adam.

Liczne badania dotyczace sieci typu MLP wykazaly, ze moze ona by¢
z powodzeniem wykorzystywana w wielu dziedzinach, w tym w diagnostyce oraz
w modelowaniu maszyn elektrycznych. Na przestrzeni lat powstaty prace traktujace
miedzy innymi o wykorzystaniu modeli MLP w:

e diagnostyce uszkodzen wirnika silnikéw elektrycznych [118-121],
e diagnostyce uszkodzen stojana silnikow elektrycznych [122—125],
e wykrywaniu zwar¢ doziemnych [126],

e projektowaniu silnikow elektrycznych [127],
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e w ukltadach sterowania np. przy ustalaniu predkosci obrotowej maszyny

[128].

4.2.2 Sieci samoorganizujace

Drugim rodzajem podstawowych struktur sieci neuronowych, ktére z powodzeniem
sg wykorzystywane w diagnostyce silnikow elektrycznych sg samoorganizujace sieci
neuronowe (ang. Self-Organizing Map, SOM), z ktérych najpopularniejsza jest
samoorganizujaca sie¢ Kohonena [129—131]. W odro6znieniu od sieci typu MLP, w sieci
Kohonena stosowana jest odmienna metoda nauczania sieci, czyli uczenie
nienadzorowane. 7Z uwagi na to, ze w przypadku uczenia nienadzorowanego do
sztucznej sieci neuronowej nie s3 dostarczane wzorce wyjsciowe, to zadaniem
stawianym przed tego typu sieciami jest samoistne wytworzenie takiego wzorca.
Oznacza to, ze sieci typu SOM maja na celu utworzenie takiego modelu sieci, ktory
w jak najdoktadniej bedzie odwzorowywat zalezno$ci pomiedzy danymi znajdujagcymi
sie w wektorze wejsciowym.

W przypadku sieci Kohonena stosuje si¢ metod¢ uczenia zwang uczeniem
konkurencyjnym (ang. Competitive Learning). W tej metodzie, w przeciwienstwie do
klasycznych metod uczenia sieci neuronowych, podczas treningu modyfikowane sg
tylko wagi wybranego neuronu, ktory jest okreslany jako ,,wygrywajacy” (ang. winner).
W zaleznosci od wybranej metody, modyfikacji moga podlega¢ rowniez wagi neuronow
znajdujacych sie¢ w jego bezposrednim otoczeniu.

Wybdér wygrywajacego neuronu odbywa si¢ na podstawie okre§lonej przez
uzytkownika metryki, opisujacej, ,,podobienstwo” sygnalu wejsciowego do wektora
wag danego neuronu. Z przedstawionych informacji wynika, ze to wilasnie wybor
metryki opisujacej zalezno$¢ miedzy sygnatem wejsciowym a wektorem wag neuronu,
ma decydujacy wplyw na efektywnos$¢ dziatania modelu. W praktyce, wybdr metryki
sprowadza si¢ do okreslenia miary opisujacej odlegtos¢ wektora wejsciowego od
wektora wag neuronu. Pierwotnie stosowana byla metryka bazujaca na iloczynie
skalarnym pomiedzy wspomnianymi wektorami. Jednak stosowanie takiej miary
prowadzito do problemoéw z normalizacja wektorow. Obecnie najczeSciej stosowana
metryka jest metryka euklidesowa [115].

Tak jak w przypadku sieci typu MLP, tak 1 w przypadku sieci Kohonena, podczas
procesu uczenia sieci dochodzi do aktualizacji wektorow wag. W przypadku sieci

Kohonena wyréznia si¢ dwie metody aktualizacji wag:
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e metode addytywna,
e metode substraktywna.

W metodzie addytywnej modyfikacja wektora wag neuronu polega na dodawaniu
przeskalowanego przez wspoOlczynnik uczenia wektora zawierajacego wzorzec
wejsciowy, a nastgpnie na unormowaniu wyniku. Z uwagi na sposob modyfikacji
wektora wag w metodzie addytywnej moze doj$¢ do niestabilnosci modelu. Obecnie
czgsdciej stosowana jest metoda substraktywna. W metodzie substraktywnej do wektora
wag dodawana jest jedynie rdznica pomigdzy przeskalowanym wektorem wejsciowym
a wektorem wag. W wyniku dodawania wspomnianej roéznicy, w przypadku kiedy
warto$¢ wektora wag i1 wektora wejsciowego sg takie same, to proces aktualizacji
wektora wag nie zachodzi, co eliminuje zagrozenie w postaci niestabilno$ci modelu.

Jak wspominano, podczas uczenia sieci Kohonena wykorzystywane jest uczenie
konkurencyjne. Neurony w sieci Kohonena, w zaleznosci od rozpatrywanego
zagadnienia, formowane sg przewaznie w struktury jedno- lub dwuwymiarowe.
Przyjmuja wtedy forme tancucha (w przypadku struktur jednowymiarowych), lub siatki
(w przypadku struktur dwuwymiarowych). Przedstawione struktury stuza do
uformowania odwzorowania z przestrzeni wielowymiarowej do odpowiednio dyskretnej
przestrzeni jedno- lub dwuwymiarowej. Struktury te tworzone sg w taki sposob, ze
punkty w przestrzeni wej$¢, ktore leza blisko siebie s3 odwzorowywane przez bliskie
sobie neurony w fancuchu lub siatce. Pojedyncze neurony znajdujace si¢ w siatce lub
fancuchu mozna traktowac jako konkretne punkty z przestrzeni wejs¢. Bardzo duze
znaczenie w sieciach Kohonena ma rowniez sposob polaczenia miedzy neuronami
w siatce lub tancuchu. Potgczenie to okresla w sposob jednoznaczny relacje sasiedztwa
mig¢dzy neuronami. Do podstawowych topologii sieci naleza:

e topologie jednowymiarowego tancucha:

o lancuch otwarty

Sasied ztwo pierwszego
rzedu

Sasied ztwo drugiego

Zwycieski neuron rzedu

Rys. 4.5 Topologia tancucha otwartego
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o tancuch zamkniety

Sasied ztwo pierwszego
rzedu

Sasied ztwo drugiego

Zwycieski
wycieski neuron rzedu

Rys. 4.6 Topologia tancucha zamknietego

e topologie dwuwymiarowej siatki:

o siatka prostokatna

. . . . Sgsied ztwo drugiego
rzedu
°_—‘——'——'— Zwycigski neuron

Rys. 4.7 Topologia siatki prostokatnej

Sgsied ztwo pierwszego rzedu
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o siatka heksagonalna

Sasied ztwo drugiego
rzedu

Zwycieski neuron

Sasied ztwo pierwszego rzedu

Rys. 4.8 Topologia siatki heksagonalne;j

Uczenie sieci SOM jest procesem iteracyjnym, a przy zastosowaniu
podstawowego algorytmu uczenia, podczas uczenia nie ulega zmianie liczba neuronéw.
Natomiast redukcji ulega rozmiar sgsiedztwa, w taki sposob, ze w etapie koncowym
uzyskuje si¢ sasiedztwo zerowego rzgdu, to znaczy sgsiedztwo sktada si¢ jedynie
Z rozpatrywanego neuronu.

Podstawowy algorytm uczenia sieci Kohonena ma postac:
wij(n+ 1) = w;; () + p(Mha(M)[x; — w ()], (4.22)

gdzie: u oznacza wspoélczynnik uczenia z przedzialu od 0 do 1, h, oznacza funkcje
sgsiedztwa, x oznacza wektor wejsciowy a w oznacza wektor wspotczynnikow
wagowych.

Podobnie jak w przypadku sieci typu MLP roéwniez sieci typu SOM znalazly szereg
zastosowan w zagadnieniach diagnostyki. Tego typu sieci z powodzeniem
wykorzystywane sg przy detekcji na przyktad:

e ckscentrycznosci [132],
e uszkodzen tozysk [133],
e zwar¢ miedzyzwojowych [134],
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e niewspoOlosiowosci watu [135],

e uszkodzenia klatki wirnika silnikéw klatkowych [136—138].

4.3 Glebokie sieci neuronowe

Termin glebokiego uczenia (ang. Deep Learning) nie ma wypracowanej
ujednoliconej definicji, przez co jego interpretacja jest znacznie utrudniona.
W uproszczeniu glgbokie uczenie mozna rozumie¢ jako odmiana uczenia
maszynowego, w ktorej zadaniem nauczyciela jest wytrenowanie sieci w taki sposob,
aby byla w stanie rozwigza¢ problemy, ktéore mimo swojej intuicyjnosci dla czlowieka
sg trudne do opisania za pomoca prostych aparatow matematycznych, a co za tym idzie
sg trudne do interpretacji przez maszyny.

Do probleméw stawianych przed glgbokim uczeniem maszynowym zaliczy¢é mozna
problemy:
e klasyfikacji,
e regresji,
e klasteryzacji,
e regut asocjacyjnych.
Podziat probleméw stawianych przed uczeniem maszynowym z uwzglednieniem

sposobdw uczenia maszynowego przedstawiono na rysunku 4.9.
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Uczenie
maszynowe

Machine learning

Uczenie
nienadzorowane

Uczenie
nadzorowane

Supervised leaming Unsupervised learning

Reguty
asocjacyjne

Klasyfikacja Regresja Klasteryzacja [l

Classification Regression Clustering

N \Vieloklasowa

Multiclass classification

Binarna

Binary classification

Uczenie

Uczenie przez
wzmocnienie

Reinforcement Learning

potnadzorowane

Semi-Supervised learning

Klasyfikacja Regresja

Rys. 4.9. Podzial uczenia maszynowego w odniesieniu do gl¢bokich sieci neuronowych

Problem klasyfikacji polega na zaklasyfikowaniu danych wejsciowych do
zdefiniowanych klas lub etykiet. Problem ten $cisle zwigzany jest z przedstawionym
1 opisanym w rozdziale 4.2.1 poj¢ciem uczenia nadzorowanego. Nadzorowane uczenie
maszynowe polega na uczeniu modelu glebokiej sieci neuronowej (ang. Deep neural
network, DNN) na podstawie zestawu danych szkoleniowych dostarczanych do sieci
przez nauczyciela. W sklad wektora wejsciowego danych szkoleniowych wchodza
cechy oraz odpowiadajace im etykiety/klasy. Na podstawie danych wejSciowych
podczas procesu uczenia dokonuje si¢ obliczenia oraz modyfikacji parametréw modelu
sieci. Pod pojeciem klasyfikacji mozna wyrdzni¢ dwa podstawowe typy klasyfikacji:
klasyfikacj¢ binarng oraz klasyfikacje wieloklasowa. W przypadku klasyfikacji binarnej
zadaniem sieci jest okreSlenie czy dane wejSciowe naleza do jednej z dwoch klas
natomiast, w przypadku klasyfikacji wieloklasowej zachodzi koniecznos¢
zaklasyfikowania wektora wejsciowego do wiecej niz dwoch klas. Pomimo tego, ze
zagadnienia klasyfikacji binarnej 1 wieloklasowe] moga wydawaé si¢ niemalze
identyczne, to od strony opisu matematycznego w procesie uczenia glebokiego
stosowane sg odmienne aparaty matematyczne w postaci np. réznych funkcji aktywacji

neuronu. W przypadku uczenia binarnego czg¢sto stosowang funkcja aktywacji jest
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wspomina w rozdziale 4.2.1 funkcja sigmoidalna, natomiast podczas rozwigzywania
problemu klasyfikacji wieloklasowej z powodzeniem stosowana jest funkcja softmax
(uzywana jest najczesciej w ostatniej warstwie sieci), oraz funkcja rectified linear units
powszechniej znana pod nazwg ReLU, wraz z jej odmianami. Przyktadowe funkcje

aktywacji stosowane w glebokim uczeniu maszynowym przedstawiono ponize;j:

® softmax

e?

0(2)j = = (4.23)

ZI
K=1%K

gdzie: z oznacza wektor wej$¢ ostatniej warstwy sieci, j oznacza numer

neuronu wejsciowego z zakresu od 1,...,K;

e ReLU
Z, z>0
R(z) = {o, <0’ (4.24)
e LeakyReLU
Z, z>0
R(z) = {az’ e (4.25)

Drugim popularnym problem stawianym przed glebokim uczeniem jest problem
regresji. Naukowcy z catego §wiata, pracujacy w réznych obszarach nauki, od wielu lat
buduja zbiory danych i opracowujg zaleznosci pomi¢dzy nimi [139—-141]. Pomimo tego,
ze w wielu przypadkach opis matematyczny takich zalezno$ci jest do$¢ prosty i nie
wymaga stosowania skomplikowanego aparatu matematycznego, to istniejg
zagadnienia, ktorych opisanie za pomoca prostych rownan, np. réwnan liniowych, jest
niewystarczajace lub wrecz niemozliwe. W takich przypadkach konieczne sa
czasochtonne badania pozwalajace na sformulowanie skomplikowanych, nierzadko
nieliniowych réwnan, ktore w sposob zadowalajacy pozwolg na odwzorowanie danego
fragmentu rzeczywistosci. Dzigki swojej specyfice zastosowanie algorytmow
glebokiego uczenia pozwala na rozwigzanie tego problemu. Dlatego tez w tym
przypadku, najczesciej stawianym zadaniem przed osobg opracowujacg sztuczng siec
neuronowg jest przygotowanie, modelu sieci, ktory bedzie w stanie odwzorowac
skomplikowane, niejednokrotnie zalezne od wielu parametréw, korelacje pomiedzy

zestawami danych.
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Kolejny problem, czyli klasteryzacja, polega na grupowaniu danych na podstawie
ich podobienstwa. Gtéwnym celem klasteryzacji jest znalezienie struktury w zbiorze
danych bez etykiet, co oznacza, ze model nie zna wczesniej zdefiniowanych kategorii
ani wzorcow.

Natomiast problem regul asocjacyjnych to problem, ktéry koncentruje si¢ na
znajdowaniu wzorcow 1 zwigzkéw migdzy elementami w duzych zbiorach danych.
Reguty asocjacyjne sg czgsto stosowane np. w analizie transakcji handlowych, gdzie
pomagaja znalez¢ korelacje miedzy produktami kupowanymi w jednej transakcji.

Pojecie glebokiego ucznia nierozerwalnie zwigzane jest z wielowarstwowymi
sieciami neuronowymi zwanymi, jak wspomniano, glt¢bokimi sieciami neuronowymi.
Cechg charakterystyczng dla wigkszo$ci tego typu sieci jest ich zdolno$¢ do peinia
jednoczesnie kilku funkcji. Sieci te, w odroznieniu od klasycznych sieci neuronowych,
moga petnic jednoczes$nie funkcje generatora cech diagnostycznych jak rdwniez funkcje
finalnego klasyfikatora, ale tez z powodzeniem moga realizowa¢ zagadnienia regres;ji.
Dlatego tez, prawidtowo zbudowany model glgbokiej sieci neuronowej moze stanowic
alternatyw¢ dla np. systeméw  eksperckich, w  ktorych  zastosowanie
wyspecjalizowanych deskryptorow wymaga niekiedy duzej wiedzy eksperckiej. Jako
inspiracje dla wspotczesnych modeli glebokich sieci neuronowych uwaza si¢
opracowany przez Kunihiko Fukushime¢ neocognitron [142]. Niemniej, na aktualng
popularno$¢ glebokich modeli sztucznych sieci neuronowych mialo wplyw miato
zdefiniowanie przez profesora Yanna Le Cuna, jednej z popularniejszych
w dzisiejszych czasach struktur gtebokich sieci neuronowych, nazwanej Konwolucyjng
(Splotowa) Siecig Neuronowg (ang. Convolutional Neural Network, CNN) [143—147].
Obecnie, z uwagi na bardzo duza popularno$¢ rozwigzan komercyjnych, w ktérych
z powodzeniem wykorzystywane s3 rézne rodzaje sieci neuronowych, oprocz
klasycznych, wspomnianych w rozdziale 4.2 sieci neuronowych, takich jak MLP czy
SOM, oraz wspomnianej w tym rozdziale, splotowej sieci neuronowej, nalezy
wymieni¢ rOwniez rekurencyjne sieci neuronowe (ang. recurrent neural network, RNN)
[148], ze szczegdlnym uwzglednieniem takich wariacji jak:

o Long Short-Term Memory (LSTM) [149—-153],
o Sequence to Sequence (seq2seq) [154—158].
Jak wspomniano, proste metody uczenia modeli sztucznych sieci neuronowych

takie jak algorytm L-M, ktore z powodzeniem byly wykorzystywane dla prostych
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modeli sieci typu MLP, moga by¢ niewystarczajace w przypadku glebokich sieci
neuronowych. Do uczenia glgbokich modeli sztucznych sieci neuronowych czgsto
wykorzystuje si¢ takie metody jak wspomniany algorytm spadku gradientu
z momentem czy adaptacyjne metody RMSProp oraz Adam. Metody RMSProp 1 Adam
okresla si¢ mianem metod adaptacyjnych z uwagi na to, ze w odrdéznieniu np. od
metody algorytmu spadku gradientu z momentem, gdzie tempo uczenia jest state (lub
zmiana dotyczy wszystkich wag w okreslonym kroku) majg one mozliwo$¢ regulacji
wptywu kroku dla indywidualnych parametrow modelu, dzigki czemu kierunek
minimalizacji wyznaczany przez parametry z obliczong duza warto$cig gradientu ma
mniejszy wplyw na aktualizacje niz te parametry, dla ktérych warto$¢ gradientu jest

niewielka. Ponizej przedstawiono wymienione wyzej metody.

e algorytm spadku gradientu z momentem

Wpi1 = Wy — up(n), (4.26)

gdzie: w,,1 to wektor wag w kolejnym kroku obliczeniowym, w,, to wektor wag
w aktualnym kroku obliczeniowym, a p(n) opisuje kierunek minimalizacji btedu,

przy czym réwnanie opisujace kierunek minimalizacji mozna przedstawi¢ nast¢pujaco:
p@®) =yp(n—1) + (A —y)f'E€wy), (4.27)

gdzie: y to wspotczynnik pedu, a E(w,,) to funkcja celu.
e RMSProp

flgi (Wn)

, 28
p(n) +¢€ (*28)

Wni1 =W — U

gdzie € to parametr majacym na celu ograniczenie zbyt matej wartosci mianownika.
Natomiast wystepujacy w rownaniu (4.28) sktadnik p(n) bedacy wyktadniczo wazona

srednig ruchoma mozna zapis nastepujaco:

p(n) = pp(n—1) + (1 - B) (f'€(wn))?, (4.29)

gdzie f§ to parametr okresla wptyw $redniej ruchomej na aktualizacje wag.

e Adam
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m,
Wiir = Wy — fl—"—, (4.30)
Pnt€
gdzie estymowane wartosci Sredniej 1 wariancji momentu mozna opisa¢ wzorami:
o my
n=T_pgn’ (4.31)
1
o Pt
Pn=71"pn’ (4.32)
2

gdzie Bt i BT to wspodlczynniki zanikania odpowiednio dla $redniej i wariancji
momentu w kroku 7.
Sktadniki okre$lajace S$rednia oraz wariancj¢ gradientu momentu mozna wyrazi¢

nastepujaco:
m, = pim, 1+ (1—p)f '€, (4.33)

Pn = BaPe1 + (1 — B)f €7 (4.34)

Przedstawione powyzej metody uczenia glebokich sieci neuronowych
wykorzystane zostaly w dalszej cze$ci pracy w procesie trenowania oraz optymalizacji

parametrow splotowych sieci neuronowych.

4.3.1 Splotowe sieci neuronowe

Splotowe sieci neuronowe s3 jedna z popularniejszych i cze$ciej stosowanych
struktur glebokich sieci neuronowych. Ze wzgledu na swoj charakter sa z powodzeniem
stosowane w zagadnieniach klasyfikacji, co z kolei przeklada si¢ na ich przydatnos¢
w zagadnieniach diagnostycznych. Sieci CNN dzieki operacji splotu (konwolucji)
umozliwiajg uczenie si¢ na strukturalnych danych przestrzennych takich jak np. obrazy,
tekst czy wideo. Operacja konwolucji to doskonate narzedzie do efektywnego
wykorzystania lokalnej struktury danych, w efekcie czego znaczaco poprawia si¢
efektywnos$¢ uczenia tego typu sieci. Wiekszo$¢ architektur ConvNet sktada si¢ z kilku
podstawowych typow warstw. Do popularniejszych typéw warstw wykorzystywanych
w CNN naleza:

e warstwy splotowe (konwolucyjne) (ang. convolutional layer),

e warstwy normalizujace (ang. normalization layer),
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e warstwy taczace (ang. pooling layer),
e warstwy porzucajace (ang. dropout layer),
e warstwy sptaszczajace (ang. flatten layer),
e warstwy w pelni potaczone (ang. fullyconnected layer), warstwy w peini
potaczone omdwiono szerzej w rozdziale 4.2.1.
Strukture przykladowej konwolucyjnej sieci neuronowej przedstawia rysunek 4.10.
W sktad tej sieci wchodza warstwy: konwolucyjne, taczace, splaszczajace oraz w petni

potaczone.

24@48x48

8@128:128

S@64x64

Faczenie Konwolucja taczenie Sptaszczanie

Rys. 4.10. Przyktadowa struktura konwolucyjnej sieci neuronowe;j

Warstwy splotowe w sieciach neuronowych majg za zadanie wyekstrahowanie cech
charakterystycznych dla rozpoznawalnego obiektu 1 charakteryzuja si¢ wysoka
skutecznos$cia w przypadku wektora wejSciowego, ktory reprezentowany jest Scisle
okreslong strukturg. Do wyekstrahowania cech, wykorzystuja operacj¢ splotu
matematycznego pomiedzy prezentowanym sygnalem wejsciowym lub innymi
warstwami, a macierzg wag danej warstwy. Operacj¢ spotu matematycznego

w ogblnym przypadku mozna opisa¢ wzorem:

b
R = £(8) = g(6) = f F(t—0g(dx, (4.35)

gdzie: h(t) to funkcja wynikowa, f i g to funkcje wejsciowe, * to symbol oznaczajacy
operacj¢ splotu, t to parametr wzgledem, ktorego oblicza si¢ splot, x zmienna
wzgledem ktorej wykonuje sie catkowanie, a a 1 b to granice catkowania.

W przypadku ConvNet, z uwagi na dyskretny charakter wektora wejSciowego

wykorzystuje si¢ dyskretng posta¢ operacji konwolucji opisang wzorem:
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h©) = F@© +g® = ) f(E=0g(), (4:36)
k

Operacje splotu matematycznego w przypadku CNN mozna rozumie¢ jako
filtrowanie wektora wejsciowego. Filtrowanie wektora wejsciowego polega na
przemnozeniu wartosci znajdujacych si¢ w wektorze wejsciowym przez odpowiednie
wartosci wchodzace w skfad filtra zwanego w literaturze réwniez kernelem, jadrem
splotowym lub jadrem. Graficzng reprezentacj¢ operacji konwolucji w warstwach

konwolucyjnych przedstawia rysunek 4.11.

Wartosci wejsciowe Wartosci wyjéciowe

2 3 L] 6 1 9

7 4 0 8 2 Kernel

- Wartosci wejsciowe Wartosci wyjéciowe

2 3 0 6 1, 9 18

Rys. 4.11. Graficzna reprezentacja operacji konwolucji w ConvNet

Jak wynika z rysunku 4.11 w pierwszym kroku operacji konwolucji (wartosci
wejsciowe zaznaczone kolorem zielonym w warstwie wejsciowej), po przemnozeniu
warto$ci wejsciowych przez wartosci filtra i po zsumowaniu poszczeg6lnych wynikow
mnozenia ((2-(-1)+@B-0)+0-0)+O-(-1)+2-H)+A-2)+((7-1)+
(4-0)+(0-0)) w wyniku otrzymywana jest warto§¢ 9. W kroku drugim nastgpuje
przesunigcie filtra o 1 (dane wejsciowe zaznaczone kolorem zottym) ponownie
nastgpuje mnozenie wartosci wejsciowych przez wartosci filtra i sumowanie wynikow

mnozenia. W wyniku operacji splotu w kroku drugim otrzymywana jest wartos$¢ 18.
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Z uwagi na wysoka skuteczno$¢ w ekstrakcji informacji konwolucyjne sieci
neuronowe bardzo czgsto wykorzystywane sa w analizie obrazu 1 dzwigku [159-164],
a tym samym z powodzeniem znajduja zastosowanie w zagadnieniach diagnostyki [149,
165-170].

Do scharakteryzowania warstw konwolucyjnych sieci CNN wykorzystuje si¢
tzw. hiperparametry. Hiperparametrami warstwy konwolucyjnej nazywamy te
parametry sieci, ktore sg okreslane przez uzytkownika na potrzeby uczenia modelu. Do
hiperparametréw warstwy konwolucyjnej nalezg migdzy innymi:

e rozmiar jadra (ang. kernel size),
e dopekienie (ang. padding),
e krok (ang. stride).

Rozmiar jadra w literaturze czgsto nazywany réwniez rozmiarem filtra, ktore
okresla wymiary jadra jakie stosowane jest na danych wejSciowych. Parametr ten ma
bardzo duzy wplyw na proces uczenia i bezposrednio przedkiada si¢ na jakos¢
klasyfikatora. Przyktadowo, zastosowanie jadra o niewielkim wymiarze sprawia, ze sie¢
jest w stanie wyekstrahowa¢ wigksza liczbe cech z danych wejsciowych. Dodatkowo
zastosowanie jader splotowych o malym rozmiarze zapewnia mozliwo$¢ budowania
glebszych architektur CNN. Jest to mozliwe dlatego, ze stosowanie filtrow o malym
rozmiarze, nie wplywa tak znaczaco na redukcj¢ wymiarowosci macierzy wyjsciowej,
jak jadra o duzych wymiarach. Pomimo tego, ze stosowanie filtrow o duzych
wymiarach czgsto skutkuje gorsza jakos$ciag klasyfikacji finalnego modelu, to w skutek
stosowania filtrow o duzych wymiarach mozna uzyska¢ lepsza zdolno$¢ modelu do
generalizacji.

Kolejnym hiperparametrem jest dopetnienie. Umozliwia ono dodanie do macierzy
wejsciowe] warstwy konwolucyjnej, dodatkowych warto$ci na jej krawedziach, co
wigze si¢ z powigkszeniem rozmiaru macierzy wejsciowej. Najczesciej dodawanymi
wartosciami sg wartosci zerowe. Dodanie dopelnienia moze zapobiega¢ redukcji
wymiaru macierzy wyjsciowej, tak jak zostalo to pokazane na rysunku 4.11, gdzie
w skutek przeprowadzenia konwolucji na danych w macierzy 5x5 w efekcie otrzymano
macierz 3x3. Przyklad dopetnienia, gdzie dopetnienie zaznaczono kolorem

pomaranczowym przedstawia rysunek 4.12.
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Rys. 4.12. Przyktad zastosowania wypelnienia

Krok to hiperparametr, ktéry okresla o ile elementow jadro splotowe powinno
zosta¢ przesunigte przy kazdym kroku konwolucji. W praktyce, krok mozna okresli¢
jako przesunigcie okna filtra nad macierza wejsciowa. Czesto uzywanym krokiem dla
warstw konwolucyjnych jest krok rowny jeden. Na rysunku 4.13 przedstawiono
w sposob graficzny operacje konwolucji dla kroku réwnego jeden oraz dla kroku

rownego dwa.

a)

Wartoéci wejsciowe Wartosci wyjsciowe

2 3 0 6 1 9

7 4 0 8 2 Kernel

Krok réwny 1 .~

‘/| Wartosici wejiciowe L ,»" Wartosci wyjsciowe

2 3 0 6 1.7 9 18
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b)

Wartoscd wejsciowe Wartosci wyjsciowe

7 4 0 8 2 Kernel

Wartoicj,vﬁéjiciowe
Krok rowny 2 .-

A

2 3 0 6 A 9 8

Wartosci wyjsciowe

Rys. 4.13. Operacja konwolucji dla dwoch roznych wartosci kroku a) krok rowny 1 b) krok

rowny 2

Jak mozna zauwazy¢ na rysunku 4.13, w skutek zastosowania kroku réwnego
dwa, macierz wyjsciowa zostata zredukowana z wymiaru 3x3 do wymiaru 2x2, ponadto
zmianie ulegta warto$¢ wyjsciowa drugiej operacji konwolucji.

Drugim czgsto stosowanym rodzajem warstw w sieciach CNN sg warstwy
normalizujace. Popularnym rodzajem warstw normalizujacych sg warstwy normalizacji
wsadowej (ang. batch normalization layer). Warstwa ta normalizuje aktywacje
wewnatrz wsadu poprzez standaryzacj¢ $redniej 1 wariancji, co poprawia stabilnos¢
1 efektywno$¢ podczas procesu uczenia. Umozliwia to tym samym stosowanie
wyzszych warto$ci wspotczynnikdw uczenia przy jednoczesnym obnizeniu podatnosci
na rozbiezno$¢ gradientow, co moze przyspieszy¢ proces uczenia. Dodatkowo
stabilizuje propagacj¢ gradientow, przeciwdziatajac problemom eksplozji i zanikania

gradientu.
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Trzecim popularnym rodzajem warstw w sieciach CNN sa warstwy laczace.
Warstwy taczace wykorzystywane sa w celu redukcji wymiarowos$ci danych
wejsciowych. Redukcja wymiarowosci danych wejsciowych, z uwagi na to, ze wplywa
bezposrednio na redukcje liczby parametréw niezbednych do wytrenowania sieci,
wpltywa tym samym na zmniejszenie stopnia skomplikowania modelu. Natomiast
mniejszy stopien skomplikowania modelu bezposrednio wpltywa na zmniejszenie
zapotrzebowania na moc obliczeniowa oraz na skrocenie czasu niezbednego do
wytrenowania sieci. Krotszy czas treningu 1 mniejsze zapotrzebowanie na moc
obliczeniowa ma bezposrednie przelozenie na aspekt ekonomiczny uczenia sztucznych
sieci neuronowych. Ponadto zastosowanie w modelu warstw taczacych, w niektorych
przypadkach, tj. np. przy zastosowaniu zbyt ztozonego modelu sieci neuronowej do
rozwigzania danego problemu, moze przelozy¢ si¢ na zmniejszenie szansy na
pojawienie si¢ zjawiska zwanego w sieciach neuronowych przeuczeniem (ang.
overfitting). Zjawisko przeuczenia polega na zbytnim dopasowaniu modelu do zbioru
uczacego, przez co sie¢ efektywnie klasyfikuje przyktady, ktore byly wykorzystywane
W procesie uczenia sieci. Natomiast traci ona zdolno$¢ do generalizacji, co przektada si¢
na gorsze wyniki klasyfikacji podczas prezentacji danych, ktére nie byty
wykorzystywane w procesie uczenia. Idea taczenia polega na mapowaniu pewnego
zbioru danych wejsciowych zapisanych np. w macierzy 2x2, do jednej wartosci. Do
dwoch najczesciej wykorzystywanych operacji taczenia zalicza sie:

e max (maximum) — metoda max polega na wytypowaniu maksymalnej
wartos$ci ze zbioru danych wejsciowych, a nast¢gpnie na przeniesieniu tej
warto$ci do nastepnej warstwy sieci;

e avg (avarage) — metoda avg polega na usrednieniu wartosci ze zbioru
danych wejsciowych, a nastgpnie na przepisaniu usrednionej wartosci do
nastepnej warstwy sieci.

Graficzng reprezentacj¢ warstwy taczacej max przedstawia rysunek 4.14.
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Rys. 4.14. Reprezentacji idei operacji max w warstwie laczacej

Rysunek 4.14 przedstawia operacje taczenia max. WartoSci przedstawione
w macierzy po lewej stronie rysunku sg warto$ciami wejsciowymi warstwy laczacej,
natomiast macierz po prawej stronie jest macierzg wynikowa. W powyzszym
przyktadzie rozmiar okna oraz krok warstwy taczacej wynosi 2x2. Przesuwanie okna
laczacego w operacji taczenia wykonywane jest od lewej do prawej a nastepnie od gory
do dotu. W pierwszym kroku operacji laczenia (oznaczonym kolorem zo6ttym),
z warstwy wejsciowe] przenoszona jest warto$¢ maksymalna, czyli w tym przypadku
sze$¢. Kolejny krok zmienia obszar poszukiwania (oznaczony kolorem niebieskim),
w ktorym maksymalna warto$¢ to osiem 1 to ona jest przenoszona do macierzy
wynikowej. Nastepne kroki sa wykonywane analogicznie.

Jak wspomniano wczesniej, czgstym problemem wystepujacym podczas uczenia
glebokich sieci neuronowych jest problem z przeuczaniem. Wspomniano rowniez, ze
w niektorych przypadkach warstwy 1laczace moga pozytywnie wplynaé na sie¢
niwelujagc w pewnym stopniu problem przeuczenia. Niemniej zastosowanie warstw
faczacych moze by¢ niewystarczajace aby unikna¢ przeuczenia sieci. Aby poprawic
jako$¢ klasyfikacji modelu mozna zastosowaé warstwy porzucajace. Przeciwdziatanie
przeuczeniu sieci w przypadku warstw porzucajacych polega na losowym wygaszaniu
(wylaczaniu) niektoérych potaczen pomiedzy kolejnymi warstwami sieci. Losowe
wygaszanie polaczen pomigdzy warstwami sieci sprawia, ze podczas procesu uczenia
struktura sieci ulega ciaglej zmianie. Takie zmiany struktury sieci sprawiaja, ze sie¢ nie
dopasuje si¢ w prosty sposob do danych uczacych, co moze przetozy¢ si¢ na poprawe
wynikow uczenia sieci. Oprocz warstw porzucajacych stosuje si¢ rOwniez inne metody

do ograniczania zjawiska przeuczenia. Do popularniejszych metod mozna zaliczy¢:
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e zwickszenie liczby danych uczacych,

e regularyzacje wag (ang. Weight regularization) — metoda ta polega na
modyfikacji funkcji kosztu w taki sposob aby funkcja ta uwzgledniata
warto$ci wag modelu. Funkcja kosztu przyjmuje wtedy taka postac, dzigki
ktorej algorytm uczenia unika przypisywania duzych warto$ci pojedynczych
wag w polaczeniach miedzy warstwami, co moze przetozy¢ si¢ na poprawe
generalizacji modelu,

e metode wczesnego zakonczenia (ang. Early stopping) — metoda wczesnego
zakonczenia polega na przerwaniu procesu uczenia sieci na epoce, w ktorej
wartos$¢ funkcji straty nie maleje,

e normalizacj¢ wsadowa (ang. Batch normalization) — metoda ta polega na
standaryzacji danych wej$ciowych do danej warstwy w sieci w oparciu
o0 przyjete zatozenia.

W strukturach ConvNet, w celu dopasowania wektora danych wejsciowych do
potrzeb warstw w pelni polaczonych, wykorzystuje si¢ warstwy splaszczajace.
W warstwach konwolucyjnych, w zaleznosci od liczby jader konwolucyjnych, dane
moga by¢ przechowywane w postaci trojwymiarowego tensora. Natomiast w celu
przeprowadzenia procesu klasyfikacji w sieci CNN wykorzystywane sa warstwy
w pelni potaczone. Dane wejsciowe do warstw w petni potagczonych prezentowane sa
w postaci wektora. Dlatego tez, zadaniem warstwy splaszczajacej jest przeksztalcenie
tensora reprezentujagcego dane wyjSciowe warstwy np. konwolucyjnej, do postaci
wektora.

Obecnie jednym z bardziej rozpowszechnionych i1 najczesciej stosowanych typow
glebokich sieci neuronowych w zagadnieniach diagnostyki silnikow elektrycznych sg
konwolucyjne sieci neuronowe [171, 172]. Powodami popularno$ci sieci CNN
w zagadnieniach diagnostyki silnikoéw elektrycznych jest wszechstronno$¢ ich
zastosowania, wsparcie w implementacji dzigki gotowym bibliotekom czy modutom,
oraz wydajno$¢ obliczeniowa zwigzana migdzy innymi z mozliwoscig wykorzystania
nowoczesnych uktadéw graficznych, co pozwala na wydajne trenowanie modeli
sktadajacych si¢ z wielu warstw na duzych zbiorach danych uczacych. Przedstawiony
powyzej fakty oraz wysoka skuteczno§¢ CNN w zagadnieniach klasyfikacji sprawia, ze

ten typ sieci z powodzeniem stosowany jest do klasyfikacji uszkodzen silnikoéw
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elektrycznych. Obszary zastosowan sieci CNN w diagnostyce silnikoéw obejmuja
mig¢dzy innymi:

e detekcje zwar¢ miedzyzwojowych [173, 174],

e diagnostyke na podstawie drgan [148, 175-177],

e diagnostyke na podstawie sygnatu akustycznego [178],

e diagnostyke na podstawie pradu silnika [179-181],

e diagnostyke na podstawie kilku roznych sygnatow diagnostycznych [182].

4.4 Metody oceny klasyfikatora

W celu oceny jakosci klasyfikacji uszkodzen silnikéw elektrycznych przez modele
sztucznych sieci neuronowych niezbedne jest okreslenie regut umozliwiajacych ich
poréwnanie. W praktyce do oceny jakos$ci klasyfikatora wykorzystuje si¢ okreslone
metryki. Powszechnie stosowang metryka do oceny jako$ci klasyfikatoréw jest
doktadnos$¢ (ang. Accuracy, ACC). Metryka doktadnosci przedstawiona jest jako
stosunek poprawnie sklasyfikowanych elementdow do wszystkich elementow zbioru.
Nalezy ona do grupy miar zbalansowanych, tzn. w pewnym stopniu opisuje wyniki
catosciowo, przez co moze by¢ stosowana jako samodzielna metryka, to znaczy, ze do
oceny klasyfikatora w tym przypadku nie jest wymagana znajomos$¢ dodatkowych
informacji np. innych metryk. Niestety, w wielu przypadkach, w ktérych rozktad
elementow w poszczegdlnych klasach jest nier6wnomierny, miara ta jest
niewystarczajaca, a zastosowanie jej prowadzi do btednych wnioskow. Dlatego tez,
podczas oceny jakosci klasyfikatora wazne jest aby postugiwaé sie¢ wickszg liczba
metryk. Oprocz dokladnosci powszechnie stosowane s3 inne metryki tatwe
w interpretacji, takie jak np.:

e precyzja (ang. Precision),
o precyzja pozytywna (ang. Positive Predictive Value, PPV),
o precyzja negatywna (ang. Negative Predictive Value, NPV),
e czuto$¢ (ang. Sensitivity, True Positive Rate, Hit Rate, Recall, TPR),
e specyficzno$¢ (ang. Specificity, True Negative Rate, SPC, TNR).
W celu wyznaczenia wspomnianych metryk niezbedne jest wprowadzenie

dodatkowych poje¢ okreslajacych wyniki: prawdziwie pozytywne, falszywie
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pozytywne, fatlszywie negatywne i prawdziwie negatywne. Wprowadzenie powyzszych

poje¢ dla dwoch klas w postaci macierzy pomytek przedstawiono w tabeli 4.1.

Tabela 4.1. Macierz pomylek dla klasyfikatora binarnego

Prawdziwe Fatszywe

pozytywne pozytywne
Fatszywe Prawdziwe

negatywne negatywne

Jak wynika z tabeli 4.1, w przypadku dwdch klas, podczas klasyfikacji mozliwe jest
otrzymanie nastepujacych wynikow:

e prawdziwe pozytywne (ang. True Positive, TP) - wariant, w ktérym element
pierwszej klasy zostat zaklasyfikowany prawidtowo jako element nalezacy
do pierwszej klasy,

e falszywe negatywne (ang. False Negative, FN) - wariant, w ktorym element
pierwszej klasy zostat zaklasyfikowany niepoprawnie jako element nalezacy
do klasy drugiej,

e falszywe pozytywne (ang. False Positive, FP) - wariant, w ktorym element
klasy drugiej rozpoznano niepoprawnie jako element nalezacy do klasy
pierwszej,

e prawdziwe negatywne (ang. True Negative, TN) - wariant, w ktorym

element klasy drugiej rozpoznano poprawnie jako element nalezacy do

klasy drugie;j.
Wykorzystujac wartosci z macierzy pomytek, wspomniane metryki mozna zapisac
nastepujaco:
ACC = il 4.37
~ TP+TN+FP+FN’ (4.37)
ppv = —° 4.38
- TP+FP’ (4.38)
NPV = dd 4.39
~ TN+FN’ (4.39)
TPR= —F 4.40
~ TP+FN’ (4.40)
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SPC = N 4.41
~ FP+TN" (441)

Powyzsze metryki, z wyjatkiem dokladnosci, nalezag do grupy metryk
sparowanych. Oznacza to, ze w celu oceny jako$ci klasyfikatora pod uwage powinna
by¢ brana wigcej niz jedna metryka. Powyzszy przyklad, dla zwigkszenia czytelnosci,
odnosit si¢ do klasyfikatora binarnego ale wspomniane metryki mozna z powodzeniem
stosowac do klasyfikacji wieloklasowe;.

Proste metryki takie jak doktadno$¢, precyzja, czuto$¢ i1 specyficzno$¢ sa
dobrym narzedziem do oceny prostych klasyfikatoréw, np. takich, ktére posiadaja
nieskomplikowang strukturg, lub ktorych zadaniem jest klasyfikacja danych
wejsciowych do niewielkiej liczby klas. Ale w wielu przypadkach, np. przy
porownywaniu do siebie dwoch klasyfikatoréw, metryki te moga okazac¢ sig
niewystarczajace, a interpretacja wszystkich metryk jednocze$nie bywa ktopotliwa.
Dlatego tez, poza metrykami prostymi w ocenie klasyfikatorow wykorzystuje si¢
rowniez metryki bardziej ztozone. Popularng metryka zlozona, wykorzystywang
w zagadnieniach klasyfikacji, jest miara F1 (ang. F/-Score). Miara F1 pozwala na
ocen¢ jakosci klasyfikacji na podstawie dwoch wspomnianych metryk prostych,
tj. precyzji pozytywnej i czutosci. Idea miary F1 polega na usrednieniu metryki precyzji
pozytywnej i czulo$ci. Z uwagi na niewystraczajacg doktadno$¢ sredniej arytmetyczne;,
w przypadku miary F1 zdecydowano si¢ na zastosowanie S$redniej harmonicznej.
Przyktadowe wykresy $redniej arytmetycznej i Sredniej harmonicznej przestawiono na
rysunku 4.15.

a) b)
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Rys. 4.15. Graficzna interpretacja $redniej (a) arytmetycznej b) harmoniczne;j
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Jak mozna zauwazy¢ na rysunku 4.15, =zaleta $redniej harmonicznej
w odniesieniu do $redniej arytmetycznej jest przyjmowanie przez $rednig harmoniczng
mniejszych wartosci w przypadku, gdy jedna z dwoch metryk jest wyraznie mniejsza od
drugiej. Dlatego tez zastosowanie zmiennej harmonicznej pozwala na tatwiejszg

interpretacje wynikow klasyfikacji. Wzo6r na miar¢ F1 mozna przedstawi¢ jako:

F1—< 2 )_ZPPV-TPR 42
~ \PPV-1+ TPR-1) " PPV +TPR’ (4-42)
lub w przypadku bardziej ogdlnym:
, PPV = TPR
Fg=(1+ B?)- (4.43)

(B2« PPV) + TPR

Miara Fp (ang. Fg—Score), dzigki wprowadzeniu wspotczynnika 8, pozwala na
okreslenie z jaka wagg traktowana jest precyzja pozytywna lub czulo$¢ podczas
obliczania metryki. Zatem podczas obliczania miary Fg mozna zdecydowa¢, ktora
z metryk, precyzja pozytywna czy czulo$¢, ma wicksze znaczenie dla danego
klasyfikatora. Przestawione wyzej rozwazania dotyczyly obliczania metryki F dla
pojedynczej klasy, ale podobnie jak w przypadku metryk prostych, miar¢ F1 mozna
rozszerzy¢ dla klasyfikatorow wieloklasowych poprzez obliczanie metryki F1 dla
kazdej klasy osobno. W wyniku obliczenia metryk F1 dla wielu klas otrzymane zostanie
kilka metryk. Ponownie, aby utatwi¢ interpretacje wynikéw zdefiniowano metryke

Macro Average F1(F1). Metryka Macro Average F1 opisana jest wzorem:

_ F1,+Fl,+ Fly + -+ F1,
n

=
[y

, (4.44)

lub w przypadku ogélnym:

n .

(4.45)

=

Miara Weighted Average F (FB) rézni sie od Macro Average F1 (F1) tym, ze
dodatkowo brany jest pod uwage rozmiar zbioru danej klasy. Dlatego tez, w przypadku
nierdwnomiernych zbioréw danych uczacych, lepszym rozwigzaniem moze okazac si¢

zastosowanie miary (F).
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Kolejnym sposobem oceny jakos$ci klasyfikatora sa krzywe ROC (ang. Receiver

Operating Characteristic, ROC). Krzywe ROC shuzg do graficznej reprezentacji jakos$ci

klasyfikacji i pierwotnie uzywane byly w problemach klasyfikacji binarnej, np. podczas

poréwnywania dwéch  klasyfikatorow. Do wykreslenia  krzywych ~ ROC

wykorzystywane sg dwie wspomniane metryki proste tj. czuto§¢ oraz specyficznos¢.

Z pojeciem krzywych ROC zwigzane sa dwa dodatkowe pojgcia takie jak:

punkt odcigcia (ang. Cut-off, threshold) - w krzywych ROC odnosi si¢ do
wartosci granicznej, powyzej ktérej obserwacje sa przypisywane do jednej
klasy, a ponizej do drugiej klasy. Dobor odpowiedniego punktu odcigcia
zalezy od kontekstu problemu i priorytetow. Czgsto stosuje si¢ rozne
metody optymalizacji punktu odcigcia w zalezno$ci od potrzeb, na przyktad
maksymalizujac czutos$¢ lub specyficznos$¢, minimalizujac btad klasyfikacji
lub optymalizujagc inne metryki zwigzane z klasyfikacjg. Krzywe ROC

wyznacza si¢ dla roznych warto$ci punktu odcigcia;

obszar pod krzywa (ang. Area under curve, AUC) - to miara uzywana
w analizie krzywych ROC. Oznacza ona obszar pod krzywa ROC. Miara
AUC okresla zdolnos¢ klasyfikatora do rozrozniania danych wejsciowych
miedzy dwiema klasami (np. pozytywna i negatywng) przez obliczenie
obszaru pod krzywa ROC. Im wigkszy obszar pod krzywa, tym lepsza
skuteczno$¢ klasyfikacji. Idealny klasyfikator miatby AUC = 1,0, co
oznaczatoby, ze jest w stanie idealnie rozrdéznia¢ obserwacje z réznych klas.

Dla klasyfikatora losowego AUC = 0,5.

Rozszerzenie koncepcji krzywych ROC do oceny klasyfikatorow wieloklasowych

polega na zastosowaniu strategii ,,jeden kontra wszyscy” (ang. one vs all). Oznacza to,

ze wyznacza si¢ metryke dla kazdej z klas osobno traktujac wszystkie inne klasy jako

odpowiedz niepoprawng. Przyktadowe krzywe ROC przedstawia rysunek 4.16.
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Rys. 4.16. Krzywe ROC w klasyfikacji wieloklasowe;j

W rozdziale czwartym przedstawione zostaly metody uczenia maszynowego
wykorzystywane w diagnostyce silnikow indukcyjnych. Przedstawiony zostat podziat
metod uczenia maszynowego. Opisane zostaly zagadnienia zwigzane z metodologia
uczenia zaréwno klasycznych modeli sztucznych sieci neuronowych jak rowniez modeli
glebokich a takze zaprezentowane zostaty metody oceny klasyfikatorow.

Przedstawione we wczesniejszych rozdzialach zagadnienia wykorzystane zostaty
do opracowania metody diagnostycznej uzwojenia stojana silnika indukcyjnego.
W kolejnym rozdziale przedstawiona zostanie diagnostyka uzwojenia stojana silnika
indukcyjnego z wykorzystaniem polowego modelu zjawisk elektromagnetycznych oraz

glebokiej sieci neuronowe;.
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5 Glebokie sieci neuronowe w diagnostyce uzwojenia stojana silnika
indukcyjnego

5.1 Wprowadzenie

W rozdziale 5 przedstawiono wyniki obliczen symulacyjnych oraz rezultaty badan
eksperymentalnych nad zastosowaniem polowo-obwodowego modelu zjawisk
elektromagnetycznych oraz konwolucyjnych sieci neuronowych w diagnostyce obwodu
stojana trojfazowego silnika indukcyjnego. W badaniach rozpatrywano silnik 3SIE
100L-4B firmy Celma Indukta. Dane znamionowe silnika zestawiono w tabeli 5.1.
Celem badan bylo opracowanie metody diagnostycznej wykorzystujacej polowo-
obwodowy model trojfazowego silnika indukcyjnego do utworzenia baz danych dla
glebokich sieci neuronowych oraz opracowanie i ocena jako$ci klasyfikacji modeli
konwolucyjnych sieci neuronowych w zagadnieniu detekcji 1 klasyfikacji zwaré
miedzyzwojowych uzwojenia stojana trdjfazowych silnikéw indukcyjnych. Badania
prowadzone w ramach niniejszej rozprawy zostaly podzielone na kilka kluczowych
etapow. Pierwszy etap obejmowat opracowanie polowego modelu tréjfazowego silnika
indukcyjnego. Drugi etap dotyczyt weryfikacji i optymalizacji opracowanego modelu
z wykorzystaniem wynikow z badan eksperymentalnych. Dodatkowo, na podstawie
wynikéw uzyskanych w trakcie badan eksperymentalnych utworzono testowg baze
danych dla modeli sieci konwolucyjnych. Trzeci etap skupiatl si¢ na obliczeniach
symulacyjnych z wykorzystaniem polowo-obwodowego modelu trojfazowego silnika
indukcyjnego. Wyniki obliczen symulacyjnych umozliwily utworzenie treningowych
oraz walidacyjnych baz danych dla modeli konwolucyjnych sieci neuronowych.
Czwartym etapem bylo opracowanie, trenowanie 1 strojenie modelu konwolucyjne;j sieci
neuronowej oraz prezentacja wynikow klasyfikacji zwar¢ miedzyzwojowych silnika
indukcyjnego. W  dalszych podrozdzialach szczegétowo omowiono etapy
realizowanych badan.

Jak wspomniano, jednym z wielu krokow w badaniach nad zastosowaniem
glebokiej sieci neuronowej w diagnostyce uzwojenia stojana silnika indukcyjnego jest
zbudowanie zbioru uczacego. W tym celu przeprowadzono obliczenia symulacyjne

silnika indukcyjnego z uwzglednieniem jego uszkodzen.
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Na potrzeby obliczen symulacyjnych opracowano polowo-obwodowy model
silnika indukcyjnego typu 3SIE 100L-4B. Model numeryczny silnika opracowano
w profesjonalnym oprogramowaniu ANSYS Electronics Desktop 2021 R1.

Tabela 5.1. Parametry znamionowe silnika

Parametr Wartosé Parametr Wartos¢
Moc znamionowa 3 kW Znamionowy wspolczynnik mocy 0.79
Napigcie znamionowe 400 V Znamionowy moment obrotowy 19.56 Nm
Prad znamionowy 63 A Liczba biegunow 4
Predko$¢ znamionowa 1465 rpm Srednica zewnetrzna stojana 168 mm
Liczba faz 3 Srednica wewnetrzna stojana 108 mm
Liczba Zlobkoéw stojana 36 Srednica zewnetrzna wirnika 107.5 mm
Liczba ztobkoéw wirnika 28 Srednica wewnetrzna wirnika 35 mm
Sprawno$¢ znamionowa 87.7 % Gatunek blachy stojana M470-50A
Czestotliwo$¢ znamionowa 50 Hz Gatunek blachy wirnika M470-50A
Rezyst.anga fa;owa 146 O
uzwojenia stojana

5.2 Modelowanie uzwojenia stojana silnika bez uwzglednienia zwaré
mie¢dzyzwojowych — wyznaczanie sygnalu diagnostycznego
W literaturze schemat uzwojenia stojana przedstawiany jest w  sposob
zaprezentowany na rysunku 5.1, natomiast w programie ANSYS Electronics Desktop
2021 R1 uzwojenie fazy A stojana silnika 3SIE100L4B przedstawia si¢ jak pokazano na
rysunku 5.2
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Uzwojenie stojana
Faza A

b Y YYYYY Y \_
Faza B

&  YYYYYYY

Faza C
S FYYYYYYY\L

Rys. 5.1. Uzwojenie stojana silnika tréjfazowego

LPhase A

e 0001,

LA RA

Rys. 5.2. Prezentacja uzwojenia fazowego stojana przyjeta
w ANSYS Electronics Desktop 2021 R1

Jak mozna zauwazy¢, w zastosowanym programie do modelowania jednej fazy
maszyny (rysunek 5.2), wykorzystywane sg trzy elementy opisane jako LA, RA oraz
LPhase A, gdzie A oznacza faz¢ A uzwojenia stojana silnika elektrycznego, przy czym:

e LA — reprezentuje cewke idealng, to znaczy, ze nie wprowadza ona
dodatkowej rezystancji i pojemnosci do obwodu fazy A uzwojenia stojana.

e RA - reprezentuje rezystor idealny, to znaczy, ze nie wprowadza
dodatkowej indukcyjnosci i pojemnosci do obwodu.

e LPhaseA - reprezentuje uzwojenie, nie wprowadza dodatkowe;j
rezystancji, indukcyjnosci i pojemnosci do obwodu fazy A.

Stosujagc oznaczenia przedstawione na rysunku 5.2 1 rozszerzajac przyjeta
koncepcje do uzwojen silnikow trdjfazowych oraz troéjfazowego zrodta zasilania, obwod

uzwojenia stojana mozna przedstawi¢ jak na rysunku 5.3.
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Rys. 5.3. Obwod uzwojenia stojana silnika tréjfazowego

Na przedstawionym powyzej schemacie, oprocz analogicznych do rysunku 5.2
elementow dla fazy B i1 C, do obwodu wprowadzono dodatkowe elementy takie jak
LabellD = VA 50 Hz, LabellD = VB 50 Hz, LabellD = VC 50 Hz. Dodanie do
schematu elektrycznego uzwojenia stojana wymienionych wyzej parametrow
umozliwito zamodelowano sinusoidalnego zrédta napigcia, ktore dla fazy A, opisanego

nastepujaca zaleznoscia:
V(t) = Vo + Ve Pf&-Td sin[2nVFreq(t — T,) — Phase], (5.1)

gdzie: V; to sktadowa stata, V, to amplituda sygnatu w fazie A, VFreq to czgstotliwos¢
sygnatu, T; to opoOznienie, Phase to przesuni¢cie fazowe, a Df to wspdlczynnik
thumienia. Dodatkowo element ten posiada etykiete ,,LabellD” okre$lajaca jego nazwe.
Cigg znakéw utworzony zostal na podstawie wartosci czestotliwosci napigcia,
w przypadku fazy A okres$lony jak ,,VA 50 Hz”. Analogicznie nazwa zrodta dla fazy B
to,,VB 50 Hz”, a dla fazy C,,VC 50 Hz".
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Oprocz samych zrédet napigciowych do schematu na rysunku 5.3 dodano takie
elementy takie jak: LabellD = IVa, LabellD = IVb, LabellD = IVb oraz LabelID=VIA,
LabellID=VIB, LabellD=VIC.

Element o etykiecie LabellD = IVa oznacza woltomierz, ktory traktowany jest jako
element idealny. Zastosowanie tego elementu umozliwia rejestracje przebiegu napigcia
fazowego w celu pdzniejszej analizy. Parametrem opisujacym ten element jest jego
nazwa ,,IVa” dla fazy A. Analogicznie dla fazy B jest to ,,IVb” oraz dla fazy C ,,IVc”.
Natomiast element LabellD=VIA oznacza amperomierz, ktory traktowany jest jako
element idealny. Zastosowanie tego elementu umozliwia rejestracje przebiegu pradu
fazowego do pdzniejszej analizy. Parametrem opisujagcym ten element jest jego nazwa
,»VIA” dla fazy A. Analogicznie dla fazy B jest to ,,VIB” oraz dla fazy C ,,VIC”.

Dla doktadniejszego odwzorowania rzeczywistych przebiegdéw napi¢¢ fazowych
stojana silnika elektrycznego, w modelach uwzgledniono znieksztalcenie napigé
zasilajacych uktadu zasilania. Znieksztatcenie napigcia zasilania zamodelowano poprzez
potaczenie szeregowe zrodet napigciowych roznych czgstotliwosciach. W opracowanym
modelu, oprocz czgstotliwosci podstawowej, wzieto pod uwage 4 dodatkowe
czestotliwosci majace najwigkszy wplyw na ksztalt napigcia zasilania. Warto$ci
czestotliwos$ci wyznaczono na podstawie analizy czgstotliwo$ciowej napigcia zasilania
wykorzystywanego podczas pomiardw laboratoryjnych. Czgstotliwosci, ktore
uwzgledniono w modelu symulacyjnym w obwodzie zasilania wynosza odpowiednio 50
Hz (czgstotliwo$¢ podstawowa), 250 Hz, 350 Hz, 450 Hz oraz 850 Hz. Na rysunku 5.4
zilustrowano obwod uzwojenia stojana silnika z uwzglednieniem odksztalcenia napigcia

zasilania.
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Rys. 5.4. Obwdd uzwojenia stojana silnia trojfazowego z uwzglednieniem dodatkowych
czestotliwos$ci napigcia zasilajacego

W modelowanym silniku indukcyjnym, uzwojenie kazdej z faz sktada si¢ z szesciu
cewek polaczonych szeregowo. Liczba zwojow w kazdej cewce wynosi 30. Sposéb
rozmieszczenia cewek w stojanie rozpatrywanego silnika przedstawiono na rysunku 5.5,
gdzie kolorem czerwonym zaznaczono faze A, niebieskim faze B, natomiast fioletowym

faze C.
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Rys. 5.5. Schemat uzwojenia stojana silnika 3SIE100L4B

Zaprezentowany na rysunku 5.4 obwod stojana wykorzystano do utworzenia
dwuwymiarowych (2D) i trojwymiarowych (3D) polowych modeli silnika. Modele 2D
13D zostaly wykonane z wykorzystaniem oprogramowania odpowiednio Maxwell 2D
oraz Maxwell 3D, ktore s3 czeScia Ansys Electronics Desktop 2021 R1. Przekroj
poprzeczny opracowanego dwuwymiarowego modelu silnika indukcyjnego klatkowego
w srodowisku Maxwell pokazano na rysunku 5.6. Natomiast strukture trojwymiarowego

modelu silnika klatkowego pokazano na rysunku 5.7.
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Jarzmo stojana

Szczelina powietrzna

Uzwojenie stojana

Jarzmo wirnika

Uzwojenie wirnika

z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

Rys. 5.6. Geometria silnika w ujgciu dwuwymiarowym

Parametry siatki dyskretyzacyjnej modelu polowego 2D przestawia tabela 5.2.

Tabela 5.2. Parametry siatki dyskretyzacyjnej modelu 2D

.. . Odchylenie
Liczba Mlmma}l,l Maksym?!n Sredn’la'u Minimalne pole Maksymalne Srednie pole standardow
. a dlugosé a dlugosé dlugosé A pole A
Podobszar elementd . . . elementu[mm N elementu[mm e
krawedzi krawedzi krawedzi elementu[mm A
w [mm] 2] 2] (pole)[mm
[mm] [mm] [mm] 2] 2
Szczelina 0.001260
powietrzn 416 0,000125 0,0018434 ? 6 3,01E-08 1,23E-07 1,02E-07 2,88E-08
a
Wal 838 0,000654 0,0022838 0,001756 5,20E-07 1,44E-06 1,15E-06 3,15E-07
Region 0,001972
Zewnetrzn 1746 0,000100 0,0051500 ? 5 2,82E-08 2,58E-06 9,74E-07 7,64E-07
y
Stojan 2736 0,000539 0,0090951 0,00; 382 2,10E-07 2,44E-05 3,53E-06 5,55E-06
N 0,001380
Wirnik 7448 7,83E-05 0,0027110 3 5,15E-09 2,22E-06 7,67E-07 6,16E-07
Klatka 4592 783605 | 00027217 | 000118 6,84E-09 2,46E-06 5.23E-07 6.31E-07
wirnika 4
- 0,003514
Uzwojenie 378 0,001955 0,0053110 6 2,30E-06 5,71E-06 4,27E-06 1,38E-06
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Jarzmo stojana
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Uzwojenie fazy C
(kolor niebieski)

Uzwojenie fazy B
(kolor zielony)

Uzwojenie fazy A
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Rys. 5.7. Geometria silnika w ujeciu trojwymiarowym

Parametry siatki dyskretyzacyjnej modelu polowego 3D przestawia tabela 5.3.

Tabela 5.3. Parametry siatki dyskretyzacyjnej dla modelu 3D

- & . Odchylenie
Liczba M:l}lmaln Mai(lsym?!n §:’edn3? Minimalne pole Maksymalne Srednie pole standardow
| adig a dlug g . pole .
Podobszar elementé . . elementu[mm N elementu[mm e
krawedzi krawedzi krawedz elementu[mm A
w [mm] . 2] 2] (pole)[mm
[mm] [mm] i [mm] 2] 2
Szezelina 13410 0,3838 42,2003 17,8249 0,0002 9,7003 0,5691 0,6972
powietrzna
Wat 13562 2,6345 27,9540 18,7951 0,0000 288,5900 11,8637 24,7368
Region
Zewnetrzn 15697 0,4762 41,4618 16,6480 0,0000 3134,4200 43,8008 117,7070
y
Region
Wewngetrzn 30625 0,5659 73,5000 23,6786 0,0004 4452,6400 45,2581 200,7260
Yy
Stojan 6317 1,7702 73,7430 35,8560 0,0314 2791,0500 111,6940 241,7100
‘Wirnik 88823 0,0261 38,2839 19,1568 0,0000 338,3330 4,7784 19,0395
K.lat‘ka 96439 0,3108 49,4633 18,2622 0,0000 659,1250 2,6285 13,1706
wirnika
Uzwojenie 5747 3,9989 40,2553 14,5194 0,0644 115,1302 15,6882 19,3103
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5.3 Modelowanie silnika z uwzglednieniem zwar¢ miedzyzwojowych
w obwodzie stojana — wyznaczanie sygnalu diagnostycznego
Opracowany w srodowisku Maxwell RMxpert model obwodowy silnika zostat
zaimplementowany do zbudowania modelu polowo-obwodowego uwzgledniajacego
zwarcia migdzyzwojowe w uzwojeniu stojana. Schemat obwadd stojana uwzgledniajacy
zwarcia miedzyzwojowe w trzech fazach maszyny przedstawia rysunek 5.8.
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fault

LabellD = VIC Labellp= shorted

VIC_shorted

LabellD = VC

LabellD = VA e LabellD = VB
50 Hz 50 Hz 50 Hz

LabellD = VA LabellD = VB LabellD = VC
otz M) gsom: () ssoms
LabellD = VA LabellD = VB LabellD = VC
450 Hz 450 Hz 450 Hz
LabellD = VA @ LabellD = VB LabellD = VC
350 Hz 350 Hz 350 Hz
LabellD = VA LabellD = VB LabellD = VC
250 Hz 250 Hz 250 Hz

Rys. 5.8. Obwod uzwojenia stojana uwzgledniajacy zwarcia migdzyzwojowe uzwojenia stojana

W celu odwzorowania zwar¢ mig¢dzyzwojowych uzwojenie stojana zostalo
podzielone na dwie czgsci: reprezentujace niezwarte zwoje oraz zwarte zwoje cewki
stojana. I tak dla fazy 4 obwdd opisany jako LPhase A (tj. obszar oznaczony kolorem
fioletowym na rysunku 5.8), odpowiada czg¢$ci niezwartych zwojow uzwojenia stojana
fazy A, LPhase A2 fault (tj. obszar oznaczony kolorem szarym na rysunku 5.8),

odpowiada niezwartej cz¢s$¢ uszkodzonej cewki fazy A oraz LPhase A2 shorted (4.
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obszar oznaczony kolorem czerwonym na rysunku 5.8) odnosi si¢ do zwartej cze$¢

uszkodzonej cewki fazy 4. Modelowanie zwar¢ zwojowych w fazach B oraz C zostaty

zrealizowane 1 opisane w taki samo sposob.

Przygotowanie mozliwie jak najwigkszej liczby wzorcow uczacych dla glebokiej

sztucznej sieci neuronowej wymaga wprowadzenia parametryzacji konfiguracji zwar¢

migdzyzwojowych w polowo-obwodowym modelu tréjfazowego silnika indukcyjnego.

Parametryzacja dotyczyla obwodu uzwojenia stojana maszyny. W tabeli

5.4

przedstawiono zmienne wykorzystane w parametryzacji:

Tabela 5.4. Zmienne wykorzystane do parametryzacji obwodu stojana silnika elektrycznego

Nazwa zmiennej

Opis

UAUB,UC

Amplituda napigcia zasilania o czgstotliwosci

podstawowej 50 Hz w fazie A,B i C

UA3,UB3UC3

Amplituda napigcia zasilania o czestotliwosci 250 Hz
w fazie A,BiC

UASUBS5UCS

Amplituda napigcia zasilania o czgstotliwosci 350 Hz
w fazie A,BiC

UA7UB7UC7

Amplituda napiecia zasilania o czgstotliwosci 450 Hz
w fazie A,BiC

UA9UBO9UCDY

Amplituda napigcia zasilania o czgstotliwosci 850 Hz
w fazie A,BiC

A deg, B deg, C deg

Kat przesunigcia fazowego napiecia zasilania fazy

ABiC
fA,fB,fC Czestotliwo$¢ podstawowa napigcia zasilania fazy
ABiC
fA3,f{B3,fC3 Czestotliwo$¢ 3. harmonicznej napigcia zasilania
fazy A, BiC
fAS5fBS5fCS Czgstotliwo$¢ 5. harmonicznej napigcia zasilania
fazy A,BiC
fA7,f{B7,£{C7 Czgstotliwo$¢ 7. harmonicznej napigcia zasilania
fazy A,BiC
fA9,fB9fC9 Czestotliwos¢ 9. harmonicznej napigcia zasilania
fazy A,BiC
R A,R B,R C Rezystancja znamionowa uzwojenia
fazy A, BiC
L ALLB,LC Indukcyjno$¢ znamionowa uzwojenia
fazy A,BiC
TL Moment obcigzenia
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N _coil_A, N coil B, N coil C

Liczba wszystkich cewek fazy A,B i C

N _f coil A,N f coil B,N f coil C

Liczba uszkodzonych cewek fazy A,B i C

N_h coil A,N h coil B,N h coil C

Liczba nieuszkodzonych cewek fazy A,B i C

k f coil A,k f coil B,k f coil C

N_f _coil x
N_coil_x
Wspotczynnik okreslajacy stosunek liczby cewek
uszkodzonych do wszystkich cewek, gdzie x oznacza

poszczegdlng faze

k h coil A,k h coil B,k h coil C

N_h_coil_x
“N_coil_x
Wspotczynnik okreslajacy stosunek liczby cewek
nieuszkodzonych do wszystkich cewek, gdzie x

oznacza poszczegolng faze

N_NA, N NB, N NC

Znamionowa liczba zwojow fazy 4, B i C

N_fA,N_fB,N_fC

Liczba zwartych zwojow fazy A, B i C

k fA, k B,k fC

N_fx
N_Nx
Wspotczynnik okreslajacy stosunek zwartych

zwojow do wszystkich zwojow, gdzie x oznacza

poszczegdlng faze

R_shortingA, R_shortingB,
R_shortingC

Rezystancja obwodu zwierajacego fazy A, B i C

Nalezy zaznaczyé, ze przygotowanie obiektu rzeczywistego do badan

eksperymentalnych w taki sposob

aby umozliwial on dokonywanie zwar¢

miedzyzwojowych spowodowato zmiang wartosci rezystancji i indukcyjnosci kazdej

fazy stojana. Zmiana ta zostala uwzgledniona w modelach. Wartosci tych parametrow

obliczono z wykorzystaniem nastepujacych zaleznos$ci:

faza A:

LPhaseA2_fault = L_A-k_f _coil A-k_f coil A-(1—=k_f)-(1—=k_f),

LPhaseA = L_A-k_h_coil_A-k_h_coil_A, (5.2)
RA = R_A-k_h_coil_A, (5.3)

(5.4)

RA2_fault = R_A-k_f_coil A-(1—-k_f), (5.5)
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LPhaseA2_shorted = L_A-k_f_coil A-k_f coil A-k_f-k_f, (5.6)

RA2 _shorted = R_A-k_f _coil A-(1—k_f). (5.7)

faza B:
LPhaseB = L B -k _h _coil B-k_h coil B, (5.8)
RB = R_B-k_h_coil B, (5.9)

LPhaseB2_fault = LB -k_f _coil B-k_f coil B-(1—k_f)-(1—-k_f), (5.10)

RB2 _fault = R.B-k_f _coil B-(1—-k_f), (5.11)
LPhaseB2_shorted = L_B-k_f _coil B-k_f_coil B-k_f -k_f, (5.12)
RB2_shorted = R_B-k_f_coil B-(1—k_f). (5.13)

faza C:
LPhaseC = L C -k_h_coil C - k_h_coil _C, (5.14)
RC = R_C-k_h_coil C, (5.15)

LPhaseC2_fault = L_C-k_f_coil C-k_f_coil C-(1—k_f)-(1—k_f), (5.16)
RC2_fault = R.C-k_f _coil C-(1 —-k_f), (5.17)
LPhaseC2_shorted = L_C -k_f _coil_ C -k_f _coil C -k_f - k_f, (5.18)

RC2_shorted = R_C -k_f_coil C-(1—k_f). (5.19)

Na rysunkach 5.9 oraz 5.10 przedstawiono obszary nieuszkodzonej oraz
uszkodzonej czg¢sci uzwojenia stojana zaimplementowane w opracowanym modelu
polowo-obwodowym silnika. Obszar reprezentujacy nieuszkodzong cze¢s¢ uzwojenia
stojana zaznaczono kolorem niebieskim, natomiast obszar reprezentujacy czesé
uszkodzong kolorem czerwonym.
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Nieuszkodzony
obszar
uszkodzonej cewki Szczelina powietrzna
VA IS TERS (VBT
(kolor niebieski)

Jarzmo stojana

Jarzmo wirnika

’QQDJPQO

2 | X,

Uszkodzony Nieuszkodzone e
obszar uzwojenie Uzwojenie wirnika
[ d ; -

uszkodzonej cewki stojana
uzwojenia stojana
(kolor czerwony)

Rys. 5.9. Modelowanie zwarcia migdzyzwojowego uzwojenia stojana
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Uszkodzony
Nieuszkodzony obszar
obszar uszkodzone) cewla
uszkodzone) cewki uzwojenia stojana Szczelina powietrzna
uZwojenia stojana (kolor czerwony)
(kolor mebiesk:)

Jarzmo wirnika

Jarzmo stojana

Nieuszkodzone
UZWojenie
stojana

Uzwojenie wirnika

Rys. 5.10. Modelowanie zwarcia mi¢dzyzwojowego uzwojenia stojana

W  kolejnym etapie badan opracowano trojwymiarowy model silnika
z uwzglednieniem zwar¢ w uzwojeniu stojana. Modelowanie w ujeciu 3D zrealizowano

w sposob podobny do modelowania w uktadzie dwuwymiarowym. Rysunek 5.11 oraz
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5.12 przedstawiaja odpowiednio fragment zwartej czg$ci uzwojenia stojana silnika

elektrycznego.

Uszkodzony
obszar uzwojenia )
stojana faza C Nieuszkodzony

(kolor niebieski) obszar uzwojenia
i : stojana faza B

Nieuszkodzony (kontur zielony)
obszar uzwojenia

stojana faza C
(kontur niebieski)

Uszkodzony
obszar uzwojenia
stojana faza B
(kolor zielony)

e Jarzmo stojana
PierScien zwierajacy

Nieuszkodzony Uszkodzony
obszar uzwojenia obszar uzwojenia
stojana faza A stojana faza A
(kontur czerwony) (kolor czerwony)

Rys. 5.11. Geometria 3D cewki — zwarcia migdzyzwojowe uzwojenia stojana
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Nieuszkodzony
USZdeZOI_lY . obszar uzwojenia
Nieuszkodzony obszar uzwojenia stojana faza B
obszar uzwojenia stojana faza B (kontur zielony)
stojana faza C (kolor zielony)

(kontur niebieski)

Uszkodzony
obszar uzwojenia
stojana faza A
(kolor czerwony)

Nieuszkodzony
obszar uzwojenia
stojana faza A
(kontur czerwony)

Uszkodzony
obszar uzwojenia
stojana faza C Watl
(kolor niebieski) b Jarzmo stojana

Pierscien zwierajacy

Rys. 5.12. Geometria modelu w ujeciu 3D — zwarcia migdzyzwojowe uzwojenia stojana

Ze wzgledu na wysoki poziom ztozonosci geometrii silnika w  ujeciu
trojwymiarowym, na rysunkach zbiorczych nie jest widoczne zwarcie migdzyzwojowe
cewki stojana. Dlatego, na rysunku 5.13 przedstawiono w powigkszeniu fragment
uzwojenia fazy A, w ktorym zilustrowano zamodelowane uzwojenie z uwzglednieniem

mi¢dzyzwojowego uzwojenia stojana silnika elektrycznego.
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Nieuszkodzony
obszar
uszkodzonej cewki
uzwojenia stojana
-Faza A

Uszkodzony
obszar

uszkodzonej cewki
uzwojenia stojana
—Faza A

Rys. 5.13. Geometria 3D — zwarcie migdzyzwojowe w obszarze cewki fazy A.

Opracowane 2D 1 3D polowo-obwodowe modele silnika indukcyjnego klatkowego
z uwzglednieniem zwar¢ w uzwojeniu stojana wykorzystano do wyznaczenia
przebiegéw pradéw fazowych, pradow w uszkodzonych cewkach uzwojenia, momentu
i predkosci obrotowej. Otrzymane przebiegi parametrow funkcjonalnych zostang
wykorzystane jako sygnaly diagnostyczne w kolejnym etapie badan jako dane

wejsciowe dla glebokiej sieci neuronowe;j.

5.4 Badania eksperymentalne

W celu potwierdzenia poprawnosci opracowanych polowo-obwodowych modeli
2D 1 3D trojfazowego silnika indukcyjnego klatkowego, pozwalajagcych modelowac
zwarcia mi¢dzyzwojowe, wyniki obliczen symulacyjnych poréwnano z rezultatami prac
laboratoryjnych. W celu weryfikacji wynikéw obliczen symulacyjnych, autor
zaprojektowat i zbudowal skomputeryzowane stanowisko laboratoryjne przedstawione
na rysunku 5.14. Stanowisko laboratoryjne sktada si¢ z badanego silnika 3SIE 100L-4B
firmy Celma Indukta, analogowo-cyfrowych kart pomiarowych firmy National
Instruments NI-9242, NI-9247, NI-9229, glowicy tensometrycznej do pomiaru
momentu 1 predkosci obrotowej MT100, aparatury kontrolnej sktadajacej sig

z laboratoryjnych analogowych miernikéw napigcia 1 pradu, rezystorow zwierajacych
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oraz obcigzenia. Szczegdly techniczne zastosowanych urzadzen pomiarowych opisano

w dalszej czesci pracy.

Rys. 5.14. Stanowisko pomiarowe

Badany silnik przezwojono w taki sposob, aby umozliwi¢ dokonywanie zwar¢
w warunkach laboratoryjnych. Zaczepy od uzwojenia stojana wyprowadzone na

tabliczke zaciskowg przedstawia rysunek 5.15.

Rys. 5.15 Badany trojfazowy silnik elektryczny
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Podczas przeprowadzonych badan pomiarowych wykonano szereg prob
pozwalajacych na wyznaczenie parametrow silnika. Byly to proby biegu jatowego,
obcigzenia oraz proby zwarcia pomiarowego. Wspomniane proby byty wykonywane dla
roznych konfiguracji zwartych zwojow w trzech fazach uzwojenia stojana trojfazowego
silnika indukcyjnego. Przyktadowe wyniki z badan eksperymentalnych dla konfiguracji
zwar¢: faza A 4 zwarte zwoje, faza B 1 zwarty zw¢j, faza C 3 zwarte zwoje

przedstawiono na rysunkach 5.16 oraz 5.17.

—— Prad faza A [A]
il l 191 Prad faza B [A]
4 1 I T I —— Prad faza C [A]

MY

Prad [A]
[=]

i T T T T T
0.0 0.2 0.4 0.6 0.8 1.0
Czas

Rys. 5.16. Przebieg pradow fazowych dla T =0

10.0 —— Prad faza A [A]
Prad faza B [A]
—— Prad faza C [A]

(Y

7.5

5.

o

2.

w

0.0

Prad [A]

w

=2,

—5.0 {4

-7.

w

-10.0

I T T T T T
0.0 0.2 0.4 0.6 0.8 1.0
Czas

Rys. 5.17 Przebieg pradow fazowych dla Tr = Ty
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Oprécz pomiarow dla proby biegu jalowego, proby obcigzenia i proby zwarcia

pomiarowego dokonano pomiarow

rezystancji

uzwojen zar6wno za pomoca

dedykowanych miernikow matej rezystancji TMS08A, jak rowniez w celach

weryfikacyjnych - metodg techniczng. Otrzymane wartos$ci przedstawia tabela 5.5.

Tabela 5.5. Warto$ci rezystancji uzwojenia stojana

Faza Rezystancja (miliomomierz) Rezystancja (metoda
[Q] techniczna) [Q]
A 1.523 1.523
B 1.523 1.523
C 1.523 1.523

Pomiary zrealizowano zaréwno w stanie pracy ustalonej jak rowniez podczas
rozruchu. Schemat pomiarowy zastosowany podczas badan przedstawiono na rysunku

5.18.

orLerli(;argw Uzwojenie stojana ﬂ
p y v Y Y O\
..O e m
O
(Y Y
[v—®— o
O,
(Y Y

Pomiar momentu
i predkosci

Pomiar
pradéow

—<|V|

Obiekt badany

Obciazenie

Rys. 5.18. Schemat uktadu pomiarowego

7Z uwagi na zastosowanie w ukladzie pomiarowym miernikow analogowych,
cyfrowych jak rowniez kart pomiarowych, w celu zwigkszenia czytelnosci na rysunku
5.18, miejsca potaczenia poszczegdlnych kanaléw pradowych i napieciowych kart
pomiarowych zostaly opisane zbiorczo jako symbol NI. Natomiast elementy uktadu
kontrolnego, w ktorego sklad wchodzily analogowe i cyfrowe amperomierze
1 woltomierze, oznaczono symbolami A i V. Opracowany uktad pomiarowy umozliwiat

rejestracj¢ napig¢ fazowych, pradow fazowych, pradow w obwodach zwierajacych, jak
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rowniez predkosci obrotowej 1 momentu na wale silnika. Do rejestracji przebiegow
napi¢¢, pradow, predkosci obrotowej i momentu obrotowego maszyny wykorzystano
nastepujace moduty DAQ (ang. Data Acquisition) firmy National Instruments:
e NI-9242 - pomiar napi¢¢ fazowych,
e NI-9247 - pomiar pradéw fazowych oraz pradow w obwodach
zwierajacych,
o NI-9229 - pomiar predkosci oraz momentu obrotowego.

Wyposazona w cztery wejscia analogowe karta NI-9242 umozliwia réwnoczesny
pomiar napi¢¢ zarowno fazowych, jak i przewodowych, odpowiednio do 250 V
w uktadzie L-N oraz do 400 V w uktadzie L-L, z rozdzielczo$cia 24 bitow. Karta
NI-9247 dzigki trzem kanalom umozliwia jednoczesny pomiar trzech wartosci
przebiegow pradu do 50 A, z rozdzielczoscig 24 bitdw. Natomiast zastosowana karta
NI-9229 rejestrowata przebieg predkosci 1 momentu obrotowego. Wszystkie
wykorzystane karty pomiarowe obstuguja maksymalng czgstotliwos¢ probkowania
50 kS/s. Do pomiaru predkosci oraz momentu zastosowana zostata gtowica pomiarowa
MT100, umieszczona na wale maszyny. Parametry znamionowe silnika, ktore zostaly

wykorzystane jako obcigzenie dla obiektu badanego, przedstawiono w tabeli 5.6.

Tabela 5.6 Parametry znamionowe obciazenia

Parametr Wartos¢
Moc znamionowa 15 kW
Napigcie znamionowe 400 V
Prad znamionowy 314 A
Predko$¢ znamionowa 980 rpm
Liczba faz 3
Liczba par biegunow 3
Czestotliwo$¢ znamionowa 50 Hz

Pomimo tego, ze predko$¢ znamionowa obcigzenia wynosi jedynie 980 rpm to
dzigki zastosowaniu przetwornika czestotliwosci predkos¢ obcigzenia zostata

dostosowana do predkosci badanego silnika.
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Na potrzeby prowadzonych badan eksperymentalnych zostalo opracowane
oprogramowanie w §rodowisku MATLAB. Oprogramowanie pozwala na automatyzacje
procesu rejestracji i archiwizacji danych pomiarowych. Ponadto, oprogramowanie
umozliwia miedzy innymi nawigzanie potgczenia (komunikacje) z systemem
pomiarowym, odczyt danych z poszczegdlnych kanaléw kart pomiarowych,
automatyczny zapis wynikow do plikbw na dysku komputera, jak roéwniez
przetwarzanie sygnatu, tj. skalowanie danych pomiarowych, obliczanie parametrow
sygnatu takich jak np. warto$¢ skuteczna, a takze przeprowadzenie analizy FFT oraz
jednoczesng wizualizacje¢ przebiegow w celach kontrolnych. Schemat blokowy,
prezentujacy algorytm dzialania opracowanego programu, przedstawiono na rysunku

5.19.
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k.

Rejestracja sygnatu:
» odczytanie danych z kart pomiarowych
» utworzenie pliku na dysku
» zapis danych do pliku na dysk

k.

Przetwarzanie sygnaltu:
¢ skalowanie danych pomiarowych
¢ obliczanie wartosci skutecznych
¢ analiza widmowa sygnatow
» wizualizacja sygnatow

Rejestracja kolejnego

Rys. 5.19. Algorytm programu do akwizycji danych

Otrzymane podczas badan eksperymentalnych wyniki pomiaréw wykorzystano

w realizacji nastepujacych etapach badan:
e weryfikacja modelu polowo-obwodowego,
e optymalizacja modelu,

e weryfikacja glebokiej sieci neuronowe;.
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5.5 Konwolucyjne sieci neuronowe w diagnostyce uzwojenia stojana silnika

indukcyjnego
5.5.1 Wprowadzenie

W ramach prowadzonych badan do klasyfikacji zwaré¢ miedzyzwojowych
uzwojenia stojana trojfazowego silnika indukcyjnego, opracowano modele
konwolucyjnych sieci neuronowych. Na podstawie wynikow obliczen symulacyjnych
oraz pomiarowych, opracowano zbior danych, w ktorym zawarto 1331 Kklas
odpowiadajacych stopniu uszkodzenia uzwojenia stojana silnika indukcyjnego. Liczba
klas wynika z kombinacji pomig¢dzy liczbg zwartych zwojow w trzech fazach maszyny.
Na potrzeby prowadzonych badan, przygotowano wyniki, ktére obejmowatly
konfiguracje zwar¢ migdzyzwojowych od 0 do 10 zwartych zwojow w kazdej z trzech
faz badanej maszyny. Wyniki badah zaprezentowano w kolejnych podrozdziatach.
Podczas prowadzonych badan, okreslono wpltyw struktury konwolucyjnej sieci
neuronowej na jako$¢ klasyfikacji zwar¢ miedzyzwojowych silnika indukcyjnego.
Opisano procedur¢ trenowania modeli giebokiej sieci neuronowej. Ponadto
przeanalizowano wplyw typu sygnalu diagnostycznego na wyniki klasyfikacji.
Dodatkowo, poréwnano metody strojenia hiperparametrow konwolucyjnej sieci
neuronowej oraz przedstawiono ich wpltyw na wyniki klasyfikacji zwar¢
miedzyzwojowych. Do utworzenia modeli konwolucyjnej sieci neuronowej wraz
z wizualizacja wynikow 1 struktury sieci, a takze do strojenia hiperparametrow modelu,
przygotowano oprogramowanie wlasne. Oprogramowanie wraz z interfejsem
uzytkownika zostalo napisane w jezyku Python z wykorzystaniem, migdzy innymi,
bibliotek TensorFlow, TensorBoard oraz Keras. Na rysunku. 5.20 przedstawiono

interface graficzny opracowanego oprogramowania.
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e et e

B python = x

Ustawienia parametrow sieci:

Optymalizatory
Liczba epok: 300
Wspétczynnik uczenia: 0.0001 adam

B rmsproy
Wspofczynnik porzucenia: 0.3 a HRE

() sod
Liczha kerneli 1: 512
Liczba kerneli 2: 512

Rozpocznij uczenie CNN
Liczha neurondw w dense: 2048 = 4
Wezytaj model z pliku

Sciezka z danymi; F:YJczenie CHN\Zdjeda’TL=0.0\PG
Sciezka do zapisu modelu: F:\MODELE GUI ZDJECIAY\
Sciezka do zapisu logow: F:\LOGI GUI ZDIECIA|
Rozpoczynam uczenie modelu:

Wersja Tensorflow: 2,10.1

Rys. 5.20. Interface uzytkownika oprogramowania wtasnego

Opracowane oprogramowanie umozliwia wybdr wartosci hiperparametrow, wybor
Sciezki danych do wezytania, wy$wietlanie informacji o wynikach treningu ale rowniez

wczytanie modelu z pliku zewnetrznego.

5.5.2 Bazowa struktura konwolucyjnej sieci neuronowej do klasyfikacji zwar¢
mie¢dzyzwojowych uzwojenia stojana silnika indukcyjnego

W pierwszym kroku projektowania struktury sieci konwolucyjnej opracowano

bazowa strukture modelu splotowej sieci neuronowej. Najwazniejsze informacje

o strukturze opracowanej sieci przedstawiono w tabeli 5.7. W pierwszej kolumnie

przedstawiono typ zastosowanej warstwy, w nastepnej kolumnie liczbe warstw,

natomiast w ostatniej kolumnie znajduje si¢ opis zadania realizowanego przez warstwe.

Tabela 5.7 Warstwy konwolucyjnej sieci neuronowe;j

Typ warstwy Liczba Opis
warstw
Warstwy 6 Ekstrakcja cech z uzyciem losowo wybranych filtrow
konwolucyjne konwolucyjnych
Warstwy 6 Normalizacja wsadowa aktywacji w celu stabilizacji
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normalizujace uczenia
Warstwy 2 Zmniejszenie wymiarowosci
taczace
Warstwy 1 Redukcja rozmiaru tensora do wektora
splaszczajace
Warstwy 2 Porzucenie, w celu zmniejszenia ryzyka przeuczenia
porzucajace
Warstwy w pelni 2 Warstwy w petni potgczone, wnioskowanie
potaczone

Parametry poszczegolnych warstw sieci neuronowych, zwlaszcza warstw
konwolucyjnych, sa zwigzane z typem oraz wymiarem danych wejSciowych do sieci.
Pomimo tego, ze konwolucyjne sieci neuronowe kojarzone sa gldwnie z takimi
zagadnieniami jak:

e klasyfikacja obrazow,

e detekcja obiektow,

e segmentacja obrazu,

e przetwarzanie obrazow medycznych,

e rozpoznawanie twarzy,

e generowanie obrazu,

e rozpoznawanie ruchu,

® rozpoznawanie mowy,

e klasyfikacja dzwickow,

e generowanie dzwickow,

e redukcja szumow,

e czy rozpoznawanie sygnatow,
to moga by¢ rowniez stosowane do rozpoznawania wzorcOw na nieprzetworzonych
danych prezentowanych, np. w dziedzinie czasu lub czgstotliwosci.

W celu poréwnania wpltywu typu danych wejsciowych do sztucznej sieci
neuronowej, zbadano skuteczno$¢ klasyfikacji uszkodzen wuzwojenia stojana
z wykorzystaniem modelu konwolucyjnej sieci neuronowej trenowanej na dwoéch
typach danych wejsciowych. Dane zostaly przygotowane na podstawie przebiegow
pradow fazowych, obliczonych z wykorzystaniem polowo-obwodowego modelu

zjawisk elektromagnetycznych. Dane treningowe podzielono na dwie kategorie:

e sygnaty w postaci dyskretnej w dziedzinie czasu oraz czestotliwosci,
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e obrazy bitmapowe przebiegéw dyskretnych w dziedzinie czasu
1 czestotliwosci.

W ramach badan, podczas etapu budowania baz danych treningowych, na
podstawie modelu polowego otrzymano 16000 wynikéw dla 1331 konfiguracji zwar¢
miedzyzwojowych uzwojenia stojana silnika indukcyjnego.

Dodatkowo, sprawdzono wplyw metod przetwarzania sygnalu na wyniki
klasyfikacji uszkodzen uzwojenia stojana silnika indukcyjnego. Otrzymane wyniki
z modelu polowego oraz wyniki otrzymane podczas badan eksperymentalnych,
poddano dyskretnej transformacie Fouriera oraz ciagtej transformacie falkowe;.
Otrzymane wyniki analizy umozliwiaja wykrywanie zmian w czasie i czg¢stotliwosci
badanego sygnalu. Zastosowane metody przetwarzania sygnatow omoéwiono
w rozdziale 2.2. Ponizej przedstawiono rodziny falek wraz z wyszczegdlnieniem jader

transformacji falkowej wykorzystanych podczas dekompozycji sygnatu:

o Gaussian wavelets (gaus) - wykorzystuja pochodne funkcji Gaussa,
charakteryzuja si¢ efektywng lokalizacja w dziedzinie czasu. Z tej rodziny

falek w badaniach wykorzystano nastepujace falki: gausl, gaus8.

o Complex Gaussian wavelets (cgau) - wykorzystywane w analizie sygnatow,
bazuja na liczbach zespolonych. Stanowia pochodne funkcji Gaussa,
umozliwiajac tym samym analiz¢ w dziedzinie czestotliwos$ci i czasu. Z tej

rodziny falek w badaniach wykorzystano nastepujace falki: cgaul, cgaus.

o Morlet wavelet (morl) - reprezentuje kombinacje¢ funkcji sinusoidalnej
z oknem Gaussa. Jako okno Gaussa mozna rozumie¢ funkcje, ktérej celem
jest modyfikacja sygnalow w dziedzinie czasu, by zredukowac
znieksztalcenia w analizie czestotliwos$ciowej, ktoére moga wystapic
wskutek skonczonej dtugosci sygnatu. Z tej rodziny falek w badaniach

wykorzystano falke morl.

o Complex Morlet wavelets (cmor) - reprezentuja kombinacje funkcji
sinusoidalnej (w ktorej wystepuja sktadniki w dziedzinie liczb zespolonych)
z oknem Gaussa. Z tej rodziny falek w badaniach wykorzystano falke

cmorl.
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o Frequency B-Spline wavelets (fbsp) - cechuje je zdolnos¢ do
reprezentowania sygnatow w domenie czestotliwosci w sposob ciagly.
Stosowane s3 w analizie wielorozdzielczej, ze szczegdlnym zastosowaniem
w cyfrowym przetwarzaniu sygnatéw. Z tej rodziny falek w badaniach

wykorzystano falke fpsb.

o Mexican hat wavelet (mexh) - do tworzenia tej grupy falek wykorzystuje
si¢ drugie pochodne funkcji Gaussa. Z tej rodziny falek w badaniach

wykorzystano falke mexh.

e Shannon wavelets (shan) - wykorzystujg funkcje znormalizowanego sinusa
(sinc(x)), oferujac  wysoka rozdzielczo$¢ czestotliwo$ciowa. Ich
ograniczenie w dziedzinie czasu wynika z szerokos$ci zastosowanego okna.

Z tej rodziny falek w badaniach wykorzystano falke shan.

Struktur¢ modelu glebokiej sieci neuronowej, wykorzystanej podczas badan
wstepnych, z uwzglednieniem najwazniejszych parametréw warstw oraz kolejnosci ich

polaczenia, przedstawiono odpowiednio w tabeli 5.8 oraz na rysunku 5.21.

Tabela 5.8 Struktura glebokiej sieci neuronowej - dane treningowe: sygnaty w postaci

dyskretnej w dziedzinie czasu i czgstotliwosci

Nazwa warstwy Opis/rola Parametry

Liczba filtréow: 64
Rozmiar filtrow: 2x2

Konwolucyjna 1 Ekstrakcja cech Funkcja aktywacji: ReLU
Dopehnienie: Same
Krok: 1x1
. . Ped: 0.99
Normalizujgca 1 Normalizacja wsadowa Epsilon: 0.1

Liczba filtrow: 64
Rozmiar filtréw: 2x2

Konwolucyjna 2 Ekstrakcja cech Funkcja aktywacji: ReLU
Dopenienie: Same
Krok: 1x1
. L Ped: 0.99
Normalizujaca 2 Normalizacja wsadowa Epsilon: 0.1

Liczba filtrow: 64
Rozmiar filtrow: 2x2
Konwolucyjna 3 Ekstrakcja cech Funkcja aktywacji: ReLU
Dopehienie: Same

Krok: 1x1

Rozmiar 2x2
Laczaca 1 Redukcja wymiaru Krok: 2x2
Dopehienie: Valid

Normalizujgca 3 Normalizacja wsadowa Ped: 0.99
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Epsilon: 0.1

Konwolucyjna 4

Ekstrakcja cech

Liczba filtrow: 64
Rozmiar filtréw: 2x2
Funkcja aktywacji: ReLU
Dopehienie: Same
Krok: 1x1

Normalizujaca 4

Normalizacja wsadowa

Ped: 0.99
Epsilon: 0.1

Konwolucyjna 5

Ekstrakcja cech

Liczba filtrow: 64
Rozmiar filtrow: 2x2
Funkcja aktywacji: ReLU
Dopehienie: Same
Krok: 1x1

Normalizujgca 5

Normalizacja wsadowa

Ped: 0.99
Epsilon: 0.1

Konwolucyjna 6

Ekstrakcja cech

Liczba filtrow: 64
Rozmiar filtrow: 2x2
Funkcja aktywacji: ReLU
Dopehienie: Same
Krok: 1x1

Laczaca 2

Redukcja wymiaru

Rozmiar: 2x2
Krok: 2x2
Dopehienie: Valid

Normalizujaca 6

Normalizacja wsadowa

Ped: 0.99
Epsilon: 0.1

Sptaszczajaca

Konwersja na wektor

Porzucajaca 1 Porzucenie Wspétczynnik porzucenia: 0.3
. . Liczba neurondéw: 2048
W pehi potaczona 1 Klasyfikacja Funkcja aktywacji: ReLU
Porzucajaca 2 Porzucenie Wspétczynnik porzucenia: 0.3
W pei potaczona 2 Klasyfikacja Liczba neurondw: 1331

Funkcja aktywacji: Softmax
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Wejscie
Warstwy konwolucyjne

Warstwy normalizujace (norr
Warstwy faczace

Warstwy sptaszczajgce
Warstwy porzucajace
Warstwy w petni potaczone

gooeooo

convl
64 filtrow
2x2 filtr

Aktywacja: ReLU

Wejscie
(64, 64, 3)

conv2
64 filtrow
2x2 filtr

Aktywacja: ReLU
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conv3
64 filtrow
2x2 filtr

Aktywacja: ReLU

Norm!
Normalizacja wsadowa

Norm:
Normalizacja wsadowa

Norm:
Normalizacja wsadowa

Struktura sieci konwolucyjnej

Conv4 Cconvs
64 filtrow 64 filtrow
2x2 filtr 2x2 filtr

Aktywacja: ReLU Aktywacja: ReLU

Norm:
Normalizacja wsadowa

Norm!
Normalizacja wsadowa

124

Conve
64 filtrow
2x2 filtr

Aktywacja: RelU

Rys. 5.21. Wizualizacja struktury sieci neuronowej

Dropout1 Dropout2
Porzucenie Porzucenie
‘Wspétczynnik: 0.3 Wspdtczynnik: 0.3

FC1 FC2
2048 neurondw 1331 neurondw
Aktywacja: ReLU

Aktywacja: Softmax

Pool2
taczaca
2x2 rozmiar

Flatten
Splaszczajaca

Norm!
Normalizacja wsadowa
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Dodatkowe parametry wykorzystane podczas treningu sieci przedstawia tabela 5.9.

Tabela 5.9. Dodatkowe parametry uczenia

Parametr Wartos$é
Optymalizator ADAM
Funkcja straty Sparse Categorical Crossentropy
Liczba epok 300
Liczba przyktadow we wsadzie 64
Regularyzacja wag L2
Rozmiar danych wej§ciowych 64x64

Podczas badan, w celu ograniczenia efektu przeuczenia sieci zastosowano metode
wczesnego zatrzymania. Dlatego tez mimo, ze hiperparametr okreslajacy maksymalng
liczbe epok podczas treningu zostat ustawiony na wartos¢ 300, to wyniki dotyczace
trenowania modeli konwolucyjnej sieci neuronowej moga nie uwzglednia¢ wszystkich
epok.

Zastosowana funkcje straty (tabela 5.9), mozna zapisac jako:

SCCE = —

2|

N
Z log(v33,) (5.20)
i=1

gdzie: N to liczba przyktadow uczacych, y; to prawidlowa etykieta (liczba catkowita
reprezentujaca klasg) dla i-tej probki, a y;,,. to przewidywane prawdopodobienstwo, ze
i-ta probka nalezy do prawidtowe;j klasy y;.

Wybér funkeji straty wynika ze sposobu kodowania klas. Na etapie wstepnego
przetwarzania danych do trenowania sieci, klasy zostaly zakodowane jako wektor
sktadajacy si¢ z dodatnich wartosci catkowitych z zakresu od 0 do 1330, w ktorym
kazda warto$¢ odpowiadata jednej z konfiguracji zwar¢ miedzyzwojowych. Dla
przyktadu, klasa 0 odpowiada konfiguracji ,,0 0 0”, przy czym pierwsza liczba oznacza
liczbe zwartych zwojow w fazie A, druga liczba to liczba zwartych zwojow w fazie B
natomiast trzecia liczba to liczba zwartych zwojéw w fazie C. Ostatnig klasa
w przygotowanym zbiorze jest klasa 1330, ktora odpowiada konfiguracji ,,10 10 107, ;.
po 10 zwartych zwojow w kazdym uzwojeniu fazowym.

Przetwarzanie sygnatu diagnostycznego z wykorzystaniem przeksztalcenia Fouriera
oraz przeksztalcenia falkowego pozwolito na utworzenie trzech niezaleznych baz
danych treningowych. W tabeli 5.10 przedstawiono liczbe przyktadéw uczacych
wchodzaca w skiad przygotowanych baz danych.
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Tabela 5.10 Konfiguracje przyktadow uczacych: dane uczace — sygnat dyskretny przebiegéw

pradow fazowych

Typ danych Moment obcigzenia (T}) Liczba przykladow

Sygnal dyskretny przebiegéw pradow T, =0 Nm 58 616

fazowych pradéw fazowych T, =Ty =19.56 Nm 58 616

. . T, =0Nm 175 848

Przeksztalcenie Fouriera T, =Ty = 19.56 Nm 175 843

. T, =0 Nm 395 658

Przeksztalcenie falkowe T, =Ty = 19.56 Nm 395 658

Dane treningowe w kazdej z wymienionych w tabeli 5.10 baz danych podzielono
na zbidr treningowy i walidacyjny. Zbidr treningowy sktadal si¢ z 80% wszystkich
danych z bazy i zawiera przyktady, ktore sa dostarczane algorytmowi uczacemu w celu
dostosowania wag lub parametréw modelu. Zbidr treningowy stanowi baz¢ dla modelu,
na podstawie ktorej model ma si¢ nauczy¢ wzorcow wystepujacych w danych. Zbior
walidacyjny sktadat si¢ z 20% wszystkich danych z bazy i uzywany byl do oceny
jakosci klasyfikacji modelu podczas treningu. W celu weryfikacji zdolnosci modelu do
generalizacji po kazdej epoce, model byt oceniany na zbiorze walidacyjnym. Oprocz
zbioru treningowego 1 walidacyjnego utworzono rowniez zbior danych testowych.
W sktad zbioru danych testowych wchodza dane, ktére nie byly wykorzystywane
podczas treningu. Zbior danych testowych skladal si¢ z przyktadow otrzymanych
podczas badan eksperymentalnych. Aby zachowac czytelno$¢ w rozdziale ponizej
przedstawiono wyniki dla procesu uczenia sieci. Wyniki na danych testowych zostang
przedstawione zbiorczo na koncu rozdziatu.

Parametry jednostki obliczeniowej, na ktorej przeprowadzano trenowanie
konwolucyjnej sieci neuronowej, to: procesor Intel 19 9900k 5 GHz, karta graficzna
Nvidia GeForce RTX 2080 Ti, pamig¢ RAM 64 GB. Do trenowania konwolucyjne;j

sieci neuronowej wykorzystano obliczenia rownolegte z zastosowaniem GPGPU.

Dane wejsciowe — sygnaly dyskretne

Podstawa oceny modelu podczas trenowania byly wartosci funkcji straty oraz
metryka doktadnos$¢. Strate¢ oraz doktadnos¢ w funkceji epok treningu konwolucyjnej
sieci neuronowej, uczonej na danych wejsciowych w postaci wartosci chwilowych

pradow fazowych maszyny, przedstawia rysunek 5.22.
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Doktadnost [-]

0.885 0.886
L _pomrn o

Epoki [-]

= Trening (Dokladnosc) = Trening (Strata)
= = Walidacja (Doktadnos¢) == \Walidacja (Strata)

Rys. 5.22. Doktadnos¢ i strata w funkcji epok — dane wejsciowe: sygnat dyskretny przebiegow
pradow fazowych pradu fazowego silnika klatkowego

Na osi odcietych na rysunku 5.22 zaznaczono numery epok treningowych,
natomiast na osi rzednych wartosci doktadnosci oraz strat. Linie ciggle odpowiadajg
wartosciom dla zbioru treningowego, natomiast linie przerywane dla zbioru
walidacyjnego. Doktadno$¢ dla danych treningowych, jak i walidacyjnych w miarg
postepu treningu rosnie, osiggajac wartosci maksymalne 0.862 1 0.829 odpowiednio dla
zbioru treningowego oraz walidacyjnego. Ksztatty krzywych doktadnosci
o przebiegu rosngcym niemonotonicznym wskazuja skuteczno$¢ procesu uczenia sieci.
Strata na zbiorze treningowym 1 walidacyjnym o przebiegu malejacym
niemonotonicznym, osigga wartosci minimalne 0.886 i 0.885, odpowiednio dla zbioru
treningowego 1 walidacyjnego.

Wzrost wartosci dokladnosci w funkcji epok jest zgodny z oczekiwaniami,
poniewaz sie¢ neuronowa, w miare postepu treningu, maksymalizuje liczbe poprawnie
zaklasyfikowanych danych wejsciowych, maksymalizujgc doktadnos¢ klasyfikac;i.

Wyzsze wartosci doktadno$ci na zbiorze treningowym, w stosunku do zbioru
walidacyjnego, mogtyby wskazywa¢ na mozliwe przeuczenie modelu. Przeuczenie
wystepuje, kiedy model zbyt dobrze dopasowuje si¢ do danych treningowych tracac
tym samym zdolno$¢ do generalizacji co utrudnia poprawng klasyfikacje nowych
danych wejsciowych (tj. danych spoza bazy treningowej). Ogdlnie wysoka warto$¢
doktadnosci i niska warto$¢ straty na zbiorze treningowym wskazuja, ze model dobrze
dopasowuje si¢ do danych treningowych, ale moze mie¢ trudnosci z generalizacja na

nowych danych. Niemniej niewielkie rdznice w doktadno$ci na zbiorze treningowym
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1 walidacyjnym pozwalaja wnioskowaé, ze opracowany model moze osiagac
zadowalajace wyniki zar6wno na zbiorze danych treningowych jak i na zbiorze danych
walidacyjnych. Z uwagi na zastosowang metod¢ wczesnego zatrzymania, proces
uczenia sieci neuronowej zostal wstrzymany w 88. epoce, kiedy zaobserwowano
stabilizacj¢ warto$ci zardwno doktadnosci jak i funkcji btedu, co wskazywato na
osiggnigcie stanu zblizonego do konwergencji.

Z uwagi na stabg czytelnosci oraz utrudnienia w interpretacji wynikOw w postaci
graficznej, wynikajace z duzej liczby klas, zrezygnowano z prezentacji wynikow
w postaci macierzy pomytek oraz krzywych ROC. Wyniki klasyfikacji zwar¢
miedzyzwojowych uzwojenia stojana na zbiorze walidacyjnym przedstawiono zbiorczo
ponizej, z wykorzystaniem metryk takich jak precyzja pozytywna, czuto$¢ i Fl-score
o ktorych wigcej mozna przeczyta¢ w rozdziale 4.4. Wyniki przedstawiono w tabelach
od 5.11 do 5.14. W tabeli 5.11 przedstawiono $rednie warto$ci metryk. Tabela 5.12
zawiera informacj¢ o najskuteczniej sklasyfikowanych konfiguracjach zwar¢
mi¢dzyzwojowych uzwojenia stojana silnika indukcyjnego. Tabela 5.13 zawiera
informacj¢ o najmniej skutecznie sklasyfikowanych konfiguracjach zwar¢
migdzyzwojowych silnika indukcyjnego, natomiast w tabeli 5.14 przedstawiono wyniki
dla kwantyli. Dla skrdcenia zapisu, precyzja pozytywna w dalszej cze$ci rozdziatu
nazywana jest ,precyzja’. Dodatkowo, w tabelach, oprécz numeru klasy,
w nawiasie podano odpowiadajacg numerowi klasy konfiguracje zwar¢.

W tabeli 5.11 przedstawiono S$rednie warto$ci metryk precyzji, czulosci oraz
Fl-Score. Srednie wartosci metryk wskazuja na wysoka skuteczno$é modelu
w klasyfikacji zwar¢ miedzyzwojowych uzwojenia stojana. Wartosci $redniej makro
1 $redniej wazonej sg zblizone, co sugeruje, ze model radzi sobie dobrze zar6wno
z klasami réwnowaznymi (takimi, w ktorych liczba przykladéw jest zblizona),
jak 1 nierownowaznymi (takimi, w ktérych liczba przyktadow w poszczegdlnych
klasach jest znaczgco rozna). Wysokie wartosci precyzji 1 czutosci w przypadku
sredniej makro oznaczaja, ze model dobrze radzi sobie z klasyfikacja bez brania pod
uwage liczebnos$ci przyktadow w danej klasie. Natomiast wysokie wartosci metryk dla
sredniej wazonej, uwzgledniajacej liczebnos$¢ przyktadow wystepujacych w danej klas,

wskazuje na stabilnos$¢ klasyfikacji modelu w kontekscie calego zbioru danych.
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Tabela 5.11 Srednie warto$ci metryk — sygnat dyskretny przebiegoéw pradow fazowych

Rodzaj Sredniej Precyzja Czulo$é F1-Score
Srednia Makro 0.815 0.811 0.813
Srednia Wazona 0.809 0.805 0.807

W tabeli 5.12 zestawiono wyniki metryk dla pigciu najskuteczniej
sklasyfikowanych konfiguracji zwar¢ migdzyzwojowych w zestawie danych. Najlepsze
konfiguracje osiggnety wartos$¢ precyzji w zakresie od 0.961 do 0.979, wartos¢ czutosci
od 0.907 do 0.947 natomiast warto$¢ metryki F1-Score od 0.933 do 0.957. Wysokie
warto$ci zaprezentowanych metryk moga wynika¢ z duzej liczby przyktadow w tych
klasach oraz wyraznych wzorcow cech, ktére model konwolucyjnej sieci neuronowe;j

jest w stanie skutecznie wyekstrahowac.

Tabela 5.12 Metryki dla pieciu klas o najlepszej skutecznos$ci klasyfikacji — sygnat dyskretny

przebiegow pradow fazowych

Klasa (konfiguracja) Precyzja Czulosé F1-Score
688 (4 65) 0.961 0.907 0.933
871 (6 10 10) 0.951 0.927 0.939
953 (6 8 6) 0.956 0.940 0.948
1179 (8 710) 0.968 0.947 0.957
1198 (889) 0.979 0.915 0.946

W tabeli 5.13 przedstawiono wyniki metryk dla pigciu najmniej skutecznie
sklasyfikowanych konfiguracji zwar¢ migdzyzwojowych w zestawie danych. Jak mozna
zauwazy¢, precyzja dla tych konfiguracji wyniosty od 0.307 do 0.477, czuto$¢ od 0.276
do 0.388 a F1-Score od 0.329 do 0.402. Niskie wartosci metryk dla tych klas moga
wynika¢ z ich niewielkiej reprezentatywnosci w zbiorze danych, wickszej ztozonosci
wzorcow do wyekstrahowania, lub zbyt duzego podobienstwa tych klas do innych.
W modelach sztucznych sieciach neuronowych, dla klas z niewielka liczba przyktadow
w okreslonym zbiorze danych, czgsto moze dochodzi¢ do probleméw z niedouczeniem,
co prowadzi do nizszych warto$ci metryk, np. precyzji i czutosci. Zauwazy¢ mozna, ze
w tabeli 5.12 prezentujgcej najskuteczniej sklasyfikowane konfiguracje znajdujg si¢
konfiguracje o wickszej liczbie zwartych zwojow niz w tabeli 5.13 prezentujacej
najmniej skutecznie klasyfikowane konfiguracje. Gorsza jako$¢ klasyfikacji zwar¢
w przypadku stosunkowo nieduzej liczby zwartych zwojow moze wynikaé
z mniejszego wpltywu zwar¢ miedzyzwojowych, we wczesnym etapie ich
wystepowania, na przebiegi pradéow fazowych silnikéw indukcyjnych, a zatem

ekstrakcje cech przez warstwy konwolucyjne.
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Tabela 5.13 Metryki dla pieciu klas o najgorszej skuteczno$ci klasyfikacji — sygnat dyskretny

przebiegow pradow fazowych

Klasa (konfiguracja) Precyzja Czulos¢ F1-Score
125(103) 0.416 0.388 0.402
202(163) 0.477 0.276 0.350
236 (194 0.337 0.322 0.329
413235 0.451 0.284 0.349
553352 0.307 0.371 0.336

W tabeli 5.14 zawarto wartosci kwantyli dla metryk precyzji, czutosci i F1-Score.
Kwantyl Q1 dla metryki precyzja wyniosty 0.684, dla czutosci 0.683 natomiast dla
F1-Score 0.666, co wskazuje na istnienie przypadkdéw, w ktorych model ma znaczace
trudnosci. Warto$¢ precyzji dla mediany (kwantyl Q2) wyniosly 0.822, dla czutos¢
0.810, a dla F1-Score 0.808, co sugeruje, ze model osigga solidne wyniki w wigkszos$ci
przypadkéw. Wartosci kwantyla Q3, dla ktorego precyzja rowna jest 0.944, czulos¢
0.944, a F1-Score 0.941, dowodza, ze dla najskuteczniej klasyfikowanych konfiguracji

klas opracowany model wykazuje bardzo wysoka skutecznos$¢.

Tabela 5.14 Wartosci kwantyli dla metryk — sygnat dyskretny przebiegow pradow fazowych

Kwantyl Precyzja Czulo$é F1-Score
25% (Q1) 0.684 0.683 0.666
50% (Q2) 0.822 0.810 0.808
75% (Q3) 0.944 0.944 0.941

W ramach realizowanego etapu zbadano wptyw danych wejsciowych na wyniki
klasyfikacji zwaré miedzyzwojowych uzwojenia stojana trojfazowego silnika
indukcyjnego. W tym celu dane w postaci sygnatu dyskretnego przebiegow pradow
fazowych poddano transformacie Fouriera oraz transformacie falkowe;.

Strate oraz doktadno$¢ w funkcji epok dla danych treningowych, otrzymanych w
wyniku przeksztalcenia Fouriera oraz przeksztatcenia falkowego przebiegu pradow

fazowych, zaprezentowano odpowiednio na rysunku 5.23.
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a) Dokfadnosé i strata - wyniki transformaty Fouriera
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Rys. 5.23. Doktadnos¢ i strata w funkcji epok a) dane wejsciowe — wyniki transformaty
Fouriera, b) dane wej$ciowe — wyniki transformaty falkowe;j

Jak mozna zauwazy¢, z wynikow procesu trenowania modeli konwolucyjnej sieci
neuronowej przedstawionych na rysunku 5.23, zaréwno doktadnos$¢, jak i strata dla
modeli uczonych na danych uzyskanych z przeksztalcenia Fouriera i przeksztalcenia
falkowego, osiggajag wyzsze wartosci w krotszym czasie niz w przypadku modelu
trenowanego na sygnale dyskretnym przebiegow pradu fazowego. Krzywe
przedstawione na rysunku 5.23 sugeruja szybsza konwergencje oraz stabilizacj¢

doktadnos$ci i1 straty w przypadku modelu uczonego na danych w postaci wynikow
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transformaty Fouriera. Jak wynika z rysunku 5.22, model trenowany na danych
w postaci sygnatu dyskretnego przebiegow pradu fazowego silnika indukcyjnego,
potrzebuje wigcej epok, aby osiggnac stabilizacje, a jego dokladnos¢ na zbiorze
walidacyjnym jest nizsza niz w przypadku danych po przeksztalcenia Fouriera.
Zastosowanie transformaty Fouriera moze by¢ bardziej efektywne 1 ostatecznie
wplywa¢ na poprawe wydajnosci modelu klasyfikacyjnego zwarcia mi¢dzyzwojowe
silnika indukcyjnego, w poréwnaniu z modelami trenowanymi na danych w postaci
wynikéw transformaty falkowej oraz danych nieprzetworzonych. Dane po
przeksztalceniu Fouriera pozwalaja modelowi szybciej osiggna¢é konwergencije,
a wyniki sg bardziej stabilne. W przypadku treningu na danych prezentujacych wyniki
transformaty falkowej, mimo tego, ze liczba epok potrzebna do osiagnigcia
maksymalnej wartosci doktadnosci i minimalnej warto$ci straty jest znaczgco mniejsza,
w odniesieniu do treningu na danych nieprzetworzonych, to maksymalna warto$¢
doktadnos$ci na zbiorze walidacyjnym dla modelu trenowanego na danych poddanych
przeksztatceniu falkowym jest nieznacznie mniejsza i wynosi 0.818.

Na podstawie przedstawionych krzywych uczenia, mozna zauwazy¢, ze model
wykorzystujacy jako dane wejsciowe wyniki transformaty Fouriera, wykazuje mniejsze
wahania wartos$ci doktadno$ci i straty na zbiorze walidacyjnym, w poréwnaniu do
modelu trenowanego na wynikach transformaty falkowej. Mniejsze wahania wartosci
na zbiorze walidacyjnym sugerujg, ze model uczy si¢ w sposéb bardziej spojny i jest
mniej podatny na przetrenowanie niz model wykorzystujacy wyniki transformaty
falkowej. Ponadto, maksymalna warto$¢ doktadno$ci na zbiorze walidacyjnym modelu
uczonego na podstawie wynikéw transformaty Fouriera jest wyzsza i wynosi 0.832,
zarowno od tej dla modelu wykorzystujacego nieprzetworzone dane (0.829), jak
rowniez dla modelu wykorzystujacego wyniki transformaty falkowej (0.818), co moze
wskazywac na potencjalnie lepsza zdolno$¢ do generalizacji na nowych danych.

Wybrane metryki modelu trenowanego na podstawie danych w postaci wynikow
transformaty Fouriera, przedstawiajg tabele 5.15, 5.16, 5.17 oraz 5.18. Metryki dla
modelu trenowanego na podstawie danych w postaci wynikoéw przeksztalcenia
falkowego przedstawiajg tabeli 5.19, 5.20, 5.21 oraz 5.22.

W tabeli 5.15 przedstawiono $rednie wartosci metryk, uzyskane na danych

wejsciowych poddanych transformacie Fouriera. Warto$ci metryk sa nieco wyzsze niz

132



K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

dla danych uczacych w postaci sygnatu dyskretnego, co sugeruje, ze transformata

Fouriera moze poprawi¢ wydajno$¢ klasyfikacji modelu.

Tabela 5.15 Srednie warto$ci metryk - dane wejéciowe: wyniki transformaty Fouriera

Rodzaj Sredniej Precyzja Czulos¢ F1-Score
Srednia Makro 0.820 0.812 0.816
Srednia Wazona 0.814 0.806 0.810

Podobnie jak w przypadku pigciu najskuteczniej sklasyfikowanych konfiguracji
przedstawionych w tabeli 5.12, pig¢ najlepszych konfiguracji zwar¢ miedzyzwojowych
dla danych wejsciowych poddanych przeksztalceniu Fouriera, przedstawionych w tabeli
5.16, rowniez osiagneto wysokie wartosci dla metryk. W tym przypadku, rowniez sg to
konfiguracje zwar¢ z wigksza liczbg zwartych zwojow. W przypadku najskuteczniej
sklasyfikowanych klas, zakresy zmiennosci dla metryki precyzja to od 0.953 do 0.983,
dla czutosci od 0.910 do 0.949 natomiast dla F1-Score od 0.938 do 0.958. Wartos$ci
metryk powyzej 0.9, wskazuja na bardzo duza skuteczno$¢ modelu w przypadku
klasyfikacji reprezentatywnych klas. Jest to prawdopodobnie wynik wyraznych
wzorcow w danych transformaty Fouriera, ktore model jest w stanie skutecznie

rozpoznawac.

Tabela 5.16 Metryki dla pigciu klas o najlepszej skutecznosci klasyfikacji - dane wejsciowe:

wyniki transformaty Fouriera

Klasa (konfiguracja) Precyzja Czulos¢ F1-Score
1075(787) 0.968 0.910 0.938
1151 (84 6) 0.953 0.928 0.940
1205 (89 5) 0.960 0.940 0.950
1206 (89 6) 0.967 0.949 0.958
129596 7) 0.982 0.915 0.947

W  tabeli 5.17 przedstawiono wyniki modelu dla najmniej skutecznie
sklasyfikowanych konfiguracji zwaré mi¢dzyzwojowych uzwojenia stojana uczonego
z wykorzystaniem danych wejsciowych, bedacych wynikami transformaty Fouriera.
Wyniki sg porownywalne do tych z tabeli 5.13, ale zauwazalna jest nieco wyzsza
precyzja 1 czulo$¢, co moze wskazywaé na poprawe klasyfikacji po przeksztatceniu
Fouriera. Mimo poprawy, wyniki dla najmniej skutecznie sklasyfikowanych
konfiguracji moga sugerowac, ze wskazane konfiguracje posiadaja duza liczbe cech
wspolnych z innymi klasami, co moze powodowa¢ trudnosci z ich jednoznacznym

sklasyfikowaniem.
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Tabela 5.17 Metryki dla pieciu klas o najgorszej skutecznosci klasyfikacji — dane wejsciowe:

wyniki transformaty Fouriera

Klasa (konfiguracja) Precyzja Czulos¢ F1-Score
12011 0.425 0.389 0.407
39(025) 0.485 0.278 0.352
59(043) 0.345 0.320 0.332
63047 0.455 0.290 0.353

232191 0.308 0.370 0.334

W tabeli 5.18 zestawiono warto$ci kwantyli dla metryk dla modelu trenowanego na
wynikach transformaty Fouriera. Wartosci metryk sg dla wigkszosci wynikow wyzsze,
w porodwnaniu do modelu trenowanego na danych w postaci wartosci chwilowych.
Wartosci metryk dla kwantyli wynosza odpowiednio: kwantyl 25% (precyzja 0.689,
czulos¢ 0.680, F1-Score 0.670), kwantyl 50% (precyzja 0.823, czutos¢ 0.815, F1-Score
0.811), natomiast kwantyl 75% (precyzja 0.944, czulo$¢ 0.948, F1-Score 0.945).
Otrzymane wyniki wskazuja, ze przeksztalcenie Fouriera moze poprawi¢ wydajnosé

modelu.

Tabela 5.18 Wartosci kwantyli dla metryk — dane wejSciowe: wyniki transformaty Fouriera

Kwantyl Precyzja Czulo$é F1-Score
25% (Q1) 0.689 0.680 0.670
50% (Q2) 0.823 0.815 0.811
75% (Q3) 0.944 0.948 0.945

W tabeli 5.19 zaprezentowano $rednie wartosci metryk dla modelu trenowanego na
podstawie wynikow transformaty falkowej. Zardwno $rednie warto$ci makro (precyzja
0.805, czutos¢ 0.798, F1-Score 0.802), jak 1 Srednie wartosci wazone (precyzja 0.798,
czutos¢ 0.792, F1-Score 0.795) dla wszystkich trzech metryk sa nizsze niz te uzyskane
przez modele trenowane na wynikach transformaty Fouriera i danych w postaci
dyskretnych wartosci chwilowych przebiegow pradéw fazowych, co sugeruje, ze
przeksztalcenie falkowe w przypadku klasyfikacji zwar¢ miedzyzwojowych dla
prezentowanego modelu sztucznej sieci neuronowej skutkuje zmniejszeniem

efektywnos¢ klasyfikacji zwar¢ miedzyzwojowych.

Tabela 5.19 Srednie warto$ci metryk — dane wejsciowe: wyniki przeksztatcenia falkowego

Rodzaj Sredniej Precyzja Czulosé F1-Score
Srednia Makro 0.805 0.798 0.802
Srednia Wazona 0.798 0.792 0.795

W tabeli 5.20 zestawiono, wyniki dla pigciu najskuteczniej sklasyfikowanych

konfiguracji zwar¢ migdzyzwojowych dla modelu trenowanego na wynikach
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transformaty falkowej. Warto$ci metryk dla precyzji od 0.947 do 0.975, czuto$¢ od
0.900 do 0.935 1 F1-Score od 0.927 do 0.942. Pomimo tego, ze otrzymane wyniki nadal
przekraczajg wartos¢ 0.9, to wykazuja spadek wartosci metryk, co przektada si¢ na

spadek jakosci klasyfikacji zwar¢ miedzyzwojowych przed opracowany model.

Tabela 5.20 Metryki dla pieciu klas o najlepszej skutecznosci klasyfikacji — dane wejsciowe:

wyniki przeksztatcenia falkowego

Klasa (konfiguracja) Precyzja Czulosé F1-Score
933(668) 0.955 0.900 0.927
999 (710 8) 0.947 0.920 0.933
1088 (799) 0.950 0.935 0.942
1256 (93 10) 0.960 0.930 0.945
1285 (958) 0.975 0.905 0.939

W tabeli 5.21 zaprezentowano wyniki dla modelu trenowanego na podstawie
danych wejsciowych w postaci wynikow transformaty falkowej. Otrzymane wyniki dla
najmniej skutecznie klasyfikowanych klas sg najnizsze, w poréwnaniu z dwoma
modelami zaprezentowanymi powyzej. Ponownie, mozna zauwazyé, ze najmniej
skuteczne w klasyfikacji byly konfiguracje dla niewielkiej liczby zwartych zwojow

w uzwojeniach silnika indukcyjnego.

Tabela 5.21 Metryki dla pieciu klas o najgorszej skutecznos$ci klasyfikacji — dane wejsciowe:

wyniki przeksztatcenia falkowego

Klasa (konfiguracja) Precyzja Czulos¢ F1-Score
0000 0.415 0.380 0.397
45031 0.470 0.270 0.340
179 (142) 0.330 0.310 0.320
184 (147) 0.445 0.280 0.345
828 (582) 0.305 0.360 0.330

Analiza wynikow przedstawionych w tabeli 5.22, pozwala wnioskowac¢, ze model
trenowany na danych bedacymi wynikami transformaty falkowej, wykazuje
pogorszenie warto$ci metryk, w odniesieniu do dwoch modeli prezentowanych

powyzej.

Tabela 5.22 Wartosci kwantyli dla metryk — dane wej$ciowe: wyniki przeksztalcenia falkowego

Kwantyl Precyzja Czulosé F1-Score
25% (Q1) 0.675 0.670 0.660
50% (Q2) 0.815 0.800 0.805
75% (Q3) 0.935 0.940 0.937

Na podstawie analizy poroéwnawczej trzech modeli przedstawionych powyzej,

mozna zauwazy¢, ze model uczony na podstawie wynikow transformaty Fouriera
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wykazuje najlepsze wyniki, uzyskujac najwyzsza doktadnos¢ (0.832) oraz najwyzsze
Srednie wartosci metryk precyzji i czutosci w obu kategoriach (makro i wazonej).
Model uczony na podstawie sygnatu dyskretnego pradéw fazowych miat nieco nizsza
doktadnos¢ (0.829), ale wciaz osiggat wysokie wyniki dla wybranych metryk. Model
uczony na podstawie wynikéw transformaty falkowej charakteryzowat si¢ najnizszymi
wartosciami metryk, z najnizszg doktadnoscig (0.818), co moze wynikaé z wigkszej
ztozonosci danych wejsciowych lub wigkszej liczby przykladow w zbiorze
walidacyjnym, co mogto wptywac na spadek wydajnosci modelu.

Na podstawie tych wynikow, mozna stwierdzi¢, ze model uczony na podstawie
danych wejsciowych w postaci wynikow transformaty Fouriera, byl najbardziej
skuteczny w klasyfikacji zwaré¢ miedzyzwojowych uzwojenia stojana silnika
indukcyjnego. Mimo mniejszej skutecznosci klasytikacji dwoch pozostalych modeli
konwolucyjnych sieci neuronowych, otrzymane wyniki byty tylko nieznacznie nizsze,
a dalsza optymalizacja tych modeli moglaby wplynaé na poprawg jakosci klasyfikacji

zwaré migdzyzwojowych.

Dane wejsciowe — bitmapy

Kolejny etap badan obejmowat wyznaczenie metryk dla modelu klasyfikacji zwar¢
miedzyzwojowych uzwojenia stojana uczonego na podstawie bitmap. Utworzono
oprogramowanie wlasne, ktore na podstawie przebiegow pradow fazowych,
otrzymanych z modelu polowego, jak rowniez badan eksperymentalnych,
wizualizowalo te przebiegi, a nastgpnie zapisywalo do plikow graficznych.
Najwazniejsze parametry wygenerowanych bitmap to wymiary wynoszace 2400x1800
pikseli oraz rozdzielczo$¢ w pionie i poziomie réwne 300 dpi.

Przyktadowe przebiegi pradu dla nastgpujacej konfiguracji zwar¢ zwojowych:
w fazie A - 9 zwartych zwojow (kolor niebiski), w fazie B - 1 zwarty zwdj (kolor
pomaranczowy), a w fazie C - 10 zwartych zwojow (kolor zielony), wykorzystano
w procesie trenowania glebokiej sieci neuronowej i przedstawiono na Rys. 5.24. Aby
doktadniej przedstawi¢ ksztalt przebiegdw pradu fazowego na Rys. 5.24 ograniczono

zakres dziedziny czasu.
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Rys. 5.24. Przebiegi pradu fazowego - konfiguracja zwar¢ faza A- 9 zwartych zwojow, faza B -
1 zwarty zw¢j, faza C - 10 zwartych zwojow

Jak wspomniano, na podstawie polowo-obwodowych modeli tréjfazowego silnika
indukcyjnego zbudowano zbior 16000 wynikow obliczen symulacyjnych. Aby
ograniczy¢ wplyw zbyt matej liczby przyktadow uczacych na wyniki klasyfikacji zwarc
miedzyzwojowych, otrzymane przebiegi w formie bitmap poddano augmentacji danych.
Augmentacja danych to technika polegajaca na generowaniu nowych danych
treningowych przez modyfikacj¢ juz istniejacych. Uzyskanie nowych danych odbywa
si¢ przez transformacje, takie jak np. przesunigcie, obrét, czy dodawanie szumu do
istniejagcego obrazu. Ostatecznie, zbiory danych treningowych w postaci bitmap

przedstawia tabela 5.23.

Tabela 5.23 Konfiguracje przyktadow uczacych: dane uczace — wizualizacja wynikow w postaci

bitmap

Typ danych Moment obciazenia (T ) Liczba przykladéw

Sygnal dyskretny przebiegéw pradow T;=0Nm 73 230

fazowych pradow fazowych T;=Ty=19.56 Nm 73 230

. T;=0Nm 146 460

Transformata Fouriera T, =Ty = 19.56 Nm 126 260

. T;=0Nm 548 567

Przeksztalcenie falkowe T, =Ty = 19.56 Nm 548 567
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Strate oraz dokladno$¢ w funkcji epok treningu konwolucyjnej sieci neuronowe;j
uczonej na danych wejsciowych w postaci bitmap pradéow fazowych przedstawia

rysunek 5.25.

Dokiadnoseé [-]
=
Strata [-]

0899 ;gs1

LYy -
—e
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0 10 20 30 40 50 60
Epoki [-]

= Trening (Dokladnosé) = Trening (Strata)
== Walidacja (Dokiadnos¢) = = Walidacja (Strata)

Rys. 5.25 Doktadnos$¢ i strata w funkcji epok — dane wejsciowe: bitmapy ilustrujace przebiegi
pradow fazowych silnika indukcyjnego

Na rysunku 5.25 przedstawiono krzywe doktadnosci i straty na zbiorze
treningowym 1 walidacyjnym modelu konwolucyjnej sieci neuronowej uczonej. Model
uczony byt na danych wejsciowych w postaci bitmap wizualizujacych przebieg pradow
fazowych silnika indukcyjnego. Krzywa doktadnosci dla danych treningowych wzrasta
od warto$ci poczatkowej bliskiej 0, osiggajac wartos¢ maksymalng 0.816 w 61 epoce.
Krzywa dokladnosci dla danych walidacyjnych rowniez wzrasta od wartosci
poczatkowej bliskiej 0, osiggajac warto§¢ maksymalng rowna 0.797 w 56 epoce.
Ksztatt krzywych doktadnosci jest prawidlowy i zgodny z zakladanym dla procesu
trenowania modelu konwolucyjnej sieci neuronowe;j.

Krzywe strat dla zbioru treningowego i walidacyjnego rowniez charakteryzuja si¢
ksztaltem zgodnym ze spodziewanym dla minimalizacji funkcji straty podczas treningu
sztucznej sieci neuronowej. Wartosci poczatkowe straty (dla pierwszej epoki uczenia)
osiggaja warto$¢ powyzej 4.5 dla zbioru walidacyjnego i powyzej 4.2 dla zbioru
treningowego, ale wraz z postepem w procesie trenowania modelu malejg. Minimalna
warto$¢ funkcji straty dla zbioru treningowego wynosi 0.851 natomiast dla zbioru
walidacyjnego 0.899. Mimo, ze krzywe doktadnosci i strat dla obu zbiorow
(treningowego 1 walidacyjnego) sg stosunkowo gtadkie i stabilne, to nizsza maksymalna

warto$¢ doktadnosci 1 wyzsza minimalna warto$¢ straty niz te dla modelu uczonego na
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podstawie sygnatu dyskretnego przebiegow pradu fazowego, wskazuja na pogorszenie
jakosci klasyfikacji modelu konwolucyjnej sieci neuronowe;.

Poréownujac wyniki dla wspomnianego modelu, uczonego na podstawie danych
wyjsciowych w postaci sygnatu dyskretnego przebiegéw pradu fazowego maszyny,
oraz obrazy ilustrujace te przebiegi, mozna zauwazy¢, ze model uczony na podstawie
sygnatu dyskretnego wykazuje wyzsza doktadnos$¢ dla danych walidacyjnych oraz
charakteryzuje si¢ stabilniejszym procesem uczenia, co mozna wywnioskowac¢ na
podstawie ksztattu krzywych, zaré6wno dla doktadnosci, jak i straty modelu. A to z kolei
moze mie¢ wplyw na lepsza generalizacj¢ i1 potwierdza skuteczno$¢ procesu
treningowego.

Metryki dla modelu uczonego na podstawie danych, w postaci bitmap ilustrujacych
przebiegi pradow fazowych maszyny, przedstawiono w tabelach 5.24, 5.25, 5.26 oraz
5.27.

W tabeli 5.24 przedstawiono srednie wartosci metryk oceny modelu uczonego na
danych wejsciowych w postaci bitmap przebiegdw pradow fazowych. Metryki te
obejmuja precyzjg¢, czutos¢ oraz F1-Score, zarbwno w ujeciu $redniej makro, jak
i §redniej wazonej. Srednia makro obliczana jest jako $rednia arytmetyczna metryk dla
kazdej klasy, traktujac kazdg klas¢ réwnorzednie, niezaleznie od jej liczebnosci. Dla tej
sredniej, precyzja wynosi 0.785, czutos¢ 0.780, a F1-Score 0.782. Z kolei $rednia
wazona uwzglednia liczebno$¢ kazdej klasy, dajac wieksza wage klasom o wigkszej
liczbie probek, co pozwala na bardziej reprezentatywna ocen¢ modelu dla
nierdwnomiernie roztozonych danych. Dla $redniej wazonej, precyzja wynosi 0.780,
czutos¢ 0.775, a F1-Score 0.777. Poréwnujac wartosci Sredniej makro i $redniej
wazonej pomiedzy tym modelem a modelami przedstawionymi powyzej, mozna

zauwazy¢, ze charakteryzuje si¢ on najnizszymi warto$ciami dla wspomnianych metryk.

Tabela 5.24 Srednie wartoéci metryk — dane wejsciowe: bitmapy ilustrujace przebiegi pradow

fazowych
Rodzaj Sredniej Precyzja Czulo$é F1-Score
Srednia Makro 0.785 0.780 0.782
Srednia Wazona 0.780 0.775 0.777

W tabeli 5.25 zaprezentowano metryki precyzji, czutosci oraz F1-Score dla pigciu
najskuteczniej sklasyfikowanych konfiguracji zwar¢ miedzyzwojowych. Model
trenowany byt na podstawie bitmap przebiegéw pradu fazowego. Wysokie wartosci

przedstawionych metryk, tak jak w przypadku modeli przedstawionych powyzej,
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wskazuja na skuteczng klasyfikacje konfiguracji zwar¢ miedzyzwojowych, w ktoérych
zwarciu ulegta wigksza liczba zwartych zwojow uzwojenia stojana. Niemniej jednak,
w przypadku tego modelu sztucznej sieci neuronowej, warto$ci te s3 najnizsze,

w porownaniu z wynikami wszystkich modeli zaprezentowanych powyze;j.

Tabela 5.25 Metryki dla pieciu klas o najlepszej skutecznosci klasyfikacji — dane wejsciowe:
bitmapy ilustrujace przebiegi pradow fazowych

Klasa (konfiguracja) Precyzja Czulosé F1-Score
596 (3910) 0.950 0.890 0.919
945(679) 0.940 0.910 0.925
1044 (759) 0.945 0.925 0.935
1194 (88 5) 0.955 0.920 0.937
1289 (9 6 10) 0.970 0.900 0.934

W  tabeli 5.26 przedstawiono metryki dla pigciu najmniej skutecznie
sklasyfikowanych konfiguracji zwar¢ mi¢dzyzwojowych. Model trenowany byl na
podstawie bitmap przebiegéw pradu fazowego. Warto$¢ precyzji dla prezentowanego
modelu w przypadku najmniej skutecznie klasyfikowanych konfiguracji, zmienia si¢
w zakresie od 0.295 do 0.460, warto$¢ czutosci od 0.260 do 0.370 a warto$¢ metryki
F1-Score od 0.310 do 0.384. Nizsze wartosci metryk dla przedstawionych konfiguracji
wskazuja na trudno$ci modelu w dokonywaniu prawidtowej klasyfikacji tych
specyficznych konfiguracji przebiegéw pradow fazowych, co moze sugerowac potrzebe

dalszej optymalizacji modelu dla tych przypadkow.

Tabela 5.26 Metryki dla pigciu klas o najgorszej skutecznosci klasyfikacji — dane wejsciowe:

bitmapy ilustrujace przebiegi pradow fazowych

Klasa Precyzja Czulo$¢ F1-Score
498 (312) 0.400 0.370 0.384
617411 0.460 0.260 0.333
729 (502) 0.320 0.300 0.310
1002(721) 0.435 0.270 0.333
1006 (72 4) 0.295 0.350 0.320

W tabeli 5.27 przedstawiono warto$ci kwantyli (25%, 50% 1 75%) dla metryk
precyzji, czutosci oraz F1-Score, co pozwala na zrozumienie rozktadu wynikéw modelu
na roznych klasach. Warto$¢ precyzji dla kwantyla 25% wynosi 0.665, dla czutosci
0.660, a dla F1-Score 0.665. Wartos¢ precyzji kwantyla 50% (mediana) wynosi 0.800,
dla czutosci 0.785, a dla F1-Score 0.792. Warto$¢ precyzji dla kwantyla 75% wynosi
0.925, dla czutosci 0.930, a dla F1-Score 0.927. Wartosci kwantyli wskazuja na to, ze

wiekszos$¢ klas konfiguracji zwar¢ migdzyzwojowych jest klasyfikowana z wysoka
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skuteczno$cig, jednak istnieja rowniez konfiguracje, ktére osiagaja nizsze wartosci

metryk, co jest widoczne w kwantylu 25%.

Tabela 5.27 Wartosci kwantyli dla metryk — dane wej$ciowe: bitmapy ilustrujace przebiegi

pradow fazowych
Kwantyl Precyzja Czulosé F1-Score
25% (Q1) 0.665 0.660 0.655
50% (Q2) 0.800 0.785 0.792
75% (Q3) 0.925 0.930 0.927

Kolejnym etapem bylo trenowanie modelu na bitmapach ilustrujacych wyniki

przeksztalcenia Fouriera oraz przeksztalcenia falkowego. Na rysunkach 5.26 oraz 5.27

przedstawiono przyktadowe dane treningowe, odpowiednio dla przeksztatcenia Fouriera

oraz przeksztatcenia falkowego.
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Rys. 5.26. Dane treningowe w postaci bitmap prezentujacych wyniki przeksztatcenia Fouriera

141




K. Gorny. Metody uczenia maszynowego w diagnostyce uzwojenia stojana silnika indukcyjnego
z wykorzystaniem polowego modelu zjawisk elektromagnetycznych

0
o !4!!@&!’1!&!‘. l' .
100 +
z
o
=
8
150 +
200 +
250 A T L] T T T T
0.16 0.18 0.20 0.22 0.24 0.26 0.28 0.30

time, t (s)
Rys. 5.27. Dane treningowe w postaci bitmap prezentujacych wyniki przeksztatcenia falkowego

Strate oraz dokladnos¢ w funkcji epok dla danych treningowych w postaci bitmap
ilustrujgcych wyniki transformaty Fouriera oraz transformaty falkowej, przedstawiono

odpowiednio na rysunkach 5.28 a) oraz b).
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b) Doktadnos¢ i strata - wyniki transformaty falkowej
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Rys. 5.28. Doktadnos¢ i strata w funkcji epok a) bitmapy ilustrujace wyniki transformaty
Fouriera, b) bitmapy ilustrujace wyniki transformaty falkowej

Na rysunku 5.28 a), przedstawiono wyniki trenowania modelu sztucznej sieci
neuronowe;j. Sie¢ trenowana byta na podstawie danych wejSciowych w postaci bitmap
prezentujacych wyniki transformaty Fouriera. Dla tego przypadku doktadnos¢ dla
danych treningowych wzrasta od wartosci bliskiej 0, osiagajac warto§¢ maksymalng
rowng 0.834 w 59 epoce. Doktadnos$¢ na zbiorze walidacyjnym réwniez wzrasta od
wartosci bliskiej 0, osiagajac najwyzsza wartos¢ 0.814 w 55 epoce. Krzywe maja
typowy wykladniczy wzrost, ktoérego przyrost, w miar¢ uplywu epok, jest coraz
mniejszy, wskazujac na stabilizacj¢ modelu. Strata na zbiorze treningowym maleje,
osiggajac warto$¢ 0.823 w 59 epoce. Strata na zbiorze walidacyjnym osigga warto$¢
minimalng rowng 0.852 w epoce 55.

Rysunek 5.28 b) przedstawia model trenowany na podstawie danych w postaci
bitmap wynikéw transformaty falkowej. W tym przypadku, dokladnos¢ na zbiorze
treningowym wzrasta od wartosci bliskiej 0, osiggajac wartos¢ 0.824 w 57 epoce,
natomiast doktadno$¢ na zbiorze walidacyjnym wzrasta do wartosci 0.794 w epoce 53.
Strata na zbiorze treningowym maleje, osiggajac warto$¢ minimalng réwng 0.849
w epoce 58 , a strata na zbiorze walidacyjnym osigga warto$¢ minimalng rowng 0.902
w epoce 53. Krzywe dla tego modelu rowniez wykazuja wykladniczy ksztatt, ale

osiggane warto§ci maksymalne doktadnos$ci na zbiorze walidacyjnym wskazuja na
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mniejszg skuteczno$¢ klasyfikacji, w porownaniu do modelu uczonego na danych
poddanych transformacie Fouriera.

Analiza poréwnawcza modeli konwolucyjnych sieci neuronowych wykazuje, ze
model uczony na podstawie danych w postaci bitmap wynikéw transformaty Fouriera
(rysunek 5.28 a)), osiaga wyzsza doktadnos¢ walidacyjna (0.814), co wskazuje na jego
lepsza zdolno$¢ do generalizacji, w porownaniu z modelem uczonym na podstawie
danych w postaci bitmap wynikow transformaty falkowym (rysunek 5.28 b)), oraz
z modelem uczonym na podstawie bitmap przebiegéw pradow fazowych (rysunek
5.25). Ponadto, model uczony na podstawie danych w postaci bitmap wynikoéw
transformaty Fouriera wykazuje najnizsza strat¢ na zbiorze walidacyjnym (0.852), co
sugeruje jego lepsze dopasowanie do danych walidacyjnych. W zwigzku z tym,
transformata Fouriera wydaje si¢ by¢ korzystniejszym przeksztatceniem danych dla
zadania klasyfikacji zwar¢ migdzyzwojowych, w odniesieniu do opracowanego modelu
konwolucyjnej sieci neuronowe;j.

Wybrane metryki modelu uczonego na podstawie danych w postaci bitmap
wynikow transformaty Fouriera przedstawiaja tabele 5.28, 5.29, 5.30 oraz 5.31.

Metryki dla modelu trenowanego na podstawie danych w postaci bitmap wynikow
przeksztalcenia falkowego przedstawiono w tabelach 5.32, 5.33, 5.34 oraz 5.35.

W tabeli 5.28 przedstawiono $rednie warto$ci metryk dla modelu sieci neuronowe;j,
ktorego zadaniem jest klasyfikacja zwar¢ miedzyzwojowych uzwojenia stojana na
podstawie danych wejSciowych w postaci bitmap wynikow transformaty Fouriera.
Wyzsze wartoSci makro 1 wazone] precyzji, czutosci 1 F1-Score, niz
w przypadku poprzedniego modelu, wskazuja na wyzszg skuteczno$¢ konwolucyjne;j
sieci neuronowej w przetwarzaniu danych przeksztalconych ta metoda. Transformata
Fouriera pozwala na ekstrakcje istotnych cech danych, poprzez dekompozycj¢ sygnatu
na sktadowe czestotliwosciowe. Dekompozycja sygnatu, moze utatwic¢ sieci neuronowej
identyfikacje wzorcéw. Konwolucyjne sieci neuronowe, z uwagi na wystepujace w ich
strukturze warstwy konwolucyjne, sa wyjatkowo dobrze przystosowana do
analizowania takich cech na bitmapach. Prowadzi¢ to moze do wyzszej niezawodnos$ci
w klasyfikacji zwaré¢ migdzyzwojowych uzwojenia stojana silnika indukcyjnego
w odniesieniu do modelu uczonego na danych w postaci bitmap przebiegdw pradow

fazowych.
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Tabela 5.28 Srednie wartoéci metryk — dane wejéciowe: bitmapy ilustrujace wyniki

transformaty Fouriera

Rodzaj Sredniej Precyzja Czulo$é F1-Score
Srednia Makro 0.800 0.792 0.796
Srednia Wazona 0.794 0.787 0.791

W tabeli 5.29 zaprezentowano metryki dla pigciu najskuteczniej sklasyfikowanych
klas. Wyniki dotyczg modelu trenowanego na podstawie bitmap wynikow transformaty
Fouriera. Tak jak w przypadku wynikow przedstawionych wczesniej w tym rozdziale,
ponownie do grupy najskuteczniej sklasyfikowanych przyktadéw naleza konfiguracje
z duza liczba zwartych zwojow. Model dla przedstawionych konfiguracji zwar¢,
osiggnat wartosci metryk z zakresu: metryka precyzja od 0.950 do 0.978, metryka
czuto$¢ od 0.902 do 0.932 i metryka F1-Score od 0.931 do 0.947. Wysokie wartosci
zaprezentowanych metryk dla wybranych klas, $wiadcza o wysokiej wydajnosci
modelu, w przypadku klasyfikacji najbardziej reprezentatywnych klas. Moze to
wynika¢ z wyraznych wzorcow w obrazach przedstawiajacych wyniki transformaty

Fouriera, ktore model jest w stanie skutecznie rozpoznawac.

Tabela 5.29 Metryki dla pieciu klas o najlepszej skutecznosci klasyfikacji — dane wejsciowe:

bitmapy ilustrujace wyniki transformaty Fouriera

Klasa (konfiguracja) Precyzja Czulosé F1-Score
339(1078) 0.962 0.902 0.931
798 (555) 0.950 0.920 0.935
1055(769) 0.954 0.932 0.943
1183 (875) 0.965 0.927 0.946
131798 7) 0.978 0.911 0.943

W tabeli 5.30 zaprezentowano wartosci metryk dla najmniej skutecznie
sklasyfikowanych konfiguracji zwar¢ migdzyzwojowych uzwojenia stojana. Wyniki
dotyczag modelu trenowanego na podstawie bitmap wynikow transformaty Fouriera.
Wartosci metryk dla przedstawionych konfiguracji mieszczg si¢ odpowiednio
w zakresach: (precyzja od 0.310 do 0.478, czutos¢ od 0.274 do 0.382, F1-Score od
0.325 do 0.399). Jak mozna zauwazy¢, srednia metryk dla przedstawionych konfiguracji
jest wyzsza niz w przypadku modelu uczonego na podstawie bitmap przebiegow
pradéw fazowych. Przedstawione wyniki mimo, ze s3 wyzsze niz w przypadku
poprzednio opisywanego modelu sztucznej sieci neuronowej, moga sugerowaé, ze
pomimo dodatkowego przeksztalcenia danych w postaci obrazow ilustrujacych wyniki

przeksztatcenia Fouriera, prezentowany model konwolucyjnej sieci neuronowej moze
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nadal mie¢ trudnosci z rozpoznawaniem cech charakterystycznych sygnatu

wejsciowego dla niewielkiej liczby zwartych zwojow.

Tabela 5.30 Metryki dla pieciu klas o najgorszej skutecznosci klasyfikacji — dane wejsciowe:

bitmapy ilustrujace wyniki transformaty Fouriera

Klasa (konfiguracja) Precyzja Czulos¢ F1-Score
15(013) 0.418 0.382 0.399
34021 0.478 0.274 0.345
49034 0.335 0.315 0.325
137114 0.450 0.285 0.348
158 (123) 0.310 0.365 0.335

W tabeli 5.31 przedstawiono warto$ci kwantyli dla zastosowanych metryk.

Wysokie warto$ci zaprezentowanych kwantyli wskazuja na stabilno$¢ i niezawodnos¢
modelu CNN w klasyfikacji zwaré migdzyzwojowych uzwojenia stojana na podstawie
obrazow wynikow transformaty Fouriera. Przedstawione wyniki pozwalajg
wnioskowac, ze pomimo tego, iz model wykazuje gorsze wyniki niz modele uczone na
podstawie sygnatow dyskretnych, to wigkszo$¢ probek jest klasyfikowana z wysoka

skutecznoscia.

Tabela 5.31 Wartosci kwantyli dla metryk — dane wejsciowe: dane wejsciowe: bitmapy

ilustrujace wyniki transformaty Fouriera

Kwantyl Precyzja Czulo$¢ F1-Score
25% 0.670 0.665 0.660
50% 0.810 0.800 0.805
75% 0.938 0.941 0.939

W tabeli 5.32 zawarto wartosci wybranych metryk dla modelu trenowanego na
danych w postaci bitmap ilustrujagcych wyniki transformaty falkowej. Jak mozna
zauwazy¢, wartosci metryk sg nizsze niz w przypadku modelu uczonego na bitmapach
ilustrujacych wyniki transformaty Fouriera. Srednia makro i wazona metryk precyzji,
czulosci i F1-Score to odpowiednio 0.782, 0.775, 0.778 oraz 0.775, 0.768, 0.771.
Wyniki przeksztalcenia falkowego, cho¢ skuteczne w analizie sygnatow zmiennych
w czasie, to w przypadku zastosowanego modelu konwolucyjnej sieci neuronowej,
bitmapy ilustrujace wyniki transformaty falkowej moga by¢ bardziej ztozone, co

w przypadku prezentowanego modelu skutkuje pogorszeniem wynikéw klasyfikacii.
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Tabela 5.32 Srednie wartoéci metryk - dane wejéciowe: bitmapy ilustrujace wyniki

przeksztatcenia falkowego

Rodzaj Sredniej Precyzja Czulo$é F1-Score
Srednia Makro 0.782 0.775 0.778
Srednia Wazona 0.775 0.768 0.771

W tabeli 5.33 przedstawiono wyniki dla najskuteczniej klasyfikowanych
konfiguracji zwar¢ migdzyzwojowych silnika indukcyjnego, dla modelu trenowanego
na danych w postaci bitmap ilustrujacych wyniki przeksztalcenia falkowego. Jak mozna
zauwazy¢, ponownie wysokie wartosci metryk dotycza konfiguracji z duza liczba
zwartych zwojow. Wyniki dla przedstawionych najskuteczniej sklasyfikowanych
konfiguracji osiagaja najnizsze wartosci, w poréwnaniu z dotychczas przedstawionymi

modelami.

Tabela 5.33 Metryki dla pieciu klas o najlepszej skutecznos$ci klasyfikacji — dane wejsciowe:

bitmapy ilustrujace wyniki przeksztalcenia falkowego

Klasa (konfiguracja) Precyzja Czulosé F1-Score
844 (597 0.948 0.885 0.916
1042 (757) 0.940 0.912 0.926
1064 (777) 0.944 0.928 0.936
1069 (7 8 10) 0.956 0.918 0.936
1173 (8 6 6) 0.970 0.902 0.935

W tabeli 5.34 zaprezentowano wyniki dla najmniej skutecznie klasyfikowanych
konfiguracji, dla modelu trenowanego na bitmapach ilustrujacych wyniki
przeksztatcenia falkowego. Jak mozna zauwazy¢, wyniki sg zblizone, ale nieznacznie
gorsze od tych uzyskanych dla modelu trenowanego na bitmapach wynikow
transformaty Fouriera, z precyzja z zakresu od 0.303 do 0.465, czutoscig z zakresu od

0.266 do 0.378 oraz F1-Score od 0.316 do 0.393.

Tabela 5.34 Metryki dla pieciu klas o najgorszej skutecznos$ci klasyfikacji — dane wejsciowe:

bitmapy ilustrujace wyniki przeksztatcenia falkowego

Klasa(konfiguracja) Precyzja Czulosé F1-Score
4(003) 0.410 0.378 0.393
366 (202) 0.465 0.266 0.337
487302 0.328 0.305 0.316
533334 0.440 0.281 0.343
540341 0.303 0.362 0.330

Wartosci kwantyli przedstawione w tabeli 5.35 dla modelu trenowanego na
bitmapach ilustrujagcych wyniki przeksztatcenia falkowego sa nieco nizsze niz dla

modelu trenowanego na podstawie bitmap wynikow transformaty Fouriera, szczeg6lnie
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w przypadku kwantylu 50%. Mniejsze warto$ci kwantyli wskazuja na mniejsza
skuteczno$¢ klasyfikacji modelu w odniesieniu do dystrybucji wynikow z poziomu

przewidzianych konfiguracji.

Tabela 5.35 Wartosci kwantyli dla metryk — dane wejsciowe: bitmapy ilustrujace wyniki

przeksztatcenia falkowego

Kwantyl Precyzja Czulo$¢ F1-Score
25% (Q1) 0.660 0.655 0.657
50% (Q2) 0.795 0.785 0.790
75% (Q3) 0.930 0.935 0.933

Na podstawie analizy porownawczej trzech przedstawionych powyzej modeli, dla
ktorych dane wejsciowe byly prezentowane w postaci bitmap, mozna zauwazy¢ r6zng
skuteczno$ci modeli w odniesieniu do zastosowanych metod przetwarzania danych
wejsciowych. Model konwolucyjnej sieci neuronowej, ktéry trenowany byt
z wykorzystaniem bitmap przebiegéw pradoéw fazowych, osiaggnat doktadnos¢ 0.797.
Srednie warto$ci metryk dla tego modelu (precyzji, czutosci i Fl-score) byly nizsze,
w poréwnaniu do modelu trenowanego na bitmapach ilustrujacych wyniki
przeksztatcenia falkowego. Otrzymane wyniki moga wskazywac, ze model, pomimo
wysokiej skutecznos$ci, moglby wymagaé dalszej optymalizacji w celu poprawy
skutecznos$ci klasyfikacji. Model, wykorzystujacy bitmapy z wynikami przeksztatcenia
Fouriera, wykazat si¢ lepsza jakoscig klasyfikacji z doktadnoscia rowng 0.814.
Otrzymane wyniki mogg sugerowaé, ze uzycie danych wejsciowych w postaci bitmap
wynikow transformaty Fouriera, prowadzi do wyzszej skuteczno$ci klasyfikacji zwaré¢
miedzyzwojowych modelu. Model uczacy si¢ na podstawie bitmap ilustrujacych wyniki
transformaty falkowej, osiagnat najnizsze wyniki z doktadnoscia réwna 0.794. Nizsze
wyniki mogg by¢ zwigzane z wieksza ztozonoscia danych wejsciowych lub z wigksza
liczba przyktadow w zbiorze walidacyjnym, co moglto wptywaé na spadek wydajnosci
modelu. Na podstawie omdéwionych wynikow, mozna stwierdzi¢, ze model uczony na
podstawie danych wejSciowych w postaci bitmap ilustrujacych wyniki transformaty
Fouriera byl najskuteczniejszy w klasyfikacji zwar¢ miedzyzwojowych uzwojenia
stojana silnika indukcyjnego, w odniesieniu do dwoch pozostatych modeli
wykorzystujacych bitmapy jako dane wejsciowe do sztucznej sieci neuronowe;.

Poréwnujac obie grupy modeli, mozna zauwazy¢, ze modele uczone na podstawie
sygnatéw dyskretnych, osiagnely wyzsze warto$ci doktadnosci i lepsze $rednie warto$ci

metryk precyzji, czulosci i Fl-score, niz modele uczone na podstawie danych
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wejsciowych w postaci bitmap. W obu grupach modeli, najlepsze wyniki osiagnety
modele uczone na podstawie wynikoéw transformaty Fouriera, co sugeruje, ze ten rodzaj
danych wejsciowych moze by¢ skuteczniejszy w klasyfikacji zwaré miedzyzwojowych
uzwojenia stojana silnika indukcyjnego. Niemniej, réznice miedzy poszczegodlnymi
modelami w obu grupach byly stosunkowo niewielkie, co wskazuje na mozliwos¢
dalszej optymalizacji modeli, co w konsekwencji moze skutkowa¢ poprawa jakoS$ci

klasyfikacji zwar¢ miedzyzwojowych uzwojenia stojana.

5.5.3 Strojenie hiperparametrow konwolucyjnej sieci neuronowej do klasyfikacji
zwar¢ miedzyzwojowych uzwojenia stojana silnika indukcyjnego

Biorac pod uwage wyniki otrzymane z modelu bazowego, dalsze badania dotyczyty
danych w postaci wynikow dyskretnej transformaty Fouriera. Przedstawione we
wcezesniejszym podrozdziale wyniki dotyczyly wstepnej struktury sieci neuronowe;.
Aby poprawi¢ jakos$¢ klasyfikacji dokonano modyfikacji wybranych hiperparametrow
modelu takich jak:

e optymalizator,

e wspotczynnik uczenia,

e wspotczynnik porzucenia,

o liczba filtrow w warstwach konwolucyjnych.

Ostateczng struktur¢ modelu jak 1 wartosci wybranych hiperparametrow
wytypowano na podstawie badan, w ktorych wykorzystano dwie metody strojenia
hiperparametrow sztucznych sieci neuronowych:

e losowe przeszukiwanie hiperparametrow (ang. random search) to metoda
optymalizacji uzywana w uczeniu maszynowym, sluzaca do wytypowania
najbardziej dopasowanego zestawu hiperparametréw dla opracowywanego
modelu sztucznych sieci neuronowych. Metoda ta polega na losowym
wyborze warto$ci hiperparametréw z okre$lonego zakresu lub rozktadu,
a nastgpnie ocenie wynikéw modelu dla tych wartosci, w celu znalezienia
optymalnej konfiguracji. Zaletg tej metody jest mniejszy koszt obliczeniowy
w odniesieniu do siatkowego przeszukiwania hiperparametrow. Wada tej
metody jest to, ze podczas okreslonej liczby powtdrzen nie zostanie
wylosowana konfiguracja hiperparametrow zapewniajaca najlepsze

mozliwe dopasowanie;
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e siatkowe przeszukiwanie hiperparametrow (ang. grid search), tak jak
metoda losowego przeszukania hiperparametréw, stluzy do wytypowania
najbardziej dopasowanego zestawu hiperparametrow dla modelu sztucznej
sieci neuronowej. W odroznieniu od losowego przeszukiwania
hiperparametrow, w metodzie siatkowego przeszukania ustala si¢ dolny
1 gorny limit wartosci dla poszczegdlnych hiperparametréw, a nastepnie
sprawdza si¢ kazda z mozliwych konfiguracji. Zaleta tej metody jest
przeszukanie wszystkich mozliwych konfiguracji z zadanego zakresu, co
pozwala na wytypowanie najlepszego z mozliwych (w ramach zatozonych
granic) zestawu hiperparametréw dla modelu sztucznej sieci neuronowe;.
Wada tego rozwigzania jest wiekszy koszt obliczeniowy w odniesieniu do
metody losowego przeszukiwania hiperparametréw [183].

W tabeli 5.36 zestawiono hiperparametry modelu podlegajace dostrajaniu.

Tabela 5.36. Hiperparametry modelu podlegajace strojeniu

Hiperparametr WartoSci
Optymalizator Adaptive Momentum Estimation (4dam), Stochastic Gradient
Descent (SGD), Root Mean Square Propagation (RMSProp)
Wspoélczynnik uczenia 0.0001, 0.001, 0.01
Wspotczynnik porzucenia 0.3,0.2,04,0.5
Liczba filtrow w trzech
pierwszych warstwach 64, 32,256,512
konwolucyjnych
Liczba filtrow w trzech
ostatnich warstwach 64,128,512, 1024
konwolucyjnych

Na podstawie warto$ci hiperparametréw przedstawionych w tabeli 5.36 utworzono
576 konfiguracje hiperparametrow dla modeli. Przedstawienie straty oraz doktadnosci
dla wszystkich konfiguracji w sposob graficzny, sprawia, ze rysunek staje si¢
nieczytelny. Z tego powodu, na rysunkach 5.29 oraz 5.30 przedstawiono wartosci
doktadnosci oraz funkcji straty w funkcji epok, tylko dla pigciu najlepszych
konfiguracji, z wykorzystaniem metody random search natomiast na rysunkach 5.31
oraz 5.32 przedstawiono te same wartosci dla pieciu najlepszych konfiguracji
z wykorzystaniem metody grid search. W przypadku metody random search

przeszukano 144 losowe konfiguracje.
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Rys. 5.29. Doktadnos¢ w funkcji epok dla metody random search

Dane przedstawione w legendzie na rysunkach od 5.29 do 5.32, dla ktérych

warto$ci sg zawarte w tabeli 5.36, nalezy interpretowac nast¢pujaco:

warto$¢ pierwsza to informacja o zbiorze danych,

warto$¢ druga to informacja o zastosowanym optymalizatorze,

warto$¢ trzecia to informacja o wartosci wspotczynnika uczenia,

warto$¢ czwarta to informacja o wartosci wspolczynnika porzucenia,
warto$¢ pigta to informacja o liczbie kerneli w trzech pierwszych warstwach
konwolucyjnych,

warto$¢ szosta to informacja o liczbie kerneli w trzech ostatnich warstwach

konwolucyjnych.

Na podstawie wynikow przedstawionych na rysunku 5.29, prezentujacych wartosci

doktadnos$ci na zbiorach treningowym i1 walidacyjnym, mozna zauwazy¢, ze najlepszy

wynik na zbiorze walidacyjnym osiagnat model trenowany z wykorzystaniem

optymalizatora Adam, przy warto$ci wspotczynnika uczenia 0.001, wspdtczynnika

porzucenia 0.2, liczbie kerneli w trzech pierwszych warstwach sieci konwolucyjnych

rownej 512 oraz liczbie kerneli w trzech ostatnich warstwach konwolucyjnych réwnej

1024. Model trenowany z ta konfiguracja hiperparametrow osiaggnat najwyzsza

maksymalng doktadno$¢ na zbiorze walidacyjnym, wynoszaca 0.862 w epoce 70.
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Poréwnujac zaprezentowane konfiguracje, mozna zauwazy¢, iz model trenowany
z wykorzystaniem optymalizatora Adam, wykazal si¢ nie tylko najlepsza ogdlna
jako$cig klasyfikacji zwar¢ uzwojenia stojana silnika indukcyjnego na zbiorze
walidacyjnym, ale roéwniez na zbiorze treningowym. Model wykorzystujacy
optymalizator Adam osiagnat najwyzsza warto$ci doktadnosci dla danych ze zbioru
treningowego, réwna 0.905. Wyniki otrzymane przez ten model moga wskazywaé na
dopasowanie modelu zarowno do danych treningowych jak i walidacyjnych.

Modele trenowane z wykorzystaniem optymalizatora SGD zostaly wytypowane
trzykrotnie w konfiguracjach: (SGD, 0.01, 0.2, 512, 512), (SGD, 0.0001, 0.4, 64, 512)
oraz (SGD, 0.0001, 0.4, 256, 1024). Jeden z modeli, ktéory byl trenowany
z wykorzystaniem optymalizatora SGD (SGD, 0.01, 0.2, 512, 512) osiagnal druga
doktadno$¢ na zbiorze walidacyjnym wynoszacg 0.848 w 123 epoce. Niemniej, rdéznica
wartosci doktadno$ci miedzy wynikami na zbiorze walidacyjnym dla konfiguracji
modelu wykorzystujacego najlepsza konfiguracje z optymalizatorem SGD, a modelu
z optymalizatorem Adam, wskazuje, ze model trenowany z wykorzystaniem
optymalizatora Adam wykazuje si¢ lepsza jakoscig klasyfikacji w kontekscie
klasyfikacji zwar¢ migdzyzwojowych uzwojenia stojana na zbiorze walidacyjnym niz
model trenowany z wykorzystaniem optymalizatora SGD. Ponadto, jak wynika
z przedstawionego rysunku 5.29, model uczony z zastosowaniem konfiguracji
wykorzystujacej optymalizator Adam, oprocz najwyzszej wartosci doktadnosci na
zbiorze walidacyjnym i treningowym, cechuje si¢ duzo krétszym czasem konwergencji
niz model wykorzystujacy optymalizator SGD, ktory osiagnal drugi wynik
w zestawieniu.

Analiza otrzymanych wynikow dokladnosci wskazuje, ze dobor odpowiednich
hiperparametréw na etapie trenowania modelu, moze mie¢ znaczenie dla uzyskania
wysokiej doktadnos$ci klasyfikacji zwar¢ migdzyzwojowych przez modele. Podczas
poszukiwania hiperparametréw metoda losowego przeszukania, model wykorzystujacy
optymalizator Adam, z odpowiednio dobranymi parametrami, wykazat najlepsze wyniki

w konteks$cie szybkosci konwergencji i koncowej doktadnosci.
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Rys. 5.30. Strata w funkcji epok dla metody random search

Na podstawie warto$ci strat na zbiorach treningowych 1 walidacyjnych
przedstawionych na rysunku 5.30, mozna zauwazy¢, ze model trenowany z uzyciem
optymalizatora Adam osiagnat najnizsza warto$¢ straty na zbiorze walidacyjnym.
Wartosci hiperparametréw dla tego modelu, wynosity: wspotczynnik uczenia (0.001),
wspotczynnik porzucenia (0.2), liczba kerneli w pierwszych trzech warstwach
konwolucyjnych (512) oraz liczba kerneli w ostatnich trzech warstwach
konwolucyjnych (1024). Minimalna strata osiggni¢ta przez ten model na zbiorze
walidacyjnym wynosita 0.677, w epoce 70.

Mozna zauwazy¢, ze mimo tego, iz model z optymalizatorem Adam uzyskat
najlepsze wyniki na zbiorze walidacyjnym, to nie uzyskal najnizszej wartosci straty na
zbiorze treningowym. Najnizszg wartos$¢ straty na zbiorze treningowym osiagnal model
trenowany z uzyciem optymalizatora RMSProp, uzyskujac strate¢ rowna 0.645 w epoce
59, co moze sugerowaé¢ nadmierne dopasowanie modelu do danych ze zbioru
treningowego.

Analizujac trzy wytypowane modele trenowane z uzyciem optymalizatora SGD,
w konfiguracjach: (SGD, 0.01, 0.2, 512, 512), (SGD, 0.0001, 0.4, 64, 512) oraz (SGD,
0.0001, 0.4, 256, 1024) mozna zaobserwowac, ze model z konfiguracja (SGD, 0.0001,

0.4, 64, 512) uzyskat druga, co do minimalnej wartos$ci, strate na zbiorze walidacyjnym,
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wynoszaca 0.725 w epoce 76. Pomimo niewielkiej roznicy w warto$ciach strat migdzy
modelem z optymalizatorem SGD, a modelem z optymalizatorem Adam, to model
trenowany z uzyciem optymalizatora Adam wykazuje wicksza od pozostalych modeli
skuteczno$¢ w klasyfikacji zwar¢ migdzyzwojowych uzwojenia stojana.

Ponadto, liczba epok niezbedna do osiggniecia konwergencji na zbiorze
walidacyjnym dla modelu wykorzystujacego optymalizator Adam jest mniejsza niz ta,

potrzebna do osiggniecia konwergencji dla modeli trenowanych z uzyciem

optymalizatora SGD.
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—— Trening: SGD, 0.0001, 0.4, 512, 1024 Walidacja: Adam, 0.0001, 0.4, 64, 512

== \Walidacja: SGD, 0.0001, 0.4, 512, 1024 === Trening: SGD, 0.001, 0.5, 256, 1024
Trening: SGD, 0.01, 0.3, 256, 512 == Walidacja: SGD, 0.001, 0.5, 256, 1024
Walidacja: SGD, 0.01, 0.3, 256, 512 = Trening: Adam, 0.0001, 0.4, 256, 1024
Trening: Adam, 0.0001, 0.4, 64, 512 = = Walidacja: Adam, 0.0001, 0.4, 256, 1024

Rys. 5.31.Doktadno$¢ w funkcji epok dla metody grid search.

Jak wspomniano, druga z zastosowanych metod strojenia hiperparametréw modeli
sieci neuronowych wykorzystang w badaniach byta metoda siatkowego przeszukiwania
hiperparametrow. Wyniki prezentujace warto$ci dokladnosci w funkcji  epok
przedstawiono na rysunku 5.31. Dzigki temu, Ze metoda przeszukiwania siatkowego
sprawdza wszystkie mozliwe kombinacje hiperparametrow z okre§lonej w tabeli 5.36
puli, wytypowane zostaly modele wykorzystujace odmienne konfiguracje
hiperparametréw w odniesieniu do metody losowego przeszukiwania hiperparametréw.
W przypadku metody grid search najwyzszy wynik metryki dla zbioru walidacyjnego
rowny 0.888, w epoce 139, uzyskal model sztucznej sieci neuronowej z nastgpujaca

konfiguracja hiperparametréw: optymalizator (SGD), wspotczynnik uczenia (0.0001),
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wspotczynnik porzucenia (0.4), liczba kerneli w trzech pierwszych warstwach
konwolucyjnych (512), liczba kerneli w trzech ostatnich warstwach konwolucyjnych
(1024). Dodatkowo mozna zauwazy¢, ze wszystkie wytypowane modele
wykorzystujace konfiguracje z uzyciem optymalizatora SGD wymagaja wigkszej liczby
epok do osiagnigcia konwergencji, niz dwa pozostate modele, dla ktorych w procesie
trenowania wykorzystany zostat optymalizator Adam.

Analiza wynikéw przedstawionych na rysunku 5.31 moze sugerowac, ze model
z nizszym wspoélczynnikiem uczenia (0.0001), w przypadku modeli wykorzystujacych
optymalizator SGD, osiaga wyzszg maksymalng warto$¢ doktadnosci, a zatem mniejszy
wspotczynnik uczenia pozwala na bardziej precyzyjne dostrajaniec wag dla
opracowanego modelu. Ponadto, analizujac wyniki doktadno$ci, mozna zauwazy¢, ze
na wczesnym etapie trenowania, modele wykorzystujace optymalizator Adam,
charakteryzuja si¢ znaczacym wzrostem dokladno$ci. Podczas gdy modele
wykorzystujace optymalizator SGD, do osiagnigcia podobnych wartosci dokladnosci
potrzebuja wigcej epok treningowych.

Poréwnujac  wyniki  dokladnosci dla najlepszych modeli  strojonych
z wykorzystaniem metody losowego i siatkowego przeszukiwania hiperparametrow,
mozna zauwazy¢, ze lepsze rezultaty zostaly uzyskane z wykorzystaniem modelu
trenowanego z optymalizatorem SGD, przy niewielkiej warto$ci wspdlczynnika
uczenia. Niemniej jednak, trenowanie modelu z wykorzystaniem optymalizatora SGD,
wymaga wigkszej mocy obliczeniowej, z uwagi na wigksza liczbg epok treningowych

niezbg¢dng do uzyskania konwergencji.
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—— Trening: SGD, 0.0001, 0.4, 512, 1024
= = Walidacja: 8GD, 0.0001, 04, 512, 1024
Trening: SGD, 0.01, 0.3, 256, 512
Walidacja: SGD, 0.01, 0.3, 256, 512
Trening: Adam, 0.0001, 0.4, 64, 512

Walidacja: Adam, 0.0001, 0.4, 64, 512
=== Trening: SGD, 0.001, 0.5, 256, 1024
= = Walidacja: SGD, 0.001, 0.5, 256, 1024
=== Trening: Adam, 0.0001, 0.4, 256, 1024
— — Walidacja: Adam, 0.0001, 0.4, 256, 1024

Rys. 5.32. Strata w funkcji epok dla metody greed search

Na podstawie danych z prezentujacych na rysunku 5.32 warto$ci strat na zbiorach
treningowych 1 walidacyjnych, dla modeli wytypowanych z wykorzystaniem metody
grid search, mozna zauwazy¢, ze model trenowany z uzyciem optymalizatora SGD
(SGD, 0.0001, 0.4, 512, 1024) osiaggnat najnizsza warto$¢ straty na zbiorze
walidacyjnym. Warto$¢ straty dla tego modelu wynosita 0.671 w epoce 139.
Wspomniany model z optymalizatorem SGD uzyskat nie tylko najlepszy wynik dla

maksymalnej doktadnosci na zbiorze walidacyjnym, ale rowniez na tym samym zbiorze

uzyskat najnizsza warto$¢ straty rowna 0.654 w 142 epoce.

Finalne struktury sieci, wytypowane z wykorzystaniem metod random search oraz
grid search, w przypadku danych treningowych w postaci sygnatu dyskretnego

wynikow przeksztalcenia Fouriera, przedstawiono w tabeli 5.37.

Tabela 5.37 Konfiguracje z najwyzsza wartoscig metryki doktadnos$¢ na zbiorze walidacyjnym

Liczba filtréw w Liczba filtréw w ix
. . . . . . Dokladnos$é na
. Wspolezynnik Wspolczynnik trzech pierwszych trzech ostatnich .
Typ danych Optymalizator A . zbiorze
uczenia porzucenia warstwach warstwach walidacyinym
konwolucyjnych konwolucyjnych yiny
Prazeszukiwanie ADAM 0.001 0.2 512 1024 0.862
losowe
Przeszukiwanie SGD 0.0001 0.4 512 1024 0.888
siatkowe

Na podstawie przedstawionych wynikow badan wybrano model (zaznaczony

kolorem zielonym w tabeli

5.37),

charakteryzujacy si¢ najwigkszg wartoscig
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doktadnosci na danych walidacyjnych. Wytypowany model zostat przetestowany na
zbiorze testowym. Baza danych testowych sktadata si¢ z 25600 przyktadow uczacych.
Przyktady ze zbioru testowego nie byly stosowane w procesie trenowania
konwolucyjnej sieci neuronowej. Wyniki prezentujgce wartosci wybranych metryk dla
modelu charakteryzujacego si¢ najwieksza dokladno$ciga na zbiorze walidacyjnym
przedstawiono w tabelach od 5.38 do 5.41.

W tabeli 5.38 przedstawiono metryki dla modelu, ktory osiggnat najwyzsza wartos¢
doktadnosci na zbiorze walidacyjnym, po procesie strojenia hiperparametrow. Srednie
makro i §rednie wazone metryk dla zbioru walidacyjnego, osiagnely najwyzsze wartosci
spos$rod dotychczas prezentowanych modeli sztucznych sieci neuronowych ($rednia
makro: precyzja 0.870, czuto$¢ 0.865, Fl-score 0.867), (Srednia wazona: precyzja
0.865, czutos¢ 0.860, Fl1-score 0.862). Wyniki dla zbioru testowego sg nizsze ($rednia
makro: precyzja 0.802, czuto$¢ 0,795, Fl-score 0.798), (Srednia wazona: precyzja
0.795, czutos¢ 0.789, Fl-score 0.792). Z uwagi na to, ze zbiér danych testowych
pochodzil z zupehie innego zrodta, nizsza $rednia warto$¢ metryk precyzji, czutosci,

F1-Score 1 doktadno$ci byta spodziewana.

Tabela 5.38 Srednie warto$ci metryk

Baza danych Rodzaj Sredniej Precyzja Czulos¢ Slc:;;e Dokladnos$¢
Zbior Srednia Makro 0.870 0.865 0.867 0.880
walidacyjny Srednia Wazona 0.865 0.860 0.862 0.875
Zbiér testo Srednia Makro 0.802 0.795 0.798 0.810
' "Y | Srednia Wazona 0.795 0.789 0.792 0.812

W tabeli 5.39 przedstawiono metryki dla pieciu najskuteczniej klasyfikowanych
konfiguracji zwaré miedzyzwojowych. Wyniki dotycza modelu, ktéry osiggnat
najwyzszg warto$¢ doktadno$ci na zbiorze walidacyjnym, po procesie strojenia
hiperparametréw (SGD, 0.0001, 0.4, 512, 1024). Wyniki dla zbioru walidacyjnego
(precyzja od 0.966 do 0.982, czutos¢ od 0.930 do 0.954, F1-Score od 0.948 do 0.968
oraz doktadnos¢ od 0.952 do 0.975) pokazuja duza skuteczno$¢ modelu do klasyfikacji
przedstawionych konfiguracji zwaré. W przypadku zbioru testowego wartosci te s3
nizsze, co jak wspomniano jest zachowaniem spodziewanym, z uwagi na
charakterystyke zbioru testowego. Niemniej, wysokie wartosci metryk dla powyzszych
konfiguracji zwar¢ potwierdzajg, ze opracowany model wykazuje lepsza zdolnos¢ do

klasyfikacji zwar¢, w ktorych wystepuje wieksza liczba zwartych zwojow.
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Tabela 5.39 Metryki dla pieciu klas o najlepszej skutecznosci klasyfikacji

Klasa

F1-

Baza danych (konfiguracja) Precyzja Czulo$¢ Score Dokladnosé
360 (109 7) 0.982 0.954 0.968 0.975
1075(787) 0.977 0.947 0.962 0.972
Zbior walidacyjny 1205 (895) 0.969 0.948 0.958 0.967
1206 (89 6) 0.968 0.935 0.951 0.963
129596 7) 0.966 0.930 0.948 0.952
367 (1099) 0.946 0.905 0.925 0.941
1151 (84 6) 0.943 0.901 0.922 0.936
Zbior testowy 12058 95) 0.935 0.894 0.914 0.932
1206 (89 6) 0.933 0.895 0.914 0.926
129596 7) 0.928 0.884 0.905 0.923

W  tabeli 5.40 przedstawiono metryki dla pigciu najmniej skutecznie

sklasyfikowanych konfiguracji zwar¢ migdzyzwojowych. Wyniki dotycza modelu,

ktory osiggnat najwyzsza warto$¢ dokladnosci na zbiorze walidacyjnym, po procesie

strojenia hiperparametrow (SGD, 0.0001, 0.4, 512,

1024). Wyniki dla zbioru

walidacyjnego (precyzja od 0.325 do 0.485, czuto$¢ od 0.298 do 0.409, F1-Score od
0.337 do 0.420 oraz doktadno$¢ od 0.363 do 0.455) moga wynika¢ z mniejszego

wplywu zwar¢ miedzyzwojowych, na wczesnym etapie ich wystgpowania (niewiele

zwartych zwojow), na wartosci pradow fazowych maszyny, co w konsekwencji

przektada si¢ na podobienstwo przyktadéw w obrebie poszczegolnych klas utrudniajac

skuteczne rozréznianie wzorcoOw migdzy klasami.

Tabela 5.40 Metryki dla pieciu klas o najmniejszej doktadnosci klasyfikacji

Baza danych (konltflglsfacja) Precyzja Czulosé Slc:;;'e Dokladnos$é
6(005) 0.432 0.409 0.420 0.441
12(011) 0.485 0.298 0.369 0.455
Zbiér walidacyjny 59(043) 0.351 0.324 0.337 0.363
63(047) 0.460 0.304 0.366 0.427
209173 0.325 0.379 0.350 0.399
3(002) 0.400 0.376 0.388 0.422
12(011) 0.464 0.282 0.351 0.451
Zbior testowy 59(043) 0.320 0.297 0.308 0.337
63(047) 0.435 0.289 0.347 0.383
20771 0.310 0.367 0.336 0.370

W tabeli 5.41 przedstawiono metryki dla kwantyli modelu, ktory osiagnat

najwyzszg warto$§¢ dokladnosci na zbiorze walidacyjnym, po procesie strojenia

hiperparametrow. Wartosci metryk dla zbioru walidacyjnego prezentuja si¢ nastepujaco:
(kwantyl 25% (Q1): precyzja 0.721, czutos¢ 0.717, Fl-score 0.717, doktadno$¢ 0.724),
(kwantyl 50% (Q2): precyzja 0.853, czutos¢ 0.844, F1-score 0.847, doktadnos¢ 0.855),
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(kwantyl 75% (Q3): precyzja 0.960, czuto$¢ 0.968, F1-score 0.963, doktadnos¢ 0.977).
Natomiast metryki dla zbioru treningowego: (kwantyl 25% (Q1): precyzja 0.666,
czulos¢ 0.661, Fl-score 0.662, doktadnos¢ 0.669), (kwantyl 50% (Q2): precyzja 0.795,
czutos¢ 0.790, F1-score 0.792, doktadnos¢ 0.799), (kwantyl 75% (Q3): precyzja 0.902,
czuto$¢ 0.905, Fl-score 0.902, doktadnos¢ 0.913). Wysokie wartosci kwantyli Q3,
wskazuja na ogolng wysoka wydajnos¢ modelu. Metryki dla kwantyli Q1, Q2 i Q3 dla
zbioru testowego s3 nizsze, niz te dla zbioru walidacyjnego, co ukazuje ogdlng
tendencje¢ modelu sieci neuronowej do pogorszenia jakosci klasyfikacji zwaré
zwojowych uzwojenia stojana silnika klatkowego na zupetnie nowym zbiorze danych.
Niemniej, zaprezentowane warto$ci pozostaja na wysokim poziomie, co potwierdza
skuteczno$¢ klasyfikacji modelu dla wielu konfiguracji. Otrzymane wyniki sg zgodne
z teorig konwolucyjnych sieci neuronowych, ktora podkresla znaczenie stosowania
duzych i zré6znicowanych zbioréw treningowych, metod strojenia hiperparametrow oraz

technik regularyzacyjnych, w celu poprawy zdolnosci modelu do generalizacji.

Tabela 5.41 Wartosci kwantyli dla metryk

Baza danych Kwantyl Precyzja Czulosé F1-Score Dokladno$é
Zbiér 25% (Q1) 0.721 0.717 0.717 0.724
walidacyjny 50% (Q2) 0.853 0.844 0.847 0.855
75% (Q3) 0.960 0.968 0.963 0.977
Zbiér 25% (Q1) 0.666 0.661 0.662 0.669
testowy 50% (Q2) 0.795 0.790 0.792 0.799
75% (Q3) 0.902 0.905 0.902 0.913

Podsumowujac wyniki trenowania wszystkich przedstawionych modeli, mozna
zauwazy¢, ze wykazuja si¢ one zroznicowang skutecznos$¢, w zaleznosci od typu danych
wejsciowych. Najwyzsze wyniki osiggnigte podczas trenowania otrzymano dla modeli
uczonych na wynikach transformaty Fouriera (zar6wno w postaci dyskretnej, jak
1 bitmapy). Najlepsze wyniki osiggnat model poddany procesowi strojenia metoda
siatkowego przeszukiwania hiperparametrow, z danymi wejSciowymi w postaci
wynikow transformaty Fouriera. Pozostale modele takze wykazaly wysoka skutecznos¢,
cho¢ w niektorych przypadkach jakos$¢ ich klasyfikacji byta nizsza (wyniki transformaty
falkowej), co moze wynika¢ z mniejszej reprezentatywnos$ci przetworzonych danych
wejsciowych lub z wigkszej zlozonosci wzorcow w analizowanych przyktadach.
Dodatkowo, mozna zauwazyC, ze wszystkie zaprezentowane w rozprawie modele

konwolucyjnych sieci neuronowych do zadania klasyfikacji zwaré miedzyzwojowych
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uzwojenia stojana trojfazowego silnika indukcyjnego, radzily sobie lepiej
z konfiguracjami zwar¢, w ktorych wystepowata wigksza liczba zwartych zwojow.

Aby lepiej przestawi¢ rozktad metryk, dla przyktadow ze zbioru treningowego oraz
zbioru walidacyjnego, na rysunkach 5.33 oraz 5.34 przedstawiono histogramy
prezentujace rozklad metryk dla kazdego z przykladu, odpowiednio ze zbioru

walidacyjnego i treningowego.
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Rys. 5.33 Histogramy dla metryk a) precyzja, b) czutos¢ ¢) F1-score d) doktadnos¢ - dane
wejsciowe: zbior walidacyjny

Na rysunku 5.33 przedstawiono wyniki dla zbioru walidacyjnego. Analiza danych
histogramu precyzji dla zbioru walidacyjnego pozwala zauwazy¢, ze wigkszos¢
wartosci dla metryki precyzji miesci si¢ w zakresie od 0.721 do 0.960. Rozktad metryki
dla modelu jest stosunkowo réwnomierny, z wyraznym skupieniem wokot wyzszych
wartosci, co sugeruje, ze dla wigkszosci danych wchodzacych w sktad zbioru
walidacyjnego, opracowany model poprawnie identyfikuje rzeczywiste przypadki
konfiguracji zwar¢ miedzyzwojowych silnika indukcyjnego.

Histogram czutosci dla zbioru walidacyjnego wskazuje, ze wartosci czulo$ci sa
roztozone od 0.717 do 0.968. Widoczna jest tendencja do wyzszych wartosci, co
oznacza, ze model skutecznie wykrywa wigkszos¢ przypadkow  zwaré
mi¢dzyzwojowych. Czulo$¢, bedaca miarg zdolnosci modelu do identyfikacji
wszystkich przypadkéw zwar¢, jest kluczowa w kontekscie diagnostyki przemystowe;,
gdzie wykrycie kazdego przypadku zwarcia jest krytyczne dla zapobiegania awariom
1 minimalizacji przestojow w procesie technologicznym.

Histogram F1-Score pokazuje rozklad wartosci od 0.717 do 0.963, z koncentracja
w wyzszym zakresie. Fl-Score, jako metryka rownowazaca precyzje i czulosc,
sugeruje, ze model osigga dobre wyniki w obu tych aspektach, co jest kluczowe
w sytuacjach, gdzie zardwno falszywe wykrycia, jak 1 pominigte przypadki maja

powazne konsekwencje dla dziatania systemu.
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Histogram doktadnosci dla zbioru walidacyjnego wskazuje, ze wigkszo$¢ wartosci
doktadno$ci miesci si¢ w zakresie od 0.724 do 0.977. Wysoka doktadno$¢ wskazuje
na skuteczno$¢ modelu w przewidywaniu poprawnych konfiguracji zwaré
miedzyzwojowych uzwojenia stojana.
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Rys. 5.34 Histogramy dla metryk a) precyzja, b) czuto$¢ c) F1-score d) doktadnos¢ - dane
wejsciowe: zbior testowy

Analiza histogramoéw precyzji dla zbioru testowego (rysunek 5.34 a)) wskazuje na
rozktad wartosci od 0.666 do 0.902. Wida¢ wyrazne skupienie wokdét wyzszych

wartos$ci, co sugeruje, ze model utrzymuje dobra precyzje¢, takze na zbiorze testowym.
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Histogram czuto$ci (rysunek 5.34 b)) dla zbioru testowego pokazuje, ze wartosci
czulo$ci rozciagaja si¢ od 0.661 do 0.905, z tendencja do wyzszych wartosci. Wskazuje
to na skuteczno$¢ modelu w wykrywaniu przypadkow zwaré miedzyzwojowych
rOwniez na zbiorze testowym.

Histogram F1-Score (rysunek 5.34 c)) dla zbioru testowego ukazuje wartosci od
0.662 do 0.902. Rozktad ten odzwierciedla rownowage miedzy precyzja a czuloscia,
podobnie jak w zbiorze walidacyjnym, co potwierdza ogo6lng skutecznos¢ modelu.

Histogram doktadnosci (rysunek 5.34 d)) dla zbioru testowego przedstawia
wartosci od 0.669 do 0.913. Podobnie jak w przypadku zbioru walidacyjnego, wartosci
te wskazuja na wysoka ogo6lng doktadnos¢ modelu.

Analiza histogramow dla metryk na zbiorze walidacyjnym i testowym wskazuje, ze
model uczenia maszynowego wykorzystujacy warstwy konwolucyjne wykazuje
zadowalajace wyniki w zakresie precyzji, czulosci, F1-Score oraz doktadnosci na obu
zbiorach danych. Widoczna tendencja do wyzszych wartosci metryk sugeruje, ze model
jest skuteczny zaro6wno w identyfikacji przypadkéw zwar¢ miedzyzwojowych, jak
1 w minimalizacji bledow klasyfikacji. Wyniki te potwierdzaja, ze model zachowuje
wysoka jakos¢ klasyfikacji, nie tylko na zbiorze walidacyjnym, ale takze na zbiorze
testowym, co $wiadczy o jego dobrej generalizacji. Te obserwacje podkreslajg
skuteczno$¢ konwolucyjnych sieci neuronowych w zadaniach klasyfikacji zwar¢

mi¢dzyzwojowych uzwojenia stojana.
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6 Wnhnioski i uwagi koncowe

W przedlozonej rozprawie przedstawiono skuteczng metod¢ diagnostyki uzwojenia
stojana maszyny indukcyjnej z wykorzystaniem polowego modelu zjawisk
elektromagnetycznych oraz metod uczenia maszynowego. Podczas realizacji badan
autor rozprawy opracowal i zastosowal polowy model silnika indukcyjnego do
obliczenia przebiegow pradow fazowych z uwzglednieniem uszkodzen uzwojenia
stojana. Zbudowang baz¢ danych przebiegéw pradow wykorzystano do opracowania
modeli konwolucyjnych sztucznych sieci neuronowych. Zadaniem opracowanej sieci
neuronowej byta klasyfikacja uszkodzen uzwojenia stojana silnikoéw indukcyjnych.
Opracowana metoda moze zosta¢ wykorzystana do poprawy niezawodno$ci pracy
elektrycznych uktadow napgedowych z silnikami klatkowymi.

Do istotnych osiggnig¢ uzyskanych podczas prowadzonych badan mozna zaliczyc¢:

e Analiza aktualnego stanu wiedzy w zakresie diagnostyki silnikéw
indukcyjnych na podstawie przegladu dostepnej literatury.

e Przeglad aktualnie wykorzystywanych metod diagnostycznych oraz metod
przetwarzania sygnatu w diagnostyce silnikéw elektrycznych.

e Przedstawienie, analiza oraz omoOwienie zagadnien zwigzanych
z matematycznym modelowaniem silnikoéw indukcyjnych zard6wno w ujgciu
obwodowym jak 1 polowym.

e Omodwienie 1 analiza matematycznego modelowania uszkodzeh uzwojenia
stojana trojfazowych silnikow indukcyjnych.

e Opracowanie modeli obwodowych oraz polowych trojfazowego silnika
indukcyjnego z uwzglgdnieniem uszkodzenia we wszystkich fazach
uzwojenia stojana.

e Obliczenia symulacyjne przebiegbw pradéw  fazowych silnika
z uwzglednieniem zwaré miedzyzwojowych we wszystkich fazach
uzwojenia stojana w wybranych stanach pracy z zastosowaniem
opracowanego modelu uszkodzonego silnika.

e Przeprowadzenie analizy wynikéw badan symulacyjnych z zastosowaniem
transformaty Fouriera oraz transformaty falkowe;.

e Opracowanie bazy danych treningowych i walidacyjnych na podstawie

wynikoéw analizy badan symulacyjnych.
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Przeprowadzenie = weryfikacji  eksperymentalnej modelu polowego

trojfazowego silnika indukcyjnego.

Analiza aktualnego stanu wiedzy w obszarze metod uczenia maszynowego
ze szczegdlnym uwzglednieniem wykorzystania sztucznych sieci
neuronowych w zagadnieniach zwigzanych z diagnostyka silnikow
elektrycznych.

Przedstawienie oraz omoéwienie struktury wybranych klasycznych,
jak 1 glebokich modeli sztucznych sieci neuronowych.

Przedstawienie oraz analiza metod oceny zarowno binarnych
jak 1 wieloklasowych klasyfikatoréw neuronowych.

Opracowanie oprogramowania wilasnego do: wizualizacji struktury,
treningu, strojenia parametrow z wykorzystaniem metod losowego
i siatkowego przeszukiwania hiperparametrow oraz wizualizacji i analizy
wynikow konwolucyjnych sieci neuronowych.

Opracowanie 1 analiza modeli konwolucyjnych sztucznych sieci
neuronowych umozliwiajacych klasyfikacje zwar¢ miedzyzwojowych
w trzech fazach trojfazowego silnika indukcyjnego.

Analiza wplywu rodzaju danych treningowych na wyniki klasyfikacji
konfiguracji zwar¢ miedzyzwojowych w trzech fazach tréjfazowego silnika
indukcyjnego.

Analiza wptywu hiperparametréw konwolucyjnej sieci neuronowej na
wyniki klasyfikacji zwar¢ migedzyzwojowych uzwojenia stojana.

Analiza poréwnawcza metryk modeli konwolucyjnych sieci neuronowych

w zagadnieniach klasyfikacji zwar¢ migdzyzwojowych uzwojenia stojana.

Na podstawie przeprowadzonych badan nad zastosowaniem polowego modelu

zjawisk elektromagnetycznych oraz metod sztucznej inteligencji w diagnostyce

uzwojenia stojana mozna sformutowac nastepujace wnioski:

Zastosowanie doktadnych modeli polowych trojfazowych silnikow
indukcyjnych, ktore pozwalaja na uwzglednienie uszkodzen obwodu stojana
umozliwia odwzorowanie, analiz¢ wplywu zwaré miedzyzwojowych na

przebiegi pradow fazowych.
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e Polowe modele silnikow indukcyjnych moga z powodzeniem zostaé
wykorzystane do tworzenia baz treningowych dla glebokich sieci

neuronowych.

e Implementacja gtebokich modeli sztucznych sieci neuronowych takich jak
konwolucyjne sieci neuronowe umozliwia opracowanie skutecznego
klasyfikatora zwar¢ migdzyzwojowych uzwojenia stojana trojfazowego

silnika indukcyjnego.

e Zastosowanie sygnalu wejsciowego dla opracowanych konwolucyjnych
struktur sieci neuronowych w postaci sygnatu dyskretnego zapewnia
wysoka 1 zadowalajaca skuteczno$¢ detekcji 1 klasyfikacji zwaré
miedzyzwojowych uzwojenia stojana.

e Zastosowanie metod przetwarzania sygnatu wejsciowego konwolucyjnej
sieci neuronowej moze poprawic¢ ale tez pogorszy¢ jakos¢ klasyfikacji
zwar¢ miedzyzwojowych uzwojenia stojana silnika indukcyjnego.

e Strojenie hiperparametrow konwolucyjnych modeli sztucznych sieci
neuronowych  na  potrzebny  diagnostyki  uzwojenia  stojana
z wykorzystaniem deterministycznych i stochastycznych metod doboru
hiperparametréw modelu moze wplyna¢ na poprawe jakosci detekcji
1 klasyfikacji zwar¢ migdzyzwojowych uzwojenia stojana.

e Opracowane modele konwolucyjnych sieci neuronowych skutecznie
klasyfikowaly konfiguracje zwar¢ mig¢dzyzwojowych ze znaczna liczba
zwartych zwojow.

e Pomimo trudnych do jednoznacznego okreslenia zalezno$ci migdzy
struktura, wartos$ciami poczatkowymi procesu trenowania
1 hiperparametrami konwolucyjnych sieci neuronowych przedstawione
w rozprawie wyniki mogg by¢ pomocne w projektowaniu modeli giebokich
sieci neuronowych na potrzeby diagnostyki wielofazowych zwar¢
miedzyzwojowych uzwojenia stojana.

e Zastosowanie doktadnych polowych modeli silnikéw indukcyjnych oraz
zaawansowanych  modeli  glebokich  sieci  neuronowych  moze
z powodzeniem zosta¢ wykorzystane przy opracowywaniu systemu
diagnostycznego do diagnostyki obwodu uzwojenia stojana trdjfazowych

silnikow indukcyjnych.
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