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Streszczenie

Uczenie klasyfikatorów jest podstawowym obszarem badawczym w nadzorowanym ucze-
niu maszynowym zajmującym się automatyczną konstrukcją systemów zdolnych do przy-
pisywania instancji testowych do predefiniowanych klas na podstawie zbioru danych [7].
Tak ogólnie postawiony problem doprowadził do opracowania licznych algorytmów, które
są szeroko wykorzystywane w wielu obszarach, takich jak rekomendacja produktów [18],
identyfikacja autorstwa [10] czy filtrowanie wiadomości [1]. Pomimo znaczących sukce-
sów w licznych zastosowaniach, pewne problemy wciąż pozostają otwarte i utrudniają
powszechne wykorzystanie metod uczenia maszynowego w specyficznych, a zarazem waż-
nych dziedzinach zastosowań. Jednym z takich problemów jest problem uczenia z danych
niezbalansowanych [20, 13].

Zbiór danych nazywamy niezbalansowanym jeśli zawiera on klasy o różnych liczno-
ściach, a co najmniej jedna z klas nie jest dostatecznie dobrze reprezentowana [5]. Te
niedoreprezentowane klasy nazywamy klasami mniejszościowymi, a ich skuteczne rozpo-
znawanie jest kluczowe w wielu praktycznych problemach takich jak analiza wydźwięku
tekstu, automatyczna konstrukcja grafów czy analiza danych medycznych. Przeciwnie
do oczekiwań praktyków preferujących wysoką trafność rozpoznawania klas mniejszościo-
wych, klasyczne metody uczenia maszynowego konstruują klasyfikatory dobrze rozpozna-
jące przede wszystkim klasy większościowe. W ekstremalnych przypadkach skonstruowany
klasyfikator całkowicie ignoruje klasy mniejszościowe, nie będąc w stanie zaklasyfikować
do nich żadnego przykładu testowego [14].

Początkowo sądzono, że to niepożądane zachowanie systemów uczących się wynika je-
dynie z poziomu niezbalansowania (ang. imbalance ratio), czyli ze znacznej rozbieżności
pomiędzy wielkościami klas w zbiorze treningowym. Jednakże późniejsze analizy eks-
perymentalne wykazały, że dla niektórych prostych problemów klasyfikacyjnych poziom
niezbalansowania klas nie ma prawie żadnego wpływu na ostatecznie skonstruowany kla-
syfikator [11, 17]. Zaobserwowano, że poziom niezbalansowania wpływa na konstrukcję
klasyfikatorów i znacząco pogarsza rozpoznawanie klas mniejszościowych jedynie wtedy,
gdy występuje razem z innymi czynnikami trudności danych (ang. data difficulty fac-
tors) [12, 17, 15]. Czynniki trudności danych można podzielić na czynniki globalne, które
wpływają na wszystkie przykłady w zbiorze danych oraz czynniki lokalne, które dotyczą
tylko pewnego podzbioru instancji. Przykładem globalnego czynnika trudności danych
jest omawiany poziom niezbalansowania klas, natomiast nakładanie się klas, dekompozy-
cja klasy na podkoncepty czy znaczna liczba obserwacji odstających to typowe przykłady
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czynników lokalnych.
Ze względu na duże znaczenie praktyczne uczenia z danych niezbalansowanych, do

jego rozwiązania zaproponowano wiele specjalistycznych metod, które można podzielić na
metody algorytmiczne, metody modyfikujące rozkład danych oraz metody kosztowe [2, 8].
Metody algorytmiczne próbują rozwiązać trudności związane z konstrukcją klasyfikatorów
z danych niezbalansowanych poprzez dostosowanie do nich istniejących systemów uczących
się. W przeciwieństwie do tych metod, które skupiają się na modyfikacji konkretnych algo-
rytmów, metody modyfikujące rozkład danych są uniwersalne i niezależne od wybranego
algorytmu uczącego. Metody te modyfikują niezbalansowany zbiór danych w taki sposób,
aby uruchomiony na nim algorytm uczący osiągał lepsze wyniki na klasie mniejszościowej.
Ostatnia grupa metod wykorzystuje algorytmy uczenia się z kosztami (ang. cost-sensitive
learning) koncentrując konstrukcję systemu klasyfikacyjnego na klasach mniejszościowych
poprzez przypisanie ich przykładom wyższych kosztów błędnej klasyfikacji.

Prawie wszystkie metody wchodzące w skład wyżej wymienionych kategorii zostały
zaprojektowane jedynie dla niezbalansowanych problemów klasyfikacji binarnej. Niemniej
jednak zjawisko niezbalansowania klas występuje również w wieloklasowych zbiorach da-
nych. Na przykład w zastosowaniach medycznych możemy tworzyć klasyfikator, który au-
tomatycznie wyróżnia nagłe przypadki wśród pacjentów zgłaszających się do Szpitalnego
Oddziału Ratunkowego. Jednakże szpital może być zainteresowany nie tylko identyfikacją
pilnych przypadków, ale także wykrywaniem przypadków które powinny być leczone przez
lekarzy pierwszego kontaktu lub pacjentów których leczenie powinno być prowadzone w in-
nych szpitalach (np. z powodu braku wyspecjalizowanego oddziału). Taki problem byłby
niezbalansowany, ponieważ, jak pokazują badania przeprowadzone w USA, pacjenci któ-
rzy powinni być leczeni przez lekarzy pierwszego kontaktu stanowią ponad 80% wszystkich
przypadków na tego typu oddziałach. Przedstawiony problem klasyfikacji ma dwie klasy
mniejszościowe, ale w praktyce występują również problemy z kilkoma klasami większo-
ściowymi lub zarówno z wieloma klasami większościowymi jak i mniejszościowymi [4].

Nieliczne zaproponowane metody dla problemów wieloklasowych ograniczają się do de-
kompozycji problemów na problemy binarne oraz inne wyspecjalizowane metody, w zde-
cydowanej większości adaptacje binarnych metod przetwarzania wstępnego. Te proste
modyfikacje metod binarnych nie uwzględniają jednak bardziej złożonych relacji, jakie po-
jawiają się między klasami w wieloklasowych problemach niezrównoważonych i nie radzą
sobie z dodatkowymi źródłami trudności zidentyfikowanymi przez praktyków. Co więcej,
dotychczasowo przeprowadzone teoretyczne i eksperymentalne analizy czynników trud-
ności uczenia z danych niezrównoważonych, z nielicznymi wyjątkami, również dotyczą
problemów binarnych, a ich wyników nie można bezpośrednio odnieść do danych wielo-
klasowych [15, 19, 16].

Na podstawie powyższych przesłanek sformułowano następującą hipotezę niniejszej
rozprawy:

Można zaproponować nowe metody konstrukcji klasyfikatorów dla wieloklasowych
danych niezbalansowanych, które będą uwzględniać informacje o źródłach trudno-
ści związanych z rozkładem danych zarówno na poziomie lokalnym jak i bardziej
globalnym.

Powyższą hipotezę zweryfikowano poprzez przeprowadzenie eksperymentalnej analizy źró-
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deł trudności w wieloklasowych niezbalansowanych zbiorach danych oraz zaproponowaniu
metody ich identyfikacji w rzeczywistych zbiorach danych. Ponadto, zaproponowano nowe
metody klasyfikacji wykorzystujące wykryte czynniki trudności, których skuteczność zo-
stała zbadana zarówno na typowo wykorzystywanych w pracach badawczych zbiorach
danych z repozytoriów UCI i KEEL, jak i na zbiorach danych z wybranego obszaru zasto-
sowań (klasyfikacja wydźwięku). W szczególności zrealizowano następujące zadania:

• W celu wykonania eksperymentalnej analizy źródeł trudności w wieloklasowych da-
nych niezbalansowanych, zaproponowano i zaimplementowano generator sztucznych
danych, który pozwolił na zbadanie wpływu różnych czynników trudności na jakość
predykcji standardowych algorytmów uczących oraz porównanie ich z wynikiem kla-
syfikatora optymalnego (tzw. klasyfikator Bayesa) [7].
Przeprowadzona analiza wskazała na znaczący wpływ nakładania się klas, a w szcze-
gólności, że zwiększanie nakładania się klas ma bardziej znaczący wpływ na jakość
klasyfikacji niż zwiększanie poziomu niezbalansowania. Wykazano również, że dane
z wieloma klasami mniejszościowymi są trudniejsze niż z wieloma większościowymi
oraz że nakładanie się klas mniejszościowych i większościowych bardziej obniża jakość
predykcji niż nakładanie się klas mniejszościowych. Eksperymenty uwypukliły rów-
nież szczególną rolę klas pośrednich, dotychczas rzadko omawianych w literaturze,
m.in. pokazano zróżnicowany wpływ nakładania się klasy pośredniej na wydajność
klasyfikacji, który zależy od tego, na jakiego typu klasę się nakłada.

• Zaprezentowano metodę wykrywania czynników trudności danych poprzez analizę
poziomów bezpieczeństwa przykładów w rzeczywistych zbiorach danych. Propono-
wana definicja poziomu bezpieczeństwa zawiera współczynniki podobieństwa klas,
które mogą modelować wzajemne relacje między klasami. W szczególności mogą
one uchwycić zmienną rolę klas pośrednich. Pokazano również, że metoda ta jest
pomocna w ocenie trudności rzeczywistych, wieloklasowych zbiorów niezbalansowa-
nych.

• Zaprojektowano metodę wstępnego przetwarzania danych, Similarity Oversampling
and Undersampling Preprocessing (SOUP), która wykorzystuje wnioski z przeprowa-
dzonej wcześniej eksperymentalnej analizy czynników trudności. Metoda ta na pod-
stawie obliczonych wcześniej stopni bezpieczeństwa przykładów, ukierunkowuje swoje
działanie na konkretne części zbioru danych. SOUP poprzez nadlosowanie bez-
piecznych przykładów mniejszościowych i odlosowanie przykładów większościowych
ze strefy nakładania się klas, konstruuje nie tylko zbalansowany zbiór danych, ale rów-
nież zbiór, z którego łatwiej można nauczyć klasyfikatory o wysokiej jakości rozpo-
znawania klas mniejszościowych.
Przeprowadzona ocena eksperymentalna na 15 rzeczywistych i 4 sztucznych zbiorach
danych wykazała, że SOUP uzyskuje na metryce G-mean lepsze wyniki niż inne
metody wstępnego przetwarzania, takie jak Global-CS [21] czy Static-SMOTE [6].
Uzyskane różnice były statystycznie istotnie wg. sparowanych testów rangowych Wil-
coxona ze standardowym progiem istotności tj. α = 0.05. Co więcej, pojedynczy
klasyfikator skonstruowany na przetworzonym przez SOUP zbiorze danych uzyskał
niższą (tj. lepszą) średnią rangę w teście Friedmana niż popularne, wyspecjalizowane
zespoły klasyfikatorów, które dekomponują problem wieloklasowy do serii problemów
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binarnych i stosują w ramach nich binarne techniki nad- i od-losowania.

• Zaproponowano dwa nowe algorytmy konstrukcji zespołów klasyfikatorów, które roz-
szerzają algorytm bagging [3] dla wieloklasowych niezbalansowanych zbiorów danych.
Pierwszy algorytm, Multi-class Roughly Balanced Bagging (MRBBag), jest rozsze-
rzeniem algorytmu Roughly Balanced Bagging [9] dla binarnych danych niezbalan-
sowanych, który okazał się uzyskiwać bardzo dobre wyniki na złożonych binarnych
problemach niezbalansowanych, pomimo braku bezpośredniego brania pod uwagę
czynników trudności danych. Drugi zaproponowany algorytm wykorzystuje z kolei
metodę obliczania poziomów bezpieczeństwa do identyfikacji czynników trudności
danych, stosując technikę SOUP i integrując ją z zespołem typu bagging (SOUP-
Bagging).
Eksperymenty przeprowadzone na kilkunastu zbiorach danych wykazały, że obie
metody oferują lepszą jakość klasyfikacji pod względem miary G-mean niż metody
dekompozycji, klasycznie stosowane dla wieloklasowych problemów niezbalansowa-
nych. Jednakże metoda wykorzystująca informacje o czynnikach trudności tj. SOUP-
Bagging uzyskała lepsze wyniki niż MRBBag. Co więcej, nawet pojedynczy klasy-
fikator wytrenowany na zbiorze danych wstępnie przetworzonym za pomocą SOUP
również przewyższył zespół MRBBag w sensie średniej rangi w teście Friedmana.

• Wreszcie, pokazano przydatność proponowanych metod w jednym z wymagających
obszarów zastosowań, jakim jest analiza wydźwięku. Przeprowadzono eksperymenty
na 12 zróżnicowanych zbiorach tekstów, wśród których były zarówno krótkie opinie
z sieci społecznościowych jak i profesjonalne recenzje, oraz na dwóch typach repre-
zentacji tekstu. Na niskowymiarowej reprezentacji ręcznie stworzonych wyspecjali-
zowanych cech, SOUP-Bagging uzyskał najlepsze wyniki spośród badanych metod.
Z kolei MRBBag uzyskał nieco lepsze wyniki na wielowymiarowej reprezentacji au-
tomatycznie uczonych cech metodami semantyki dystrybucyjnej.

• Warto nadmienić, że podjęto również pewne wysiłki mające na celu popularyzację
zaproponowanych metod. Jednym z rezultatów tych starań jest biblioteka openso-
urce dla języka Python, kompatybilna z biblioteką sklearn1.

1www.cs.put.poznan.pl/mlango/multiimbalance.php
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